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1. Informacje ogilne

Praca wykonana zostala w Instytucic Techniki Cieplnej na Wydziale Mechanicznym
Energetyki i Lotnictwa, Politechniki Warszawskiej pod kierunkiem promotora dra hab.
inz. Wojciecha Bujalskiego, prof. uczelni oraz promotora pomocniczego dra inz, Konrada
Wojdana.

Recenzje opracowano w oparciu o pismo Przewodniczacego Rady Naukowe) Dyscypliny
Inzynieria Srodowiska, Gémictwo i Energetyka Politechniki Warszawskicj, prof. dr. hab.
inz. Tomasza Wisnicwskicgo z dnia 24 pazdziemnika 2023 w sprawie powolania na
recenzenta.

Prace doktorska przedstawiono na 103 stronach, zawiera ona pigé rozdzialow, ktore
poprzedza Streszezenie w jezvku polskim 1 angielskim, Spis tresci. koneczy natomiast
Dodatek A: Wklad osob trzecich oraz Bibliografia. Dysertacja zawiera 52 pozycje

rysunkow, 2 pozycje tabel oraz wykaz literatury - 46 pozyji.

2. Omowienie tresei pracy

W rozdziale 1 zatvtulowanym Wprowadzenie (6 stron) Doktorant omawia znaczenie
prognozowania zapotrzebowania na energie oraz rosnaca popularnosé systemow
prognostycznych opartych na algorytmach Ucrenia Maszynowego (UM) w dziedzinie
energetvki. Podkresla, ze dokladne prognozy sa kluczowe dla podejmowania
optymalnych decyzji przez operatorow sieci energetycznych, elektrownie, uczestnikow

rynku energil, az po ostatecznych odbiorcow. Systemy oparte na UM sa wykorzystywane




do prognorowania zapotrzebowania na rézne rodzaje energii oraz do ulrzymania
predykeyjnego maszyn i urzadzen energetycznych, a takze do optymalizacji reakeji
strony popytowe]. Jednakze rosnaca zlozonosé algorytmow UM powoduje trudnodei w
interpretacji ich predykeji. Zwieksza sie takze zainteresowanic interpretowalnoscia
modeli UM, czyli ich zdolnoscia do wyjasniania przyczyn podjetych decyzji. Wyisza
interpretowalnosc utatwia zrozumienie, dlaczego model dokonal konkretnej predykeji w
danvch warunkach.

W dalszej czgsei rozdzialu  Doktorant opisuje problem zrozumienia decyzji
podejmowanych przez modele uczenia maszynowego, zwlaszcza tzw. "czarnych
skrzynek". Jak stwierdza, w przypadku takich modeli trudno jest ocenié, czy wyuczona
przez nie zaleznos¢ pomigdzy zmiennymi wejSciowymi a docelowymi odpowiada
rzeczywistym fizyeznym zaleznosciom. Ekstremalnym przykladem danych. ktére moga
doprowadzié do wyuczenia niewlasciwych zaleznodci jest pokazana na rysunku |1
korelacja pomiedzy liczba utonigé w basenach a energia wygenerowana przez
elektrownie jadrowe w Stanach Zjednoczonych w latach 2000-2009.

Autor pokazuje w dalsze] czesci dysertacji. ze nawet drobne bledy w danych
treningowych moga prowadzi¢ do blednych predykeji na nowych danych. Doktorant
podkresla potrzebe otwicrania tych "czarnych skreynek", czyvli wyjasniania decyzji
podeymowanych przez modele oraz monitorowania ich w warunkach produkeyjnych.
Stwierdza takze, Ze brakuje narzedzi do efektywnego monitorowania modeli, co moze
prowadzi¢ do utrzymania modeli, ktore stopniowo traca na jakosci. Autor proponuje
zbadame tych problemow na przykladzie istnicjacego modelu prognozujacego
zapotrzebowanie na cieplo.

W rozdaiale 1.1 pt. Teza pracy sprecyzowano bardzo szezegdtowo cel 1 zakres dysertacji.
W podrozdziale 1.3 pt. Akiualny stan wiedzy i wklad autora podjeta zostala dyskusja na
temat analizowanych modeli 1 udziatu Doktoranta w rozwijanic tych modeli.

W pierwsze] czesci rozdzialu skupiono sie na Amalizie narzedzi XAl dla modeli
prognozujgeyeh zapotrzebowanie na energie. Autor opisuje zastosowanie roéznych metod
wyjasnialne] sztucznej inteligencjii (XAl) do analizy modeli prognozujacych
zapotrzebowanie na energi¢, w tym na preykladzie modelu prognozujacego
zapotrzebowanie na cieplo w Warszawskicj Sieci Cieplownicze] (WSC). Metody takie
jak Permutation Importance (PI), Local Interpretable Model-Agnostic Explanations
(LIME), Partial Dependence (PD) 1 Shapley Additive Explanations (SHAP) sa

wykorzystywane do zrozumienia istotnosci zmiennych oraz mechanizmu decyzyjnego
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modelu. Autor podkresla, ze cho¢ te metody sa juz stosunkowo rozwinigte teoretycznie,
w praktyce nadal prowadzi sie badania nad ich skutecznoseig 1 preydatnodeig. Sugeruje
potrzebe dalszych badan w obszarze inteligentnych sieci i odnawialnych zrédel energii
oraz weryfikacji tych metod na rzeczywistych danych i modelach. Badania nad
zastosowaniem XAl w prognozowaniu zapotrzebowania na energig sa istotne dla
poprawy jakosci predykeji oraz zrozumienia mechanizmu dzialania modeli w tej
dziedzinie.

Dalej opisana jest Weryfikacia modelu SSN prognozujgeego zapotrzebowanic w WSC i
stworzenie zestawu wskazowek dotvezgoveh analizowania modeli prognozujgeyveh
zapotrzebowanie na energig. Jak relacjonuje Doktorant. autorzy artykutu [31] opisujg
implementacje Sztuczne) Sieci Neuronowej (S5N) do prognozowania zapotrzebowania
na energi¢ elektrvczna w norweskiej sieci elektroenergetycznej. W swoim badaniu
uzywaja metody SHAP do zbadania wplywu nowej zmiennej informujgcej, czy dany
dzien jest swiclem, na wartosé predykeyn oraz na jakosé modelu. Wedlug Doktoranta
autorzy podkreslaja brak analizy algorytmow sztucznej inteligencji przy uzyciu metod
XAl w obszarze prognozowania zapotrzebowania na energie, pomimo licznych badan 1
implementacji tych algorytmow. Gléwny autor artykulu, opublikowal rowniez inng prace
[32], w ktore] uzyt metody SHAP w bardzie] zaawansowany sposob do okreslenia
istotnosel cech wejsciowych, ich selekeji oraz do wyjasnienia wybranych predykeji.
Doktorant podsumowuje wklad autora w rozwdj wicdzy zwigzany z celem nr 2
nast¢pujaco:

o przedstawienie zaawansowanego sposobu manipulowania wynikami jednej z
metod XAl dla pokazywania usrednionego wplywu poszczegolnyvch zmiennyeh
surowych (np. temperatura zewnetrzna) | grup zmiennych (pogoda) na predvicie
w wybranveh okresach (Ij. zima, lato, okres przejsciowy).

o analiza wplywu interakcji pomiedzy zmiennvmi wejsciowymi na interpretacfe
wyjasnien generowanveh przez metode SHAP dla tyeh zmiennveh.

e stworzenie spojnego procesu analizowania modeli zapotrzebowania na energig
o strukturze podobnej do modelu [1] — od badan ogilnych, do szezegdlowych,
wraz z konfrontacjig wynikow otrzvimanych za pomocg wybranej metody XAl z
oczekivaniami wynikajgeymi z praw fizyvki.

Ciag dalszy dotyczy Badania dryfu danych na modelu prognostyczmym WSC.
Teoretycznef | prakiveznef analizy sposobow wyknywania dryfu, okreslania jego rodzaju,

szacowania wielkosci dryfu oraz wplywu dryfu na dokladnosc predyvkcii modelu.
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Jak opisuje Doktorant, dryf danych to zmiana w rozkiadach prawdopodobienstwa
zmiennych wejsciowyeh w modelach uczema maszynowego. Testy dla dwdch prob
porwalaja na oceng podobienstwa rozkfadow dwoch zmiennych losowych, co jest
kluczowe do wykrywama drylu. Istnigje wicle metod oceny zmiany rozkladow, takich
jak testy statystycene, dywergencje i dystanse statystyczne. jednak kazda z nich ma swoje
ograniczenia. Wyzwaniem jest okreslenie wplywu dryfu na jakosé predykeji modelu,
poniewaz zmiana w rozkladzie zmienne] wejsciowe] nie zawsze prowadzi do pogorszenia
jakosci predykepi. Istniejg prace proponujgee sposoby korekty predykeji modelu w
przyvpadku dryfu danych. ale brakuje teorctycznego okreélenia wplywu dryfu na jakosé
predyke)i.
Wklad autora w progres wiedzy w zwigzku z celem nr 3. zostal podsumowany
nastepujaceo:

s teorelyczne okreslenie absoluinef miary dryfu jednej zmiennej,

» wyzrnaczenie teorefyeznego wplywu drvfu danveh na rozklad zmiennej celu oraz

na jakosc predykeji modelu,
o zaproponowanie praktycznej metody szacowania wplywu dryfu zmiennych na
Jakosé predvkeit modelu (szacowanie bledu) i wervfikacja na modelu [1].

Rozdziat 2 pl. Opis badanego modelu przedstawiono na 4 stronach dysertacji. W
podrozdziale 2.1 pt. Powstanie modelu Doktorant analizuje model, ktory zostal
opracowany i dedykowany Warszawskicj Sieci Cieplowniczej (WSC) w ramach Systemu
Wspomagania Decyzji (SWD). Projekt SWD byl czescia wickszego przedsiewzigcia
rcalizowanego przez Veolia Energia Warszawa pod nazwg Inteligentna  Sied
Cieplownicza, majacego na celu minimalizacje strat ciepla i ubytku wody sicciowej.
Dzigki modernizacji aparatury kontrolno-pomiarowe] oraz wdrozeniu inteligentnych
systemow informatycznych. w tym SWD, osiagnieto zamierzone cele, SWD sklada sie
gtownie z modelu prognostycznego 1 optymalizatora,
Nastepnie w podrozdziale 2.2 pt. Architektura modelu Doktorant przywoluje pracg [1], w
ktorej zaprezentowano 1 zastosowano réznorodne algorytmy do prognozowania, w tym
regresj¢ liniowa, regresje grzbietowa oraz Sztuczne Sieci Neuronowe (SSN) o réznych
architekturach. Modele obejmowaly takze sezonowe warianty, takie jak modele letnie i
zimowe oraz modele rozmyte, wykorzystywane w seronie przejsciowym. W przypadku
krotkiego horyzontu predykeji (24h) najlepsze wyniki uzyskano dzieki modelowi
autorcgresyjnemu SSN, natomiast dla dluzszych horyzontow (=24h) lepsze efekty
przyniost model SSN z warstwa skierowang (feedforward). W niniejsze) pracy skupiono
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sie na analizie tego drugiego modelu SSN, ktory jest perceptronem wielowarstwowym
(MLP) o warstwach wejéciowe], ukrytych i wyjsciowe). Warstwy ukryte, w pelni
polaczone, zawieraly odpowiednio 400, 450 i 400 neuronéw z funkcjg aktywacji ReLU,
warstwa wyjsciowa miata 1 neuron z liniowa funkcjg aktywacji. Caltkowita liczba
trenowanych parametrow wynosila 423 451,

Padrozdziat 2.3 pt. Dane i zmienne wejsciowe opisuje zastosowany model zbudowany na
bazie historycznych danych dotyczacych konsumpeji  ciepla  oraz  danych
meteorologicznych, ktére sa dostgpne od czerwca 2015 roku. Dane te zostaly
wykorzystane do ponownego tremingu modelu o okreslone) architekturze na
zaktualizowanych danych, obejmujacych okres do marca 2021 roku. Zapotrzecbowanic na
cieplo dla roku 2019 zostalo przedstawione na rysunku 2 w procentach maksymalnego
zapotrzebowania zarejestrowanego  w  badanym okresie, uwzgledniajac  wplyw
temperatury zewnetrzngj. Model wykorzystuje szereg danych meteorologicznych, w tym
temperature, predkosé i kierunek wiatru, wilgotnoéé, naslonecznienie 1 zachmurzenie,
usrednione dla obszaru calej sicci cieplownicze] (rysunek 3). Podezas trenowania i
ewaluacji modelu wykorzystano rzeczywiste pomiary meleorologiczne tak, aby
zminimalizowa¢  dodatkowe  7rodlo  nicpewnosci. Na  podstawie  danych
meteorologicznych oraz kalendarzowych utworzono 152 cechy wejsciowe poprzez rozne
transformacje, takie jak opoZniona temperatura zewnetrzna czy temperatura odczuwalna
(rysunek 4).

Kolejny obszerny rozdzial 3 pt. Wyjasnianie predykefi modelu prognostycznego zostal
przedstawiony na 36 stronach. Dokonano tu analizy przydatnosci narzedzi XAl
(Explainable Artificial Intelligence) dla modeli prognozujacych zapotrzebowanie na
cieplo. Przeprowadzono rownicz weryfikacje modelu SSN (Sztuczna Sie¢ Neuronowa)
odpowiedzialnego za prognozowanie tego zapotrzebowania w Warszawskiej Sieci
Cieplownicze) (WSC) za pomoca wybranych narzedzi XAl

W pierwszej kolejnosci w podrozdziale 3.1 pt. Weryfikacia wybranych modeli XAl
przedstawiono cel analizy modeli Uczenia Maszynowego przy uzyciu narzedzi XAL
Narzedzia XAl maja za zadanie przedstawienie relacji miedzy wej$ciami a predykeja
modelu w sposob uproszezony 1 zrozumialy dla uzytkownika. Sposrod metod
dziatajacych niezaleznie od analizowanego algorytmu wybrano cziery, kiore potwicrdzity
swoja uzyleczno$c w przypadku wielu klas modeli UM: Permutation Importance (PI),
Local Interpretable Model-Agnostic Explanations (LIML), Partial Dependence (PD) oraz
Shapley Additive exPlanations (SITAP).
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Doktorant w rozdziale 3.1.1 pt. Opis badanych metod w pierwszej kolejnosci poddat
analizie Metode Pl (rozdzial 3.1.1.1), czyli metoda Permutation Importance (PI). Stuzy
ona do pomiaru wplywu pojedynczej cechy na blad predykeji modeli. Polega na predykeji
zmodyfikowanego zbioru 1 pordwnaniu wydajnoser modelu 2z wydajnoscia na
oryginalnych danych. Metoda ta ma zaletg fatwosci implementacji, ale jej wada jest to.
ze mierzy wplyw zmienne] na blgd modelu, a nie na jego predykcje. co utrudnia
interpretacje. Dodatkowo nic pozwala na jednoznaczne wyjasnienie pojedynezych
predykcji ani na przeprowadzenic tasowania dla pojedynczych obserwacji. Pomimo
swoje] klasycene) natury, ze wzgledu na wady, takie jak przedstawianie wplywu zmienncj
na blad modelu zamiast na jego predykeje oraz brak mozliwosel wyjasnienia
pojedynczych obserwacyi, metoda Pl nie bedzie dalej brana w dysertacji pod uwage.
Kolejna metoda opisana w podrozdziale 3.1.1.2. Metoda LIMFE, wedlug Autora ma na
celu wyjasnienie pojedyncezych obserwac)i poprzez nastepujace kroki: (1) tworzenie
sztucznych punktow w przestrzeni cech wejsciowych w otoczeniu  analizowanej
obserwacji, (2) przeprowadzanic predykeji na tych sztucznych obserwacjach za pomoca
modelu black-box, (3) przypisanie wagi predykcjom na podstawie odleglosci zmiennych
wejsciowych od analizowanej obserwacii, przy czym im blizej. tym wieksza waga, (4)
trenowanie nowego modelu interpretowalnego, ktory lokalnie nasladuje model black-box
na podstawie sztucznych obserwac)i, uwzgledniajac wagi obliczone w poprzednim kroku.
Kolejna metoda to Metoda P'D (podrozdzial 3.1.1.3). Profile PD s3 obliczane jako srednia
z prolili Cetens Panibus. Profil CP shuzy do wyjasnicnia wplywu pojedyncze) zmiennej
wejsciowe] na predykeje modelu poprzez pokazanie zmiany predykeji w zaleznoscl od
wartoscl te) zmiennej przy zatozeniu stalosci pozostalych zmiennych. Profil CP dla danej
zmiennej bedzie rozny w zaleznoscl od wartosci pozostalych, niezmienionych zmiennych
wejsciowych. Profile PD usredniaja profile CP dla wszystkich obserwacji, co pozwala na
ogolny obraz modelu, tj. sredni wplyw zmiennej na predykeje uwzgledniajage wszystkie
obserwacje.

Metoda SHAP (podrozdziat 3.1.1.4), czyli SHapley Additive exPlanations, generuje
wyjasnienia na podstawie lokalnie dokladnego. uproszezonego modelu, ktory jest
kombinacja liniowa zmiennych binarnych. Opis tego modelu jest przedstawiony
rownaniem 1. Metoda SHAP wykorzystuje koncepeje teorii gier kooperatywnych, gdzic

warlosct Shapleya sg uzywane do okredlenia udzialu gracza w wyniku danej rozgrywki.



W dalszej czesei w podrozdziale 3.1.2 (Wyniki) Autor skupit sic na wyjasnieniu predykeji
modelu prognozujacego zapotrzebowanic na cieplo w WSC otrzymane za pomocg metod
LIME, PD i SHAP.
Rozdzial 3.1.2.1 dotyczy Metody LIME. na poczatku Autor wykorzystujac rysunek 5
przedstawia wyjasnienie uzyskane za pomoca metody LIME dla konkretnej predykeji
zapotrzebowania na cieplo na dang godzine. Wyjasnicnie to zostalo wygenerowane przy
uzyciu biblioteki LIME. Wyniki predykeji modelu sa przedstawione w procentach
maksymalnego zapotrzebowania na cieplo, wynoszace w tym przypadku 17.36%.
Lokalnic dokladny, interpretowalny model stworzony za pomocg metody LIME wskazuje
osiem najbardziej istotnych wejéé dla tej predykeji, ktére sa zwiazane ze zmiennymi
kalendarzowymi - dzien roku, miesiac i godzina. Jak podkresla Autor, niestety. metoda
LIME moze generowac¢ wyniki trudne do zinterpretowania, zwlaszeza gdy modele sa
zlozone 1 posiadaja duZa liczbe skorelowanych zmiennych wejéciowych. Ponadto dobor
odpowiednich wag przypisywanych predykcjom na sztucznych obserwacjach oraz wybor
metryki odleglodei stanowi wyzwanie, co moze prowadzi¢ do réznych wynikow. Pomimo
mozliwosci wplywu na zlozonos¢ wynikow, metoda LIME moze by¢ kosztowna
obliczeniowo, zwlaszeza dla modeli z duza liczba zmiennych wejsciowych. Ze wzgledu
na te ograniczenia, LIME nic powinien by¢ uzywany do analizy modeli o wysokiej
zlozonosci, takich jak model prognorujacy zapotrzebowanie w WSC.
Dalsza analiza przedstawiona w podrozdziale 3.1.2.2 Metoda PD, zostala wyjasniona na
rysunku 6, gdzie zastosowano badana metode w celu analizy danych z calego roku 2019,
Wykorzystano biblioteke scikit-learn [38] do uzyskania wynikow. Wigkszosc profili CT
jest stata. co oznacza, Ze profil PD réwniez nic wykazuje zadnej wyraZnej tendencji.
Sugeruje to m.in., #¢ temperatura zewngtrzna nie ma istotnego wplywu na predykeje
modelu. Jest to spowodowane tym, #e model zawiera wiele innych zmiennych
skorelowanych z temperatura zewngtrzna, takich jak temperatura zewnetrzna w godzinie
predykeji, temperatura z poprzednich godzin czy temperatura odczuwalna. Analizujgc
profile CP, zmienia si¢ tylko jedno wejscie, w tym przypadku temperatura zewnelrsna w
godzinie predykeji. Reakeja modelu jest niewielka, poniewaz nie uwzgledniono, Ze wiele
powiazanych parametrow rowniez ulega zmianie. Glowng wadg profili CP i profilu PD
stanowi zatem pominigcie interakeji pomiedzy zmiennymi, co znaczaco utrudnia analize
modelu. Jak podkresla Doktorant, metoda ALE (Accumulated Local Effects) czesciowo
rozwiazuje problem korelacji pomigdzy zmiennymi poprzez badanie wplywu zmiany
warlosci danego wejscia w podszbiorach obserwacji, w ktorych wartosci zmiennych
7
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skorelowanych sg bardzicj rcalistyczne. Jednakze problem braku reakeji modelu na
zmiang tylko jednej z wiclu skorelowanych zmiennych pozostaje.

Metoda SHAP (Shapley Additive Explanations) zostala opisana w rozdziale 3.1.2.3. Na
rysunku 7 przedstawiono wyniki uzyskane przy uzyciu tej metody dla konkretnej
obserwacji z roku 2019 (3 stycznia 2019, godzina 5:00). Dane zostaly przetworzone za
pomoca biblioteki SHAP, ktora przypisuje atrybucje zmicnnym wejiciowym na
podstawie rownania 2.

Mimo podobicistwa do wynikéw metody LIME, metoda SHAP wykaruje inne
wlasciwoscl, ktore ulatwiajg interpretacje. Suma atrybucji cech sklada si¢ na wartosc
predykcji. co pozwala na zrozumienie wplywu poszczegdlnych grup zmiennych na
predykeje modelu.

Jak pisze Autor, gldwng wada metody SHAP jest zlozonosé obliczeniowa. Dla duzych
modeli 1 zbiorow danych koniecznosé wielokrotnego wywolywania modelu dla réznych
obserwacji referencyjnych moze byé praktycznie niemozliwa. Jednak istnieja odmiany
metody SHAP dostosowane do roznych algorytmdw uezenia maszynowego. Na przyklad
dla sieci neuronowych istmigje metoda Deep SHAP, kidra wykorzystuje algorytm Deep
LIFT i propagacje wsteczng do przypisywania atrybutdow zmiennym wejsciowym.

W rozdziale 3.1.3 Whioski, Autor przeprowadzil weryiikacje wybranych narzedzi XAl
(Explainable Artificial Intelligence) do analizy modeli prognozujacych zapotrzebowanie
na energig, podobnych do modelu [1]. Podstawowym wnioskiem jest, ze chociaz kazda z
analizowanych metod teoretyeznic nadaje sic do analizy dowolnego modelu, w praktyce
moze to oznaczac, ze dla kazdego modelu zwréc jakies wyniki.

Dalej w podrozdziale Autor przedstawil zalety 1 wady analizowanych metod w stosunku
do modeli podobnych do modelu zaimplementowanego w WCS.

W rozdmale 3.2 Analiza modelu za pomocqg metody SHAP Autor omawia znaczenie
predykeji modelu, co umozliwia zrozumienie przyczyn generowania danej wartosci
predykeji przez model przy okreslonym zestawie wejsé. Wskarzuje, ze analiza kilku
pojedynezych predykeji za pomoca pojedynczego wykresu czy zestawu liczb nie
wystarcza, podobnie jak analiza wszystkich predykeji, co byloby =zadaniem
nieefektywnym ze wzgledu na zlozonos¢ modelu.

Dale) Doktorant omawia dwa podejscia do analizy modelu: wstepujace (analiza
pojedynczych predykeji) 1 zstgpujace (analiza zbiordéw obserwacji obejmujacych pelny
cykl pracy modelu, a nastgpnic wybrane predykeje). Zdaniem Autora podejscic

zstgpujgce jest bardzicj efektywne, poniewaz pozwala na zbudowanie ogélnego obrazu
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modelu na podstawic reprezentatywnych zbiorow obserwacy, co ulatwia analize
pojedynczych predykeji.

Amnaliza modeli stosujaca podejscie zstgpujace pozwala Doktorantowi na uporzadkowane
tworzenie w pewnym sensie infuicii co do sposobu dzialania modelu i weryfikowanie
poprawnosci nauczonych wzorcow, co moze przyczynic si¢ do lepszego zrozumienia
dziatania modelu. Analiza pojedynczych predykeji staje sic latwiejsza, gdy mozna
odniesé si¢ do ogdlnego obrazu modelu, zbudowanego na wezesniejszych etapach
analizy.

W rozdziale 3.2.1 Autor proponuje przeprowadzenie analizy modelu za pomoca metody
SHAP, stosujgc podejscie zstgpujace. Do analizy wykorzystano dane produkeyjne z
catego roku 2019, a nastepnie obliczono wartoscl atrybucji za pomoca metody Deep
SHAP dla kazdcj obserwacji 1 kazdej zmiennej wejsciowej modelu. W wynikach analizy
zstepujace] XAl za pomoca metody SHAP Autor prezentuje istotne zmienne wejsciowe
oraz ich wplyw na predykeje modelu.

Analizg rozpoczyna Doktorant od pytania, ktdre cechy wejsciowe sg najbardziej istotne
dla predvkcii modely, a nastepnie analizuje wplyw poszezegolnych zmiennych na
predykeje  zapotrzebowania. Wykresy (rysunki 9 1 10) prezentujace wplyw
poszczegolnych zmiennych na predykeje modelu wskazuja, e temperatura zewnctrzna
dominuje wraz z funkcjami zwigzanymi z czasem, takimi jak miesiac czy dzien roku
kalendarzowego. Jak konkluduje, analiza istotnosci poszezegolnych cech moze jednak
sprawia¢ trudnosci w interpretacji ze wzgledu na skorelowamie wielu zmiennych
wejéciowych oraz sezonowe wahania.

Nastgpnie Autor analizuje kierunck wplywu poszczegolnych zmiennych na predykeje
modelu (rysunek 11) 1 ostrzega przed jednoznacznymi iterpretacjami, poniewaz wplyw
temperatury zewnetrznej moze byé znicksztalcony przez inne zmienne oraz sezonowe
czynniki.

W kolejnvch rozdzialach Autor skupia sic na analizic wplywu temperatury zewnetrzne|
na wahania predykcji oraz relacji pomigdzy temperaturg zewnetrzng a predykeja. Analiza
modelu za pomocg metody SHAP przy uzyciu podejscia zstepujacego pozwala na
zrozumienie istotnych zmiennych wplywajacych na predykeje modelu oraz kierunku ich
wplywu, co stanowi wazny krok w interpretacji dzialania modelu prognostycznego.
Rozdzial 3.2.2.2 pt. Temperatura zewngtrznma poswigcony Jest analizie wplywu
temperatury zewnetrznej (rysunek 12) na predykcje zapotrzebowania na cieplo,

wskazujac, #e istnigje silna, odwrotnie proporcjonalna zaleznosé migdzy  nimi,
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Dodatkowo opoZnione zmienne temperatury zewngtrzngj (rysunki 13, 14 i 15) maja
istotny wplyw na predykcje. szezegolnic w przypadku systeméw o duzej bezwladnosci.
W podrozdziale 3.2.2.3 Dzien [ miesige roky Autor omawia zmienne kalendarzowe,
zwlaszeza transformacje cosinusa dnia roku, wykazujac znaczacy wplyw na predykeje.
Interakcje migdzy miesigecem a dniem roku sugeruja, ze miesiac roku przejat role, ktora
normalnie spetniataby funkcja sinusowa dla dnia roku. Analiza atrybucji SHAP dla tych
zmicnnych ujawnia istotne zwiazki, cho¢ w nicktérych przypadkach odwrotne niz
oczekiwano (rysunki od 16 do 23).

W dalszej czeser w podrozdziale 3.2.2.4 Godzina dnia Doktorant skupia sic na profilach
zapotrzebowania na cnergi¢ w ciggu doby, ktére maja istotny wphyw na predykeje.
Porimo braku tych zmiennych w pierwsze) dziesigtce najistotniejszych cech. analiza
atrybucji SHAP potwierdza, ze model dobrze odwzorowuje te profile (rysunki 24 i 25).
Podrozdzial 3.2.2.5 pt. Pozostale zmienne dotyczy analiz atrybucji SHAP dla predkoéci
wiatru 1 jej interakcji z temperaturg zewngtrzna sugerujac zgodnosé 7 oczekiwaniami
fizycenymi (rysunek 26).

W podrozdziale 3.2.2.6 Analiza wybranyeh obserwacji znajduja sie analizy pojedynczych
obserwac)i, zwlaszcza tych ze skrajnymi bledami predykceji, potwierdzajac zgodnosé
atrybucji SHAP z oczekiwaniami. Przyklad anomalii zwiazanej z awaria systemu
cicplowniczego podkresla wartos¢ tej analizy w identyfikowaniu nietypowvch zdarzen
{rysunck 271 28).

Na zakonczenie rozdziatu 3.2.3 pt. Whioski Autor stwierdza, ze analiza atrybucji SHAP
potwicrdza, ze model dobrze odwzorowuje zaleznosei zawarte w danych oraz poprawnie
identyfikuje kluczowe czynniki wplywajace na predykeje zapotrzebowania na cieplo.
Spojnosc wynikéw z oczekiwaniami wynikajacymi z praw fizyki sugeruje wysoka jakosé
modelu oraz przydatnosé metody SHAP w jego interpretacii.

W rozdziale 4 pt. Monitorowanie modelu prognostycznego. zajmujacym 36 stron
dysertacji, Autor skupia si¢ na monitorowaniu modeli przewidujacych zapotrzebowanie
na energie po ich wdrozeniu. Analiza XAl w rozdziale 3 pozwolita na zrozumienie
sposobu  generowania predykeji,  wykazujac, e model dziala poprawnie. Z
uwzglednieniem, i7 pelne zaufanie do predykeji mozna mie¢ tylko wiedy. gdy spelnione
jest zaloZenie, 7e przyszhosé jest podobna do przeszlosei.

Gdy doslgpne sq pomiary zapotrzebowania, mozna pordwnac je z predykcjami i obliczyé
btad modelu. W zwigzku z tym konieczne jest monitorowanie danych wejsciowych i

predykcji modelu na biezaco. Klasyczne podejsécie polega na poréwnaniu rozkladow
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zmiennych wejéciowych z okresow referencyjnych, jednak moze to by¢ trudne w
interpretacji. Wazniejsze jest oszacowanie wplywu zmian w tych rozkladach na jakosc
predykeji modelu, co mozna wyrazié np. w jednostee blgdu modelu (rysunek 29).

W rozdziale 4.1 pt. Wprowadzenie teoretyezne, zdefiniowano podstawowe pojecia
zwigzane z dryfem danych oraz przedstawiono teoretyczne wielkosei dryfu danych i ich
wplyw na rozklad prognozowane) zmiennej oraz na jakos¢ modelu.

W podrozdziale 4.1.1 pt. Rodzafe dryfu danych zostal opisany podzal dryfu danych
dokonany wedlug dwoch glownych krytenidw. Pierwsze kryterium dotyczy sposobu
ukazama si¢ dryfu w czasie. ktory moze by¢ nagly, stopniowy lub cykliczny. Drugie
kryterium odnosi si¢ do zmiany relacji pomiedzy zmiennymi wejsciowymi a zmienng
celu 1 wyodrebnia cetery rodzaje drylu: dryf cech, dryf koncepeji. dryf etykiet oraz dryf
reprezentacii.

W dalsze] czesci w  podrozdziale 4.1.2  Podstawowe definicie  zwigzane z
probabilistyeznym  Uczeniem Maszynowym  Autor wprowadza pojecia zwiagzane 7
probabilistycznym podejsciem do uczenia maszynowego na przykladzie uproszezonego
modelu danych, ktory przedstawia zaleznosei 1 rozklady prawdopodobienstwa. Modelem
tym jest relacja pomicdzy temperatura zewnetrzng a zapotrzebowaniem na ciepto. Autor
wyjasnia pojecia takie jak rozklad brzegowy. rozklad prawdopodobicnstwa
warunkowego oraz regula mnozenmia prawdopodobienstw, zilustrowane na wykresach 30
oraz 31.

W rozdziale 4.1.3 pt. Dryf cech vostalo omowione zagadnienie dryfu cech w kontekscie
zmian w rozkladzie prawdopodobienstwa zmiennych wejsciowych 1 zmiennej celu, przy
zachowaniu stalego prawdopodobienstwa warunkowego zmiennej celu pod warunkiem
wejsc.

Kolejny podrozdzial 4.1.3.1 pt. Definicia okreéla dryt cech jako zmiane rozkladu
prawdopodobienstwa zmiennych wejsciowych 1 zmienne) celu przy zalozeniu stalego
prawdopodobicnstwa warunkowego zmicnnej celu. Dryf cech moze by¢ zauwazalny na
przyklad w zmianach klimatu, gdzie zmienia si¢ rozktad temperatury zewnetrzne], ale
zaleznos¢ miedzy temperaturg a zapotrzebowaniem na cieplo pozostaje stata. Dryf cech
moze by¢ jednowymiarowy lub wielowymiarowy w zaleznosci od tego, czy zmicnia si¢
rozklad jednej zmiennej czy kilku zmiennych, przy zachowaniu relacji migdzy nimi
(rysunek 32).

W dalsze] czedel pracy w podrozdeiale 4.1.3.2 pt. Wielkosé dryfu Autor stwierdza, Ze

wielkoéé dryfu moze by¢ mierzona za pomoca testow statystycznych lub dystansow
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statystycenych, klore rosna wraz ze wzrostem dryfu. Proponuje takze absolutng miare
dryfu jednej zmienngj, ktdra bierze pod uwage zmiany w funkeji  gestosc
prawdopodobienstwa (rysunek 33, 34, 35).

Podrozdziat 4.1.3.3 Wplhw na rozklad zmiennej celu analizuje wplyw dryfu cech na
rozklad zmiennej celu, kiore mozna obliczy¢ poprzez uwzglednienie zmian w funkcji
gestoscl prawdopodobienistwa oraz funkeji warunkowe] zmiennej celu. Wartosé ta moze
byv¢ dodatnia lub ujemna, w zaleznosci od obszaru, w ktorym wystepuje dryf (rysunek 36,
37 oraz 38).

W podrozdziale 4.1.3.4 pt. Wplyw na jakosc predvkeji modelu stwierdzono, ze dryf cech
moze miec istotny wplyw na jakosé predykeji modelu, szezegdlnie w obszarach o duzej
niepewnosci. Im wigeej danych pochodzi z obszaru o duzej niepewnosel, tym gorsza
moze by¢ jakos¢ predykeji modelu. Dryl cech moze jednak rowniez poprawié jakosc
predykeii, szezegolnie w obszarach o durej pewnoscel (rysunek 39).

Rozdzial 4.1.4 pt. Dryf koncepeji omawia definicje drvfu koncepeji, sposoby pomiaruy,
wplyw na modele uczenia maszynowego. Dryf koncepcji (podrozdziat 4.1.4.1 Definicja)
moze by¢ zdefiniowany za pomoca sieci bayesowskiej, co oznacza zmiang rozkladow
zmiennych nicobserwowanych wplywajacych na zmienng celu (rysunck 40).

Nastepnie w podrozdziale 4.1.4.2 Wielkos¢ dryfu Doktorant wprowadza koncepeje
czystego dryfu na przykladzie modelu danych dotyczacych zapotrzebowania na cieplo.
Wartosc te] wielkosci mozna obliczy¢ na podstawie roznicy w rozkladzie zmiennej celu
mi¢edzy dwiema chwilami czasowymi (rysunek 41).

W podrozdziale 4.1.4.3 Wplhyw na rozklad zmiennef celu zostalo udowodnione. ze dryf
koncepcji moze mie¢ zardwno pozytywny, jak 1 negatywny wphyw na
prawdopodobienstwo wystapienia zdarzenia celowego, zaleznie od obszaru przestrzeni
cech oraz zmian w rozkladach zmiennych obserwowanych (rvsunek 42). Dalej w
podrozdziale 4.1.4.4 pt. Wplyw na jakosé predvkeji modelu pokazano, ze dryf koncepgji
wplywa na jakos¢ modelu uczacego sie, czesto pogarszajac jego wyniki, szezegolnie w

przypadku miar uwrgledniajgeych predykeje probabilistyczne (ryvsunek 43).

W podrozdziale 4.1.5 pt. Interakcja dryfu cech z dryfem koncepeji omawiany jest problem
mozliwej interakeji pomigdzy dryfem cech a dryfem koncepeji. ktory dodatkowo
komplikuje ocene wplywu dryfu na modele uczenia maszynowego (rysunek 44),

W rozdaale 4.1.6 pt. Dyskusja Doktorant zauwaza, Ze analiza dryfu koncepcji w
rzeczywistych modelach jest trudna ze wzgledu na ograniczona liczbg obserwaci i duza
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liczbe zmiennvch wejsciowych. Jednak wartosé tego drytu moze byc¢ istotna dla jakosc
predykeji modelu, szezegolnie jesli dotyczy on zmian nicuwzglednionych w modelu.
Monitorowanie wplywu dryfu koncepeji na model jest zatem niezbedne, zwlaszcza w
kluczowych okresach wykorzystania modelu. Mozna wysnué konkluzje, ze dryf
koncepcji stanowi istotne wyzwanie dla modeli uczenia maszynowego, wymagajac
stalego monitorowania 1 zastosowania odpowiednich strategii zaradezych w celu
utrzymania jakosci predykcji.
W kolejnym podrozdziale 4.2 pt. Wphw dryfu cech na jakesc predykeii modelu
zapoirzebowania na cieplo, dokladnie w 4.2.1 pt. Cele, Autor opisuje wplyw dryfu cech
na jakos¢ predykeji modelu zapotrzebowania na cieplo. Doktorant postawil sobie za cel
teoretyczne urasadnienie 1 eksperymentalna walidacje metod szacowania wplywu drylu
cech na jakosé predykeji modelu, przy braku dostgpu do rzeczywistych wartosei zmicnng)
celu, czyvli szacowania bledu modelu. W prakiyce oznacza to szacowanie wybrane)
metryki jakosel, co pozwala ocenié ryzyko zwigzane z decyzjami opartymi na predykej
modelu.
MNastepnie w 4.2.2 pl. Rozwigzanie feorefyvczne Autor wnioskuje, 72 w przypadku
rozwigzania teoretycznego przed przystapieniem do projektowania praktycznych metod.
nalezy okreslié¢ idealne rozwigzanie przy zalozeniu pelnego dostgpu do danych modelu.
Rozklad bledu w takim prezypadku moze by¢ obliczony na podstawie rozkladu
prawdopodobienstwa zmiennej celu oraz predykeji modelu, co pozwala na oszacowanic
bledu pojedyncze) predykeyi (rysunek 47).
Propozyeje rozwigzan prakiveznych, podrozdziat 4.2.3, obejmuja wykorzystanie modeli
bayesowskich, regresji kwantylowe] oraz bezposrednie) predykeji bledu absolutnego.
Modele bayesowskie (podrozdzial 4.2.3.1) moga zwracac predykcje w postaci rozkladow
prawdopodobienistwa, jednak ich skutecznosé bywa ograniczona przez koniecznosé
zalozenia charakleru rozkladu a prion. Regresja kwantylowa (podrozdzial 4.2.3.2)
pozwala prognozowac¢ odpowiednie kwantyle, co moze by¢ uzyleczne w okreslaniu
interwalow predykeji (rysunek 48, 49). Natomiast Bezposrednia predvkcia bledu
absolutnego (podrozdzial 4.2.3.3) umozliwia prognozowanie bledu na podstawie
prostszych danych (rysunck 50, 51).
W podrozdziale 4.2.4 Ocena rozwigzan Doktorant ocenia rozwigzania przeprowadzone
na roznych zbiorach danych, w tym treningowym. referencyjnym i produkeyjnym. Jego
wyniki wskazuja, 7e metoda bezposredniego szacowania bledu absolutnego osiggngla
najlepsze rezultaty przewyzszajac benchmark w kazdym przypadku.
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W dyskusji nad metodam (4.2.5 Wyniki) Autor wykazal. ze modele oparte na regresji
kwantylowej moga by¢ alternatywa, cho¢ wymagaja doboru hiperparametrow (Tabela 2),
Metody bezposrednicgo szacowania bledu sa prostsze, jednak potrzebuja dodatkowego
zbioru danych do nauki (rysunek 52).

Rozdaal podsumowuje Dyskusja (4.2.60), gdzic zostaly omdwione zalety 1 wady roznych
metod szacowania bledu modelu, podkreslajac znaczenie odpowiedniego doboru danych
oraz hiperparametréw dla skutecznodei tyeh metod. Ostatecznic przedstawione metody
majg zastosowanie w ocenic ryzyka decyzji opartych na predykeji modelu oraz w
ewenlualne) aktualizacpi modelu w przypadku zaobserwowanego dryfu danych lub
koneepej.

W ostatmim rozdziale 5 pt. Podsumowanie (2 strony) Autor konkluduje, 7e w pierwsze]
czedel skoncentrowal sie na weryfikacji uzytecznosci roznych metod XAl do analizy
modeli prognozujacych zapotrzebowanie na energie. W drugiej czesci zaproponowal
teoretyczne okreslenie absolutne) miary réznych rodzajow dryfu danyeh 1 zbadane zostaly
wplywy dryfu cech oraz koncepcji na jakosc predykeji modelu.

Podsumowujge, analiza przeprowadzona w pracy pozwolita zweryfikowaé poprawnosé
dzialania modelu i zrozumie¢ sposob. w jaki generuje on predvkeje. Metody
zaproponowane przez Autora umozliwily oszacowanie bledu predykeji modelu z
uwzglednieniem dryfu cech. Praca pokazala, jak zweryfikowac poprawnosé dziatania
modelu prognozujaccgo typu black-box oraz jak stworzyé wiedze i narzedzia do
swiadomego wykorzystania modelu predykeyjnego w celu minimalizacji ryzyka
podejmowania blgdnyeh decyz)i na podstawie jego predykeji.

Autor wskazal rownicz na dalsze kierunki badan, ktore obejmuja potrzebe kolejnych
przykladow analiz XAl modeli oraz badania nad detekcja dryfu cech do wezesnigj
nicwidzianych obszarow. Nalezy réwniez rozwazyé bardrie] zaawansowane metody
szacowania metryki jakosci modelu regresji bez dostgpu do rzeczywistych wartosci
zmienne] celu, aby radzi¢ sobic z obszarami prrzestrzeni cech, w ktorych zadna =z
zaproponowanych metod nie dziata poprawnie.

W Dodatku A: Wkiad osob trzecich, Autor wymienia udzial 0sob trzecich w pracach
zwiarzanych z przedstawiona do analizy dysertacja.

Prace zamyka wykaz literatury oraz spis ilustracji. Prawie wszystkie pozyeje literaturowe
(oprocz nru 43 i 44) sg anglojezyerne. Wiekszoéé stanowia publikacje wydane zaledwie

killca lat temu.
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3. Ocena pracy

3.1. Wybdr tematu rozprawy

Obecne systemy cieplownicze sa z reguly niskoemisyjnym i1 efektywnym
ekonomicznie sposobem na dostarczenie ciepla w stosunkowo gesto zaludnionych
obszarach miejskich. Ich , konstrukcja™ oraz warunki uzytkowania powoduja, Ze
charakteryzuja si¢ duzym potencjalem do oplymalizacji, gléwnie w celu
zmmniejszenia kosztow produke)i 1 dystrybucji ciepla, co za tym idzie zredukowania
cmisji gazow cicplarnianych. W duzym uproszczeniu optymalizacja pracy systemu
cieplowniczego polega na zapewnieniu mozliwie takich parametrow pracy zrodel
(temperatury zasilania 1 ci$nienia), ktore moglyby pokryé w minimalnym stopniu
zapotrzebowanie na cieplo u odbiorcéw. Najbardzie) efektywne rezullaty przynosza
dziatania dla systeméw cieplowniczych charakteryzujaeych sic duzymi mocami
wytworczymi oraz rozwini¢ta infrastruktura dystrybucyjna. Dla takich ukladéw
redukcja temperatury zasilania zrodla nawet o 1K daje znaczace korzysel zarbwno
finansowe, jak 1 ckologiczne. Optymalizacja polega na rozwiazaniu problemu
dotyczacego takiego wyznaczenia parametrow pracy systemu, aby zminimalizowac
funkeje celu (np. odzwierciedlajaca koszt prowadzenia systemu lub/i straty ciepla)
przy jednoczesnym  spelnicniu  ograniczen technicznych oraz  zapewnieniu
dostarczenia ciepla o odpowiednich parametrach do wszystkich odbiorcow.
Kluczowym elementem tego procesu wydaje sie prognozowanie zapotrzebowania
na cieplo.

Prognozowanie zapotrzebowania na energie jest zagadnieniem podejmowanym w
energetyce od co najmniej trzech dekad. W przypadku duzych systemow
cieplowniczych jest to zadanie bardzo skomplikowane. Niewatpliwie takim
przykladem jest Warszawska Sie¢ Cieplownicza, ktora skiada si¢ z okoto 1800 km
cieplociggow, ktore dostarczaja cieplo do 19 tys. obiektow, tym samym pokrywajac
okolo 80% zapotrzebowania na cieplo w stolicy. Cieplo wytwarzanie jest przez 4
zrodta:  Elektrocieplownie  Siekierki, Elektrocieplownie Zeran, Cieplowni¢
Kaweczyn i Cieplownic Wola (dwa ostatnic to Zrodla szczytowe). System jest na
tyle rozlegly, ze na jego krancach mogg wystepowaé znaczaco rézne warunki
atmosfervezne, ktore w glowne] mierze okreslajg zapotrzebowanie na cieplo u
odbiorecow. Jednoczesnie w ostatnich latach upowszechnilo si¢ opomiarowanie

lelemetryezne systemow przemystowyceh, w tym systemow cieplowniczych, kiore
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dostarcza bardzo dokladnych danych pomiarowych w trybie online, z mozliwoscia
ich przetwarzania 1 analizy w trybie rzeczywistym. Wszystko to sklania do
wykorzystania do prognozowania zapotrzebowania na cieplo zlozonych
algorytmow, ktére osiggaja coraz wyzsza dokladnos¢ prognoz. Algorvtmy te
posiadaja dziesiatki lub setki tysiecy parametrow, ktorych wartodei dobierane sa
autornatycznie w procesie uczenia na danych historyeznych. Co sprawia, Ze
wlasciwie niemozliwe jest odczytanie i zinterpretowanie wyuczonych przez model
relacji pomigdzy zmiennymi wejsciowymi a wartoscia predykeji poprzez analize
tych parametrow.
W efekcie nie wiadomo, czy relacje te sa spdjne z podstawowymi zasadam fizyki.
Jesh nie sa, z duzym prawdopodobienstwem model zwroct bledne predykeje, gdy
rozklad danych wejsciowyeh zmieni sig, np. podezas anomalii pogodowych. Co
wigcej, w takim przypadku uzytkownik modelu nie bedzie mial swiadomosci
potencjalnego problemu — jedyna informacja, jaka otrzyma, to punktowa wartosé
predvkeji zapotrzebowania. W zwigzku z tym potrzebne jest zweryfikowanych
narzedzi i procesow pozwalajacych na ekstrakeje i interpretacje relacji zaszytych w
modelu celem okreslenia ich poprawnodci. Dodatkowo niezb¢dne sa narzedzia do
monitorowania modelu juz w okresie produkeyjnym, ktore pozwolg ocemc, czy
rozklady wartosci wejs¢ do modelu odpowiadaja dobrze znanym danym
historycznym. a jesli nie, to jaki jest wphyw na dokladnosé predvkeji modelu i czy
dalej powinno sig te predykcje wykorzystywac w procesie optymalizacii.

Wiadnie tymi zagadnicniami zajmowal si¢ Doktorant w przedstawionej dysertacji.

W rozdziale 1.1 jednoznacznie i bardzo precyzyjnie zostaly zdefiniowane cele i

zakres pracy doktorskie).

(Jedlne cele badaweze niniejszef pracy sg nastepujace:

«  Analiza uivtecznosci narzedzi wyjasniajgeveh modele predykeyine XAI dla
modeli prognozujgeveh zapotrzebowanie na energic na przvkiadzie modelu
progrozujgeego zapotrzebowanie na cieplo w WSC.

+  Przeprowadzenie  weryfikacji  modelu  Sziucznej  Sieci Neuwronowej
progrozujgeego zapatrzebowanie w WSC za pomocg wybranych narzedzi XAl
na fym proyiladzie stworzenie spofnych wytyeznych do przeprowadzania tego

typu analiz na modelach prognozufgcych zapotrzebowanie na energie.
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«  Badanie dryfu danyeh na modelu prognostycznym WSC. Teorelyczna i
prakiyezna analiza sposobdw wykrywania dryfu, okreslania jego rodzaju,
szacowania wielkosci dryfu oraz wphnwu dryfu na doldadnos¢ predykefi modelu.

Do realizacji celow 1 zakresu rozprawy doktorskiej, Autor w rozdziale 1.2 pt. Tezy

pracy, opracowal dwie tezy:

Teza 1. Mozliwe jest wykorzystanie metod XAI do stworzenia interpretowalnych
wyjasnien predvkeii dla zlozonveh modeli typu black-box opariych o
algorytmy Sztucznych Sieci Neuronowych prognozujgeych zapotrzebowanie
na energie i stworzenie procesu weryfikacji wzorcéw wyuczonych przez
model poprzez  konfrontacjie wyjasnien  predvkeii  z oczekiwaniami
wynikaigeymi z praw fizvki § wiedzy technicznej.

Teza 2. Mozliwe jest stworzenie algorytmow, ktoryeh zadaniem jest weryfikacja czy
zalozenia postawione w procesie tworzenia modeli SSN prognozujgcych
zapotrzebowanie na  energie  sg spelniane w  produkcyjnym  okresie
korzystania modelu, w szczegdlnosci czy wystepuje dryf danych i jaki jest jego

wplyw na jakos¢ predvkeji modelu.
logé przeprowadzonych wnikliwych analiz stanowi olbrzymi atut tej rozprawy.
Uwazam rowniez, ze wybor tematu pracy doktorskicj jest trafny 1 wamy =z

naukowego, technicznego, a przede wszystkim praktycznego punkiu widzenia.

3.2. Metodologia prowadzonych badan

Warsztat Doktoranta zwiazany byl glownie z analizami duzych zbiordw danych,
opracowaniem algorvtmow ich przetwarzania i1 interpretacji. Zakres przeprowadzonych
badan, sposéb ich prezentacji, wnikliwosé oraz interpretacja uzyskanych wynikow

wskazuje na duze zaangazowanie Doktoranta w tematyke dysertacji.

3.3. Ocena wynikow badan i uwagi krytvezne

Uwazam, 7e praca stanowi kompendium wiedzy dotyczace] zastosowania uczenia
maszynowego do przewidywania zapotrzebowania na cieplo dla tak rozleglej sieci

cieptowniczej jak WSC.
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Przedstawiona w pierwsze] czesci rozprawy weryfikacja narzedzi Wyjasnialnego
Uczenia Maszynowego (ang. XAl) oraz analiza modelu prognozujacego
zapotrzebowanie na cieplo za pomocyg wybranego narzedzia stanowi wartosciowa
propozycje rozwigzania waznego problemu badawczego. Zalety 1 wady istnigjgcych
narzedzt XAL w kontekscie analizowanego modelu zostaly, w moje] opinil,
przedstawione w  sposéb  klarowny. Za pomocg wybrane] metody (SHAP)
przeanalizowano model prognozujgey zapotrzebowanie na cieplo w Warszawskic) Sieci
Cieplownicze). Zaproponowano przy tym konkretng strukture analizy — rozpoczynajac od
zaleznosci globalnych 1 nagistotniejszych cech wejsciowych oraz grup cech wejsciowych,
konczae na analizie pojedynczych predykeji. Wykorzystujac wladciwosdei matematyezne
wybranego narzedzia przedstawiono wyuczone przez model zaleznoscl w sposob latwy
w interpretacji 1 pozwalajacy na weryfikacje poprawnosci tych zaleinoéel, ). zeodnoscei
z prawami fizyki czy wiedzy technicznej. Doktorant jednoczesnie wskazuje potencjalnic
stabe punkty modelu oraz proponuje metody usprawnienia poprzez dodanie zmiennych
wejsciowych dostarczajgeych dodatkowych informacji dla modelu. Niestety, weryfikacja
tych propozyeyi nie znalazla sie w zakresie badan prowadzonych w ramach doktoratu.
W drugie] czgscl pracy przeprowadzono analiz¢ wplywu dryfu danych na jakosé
predykeji modelu 1 zaproponowano autorskic rozwigzania w tym zakresie, ktorych efckt
zweryfikowano na badanym modelu. Calosé¢ poprzedzono analiza na uproszczonym
modelu danych pozwalajgeym na wyprowadzenie analitycznych rozwiazan. Stanowi to
duza wartos¢ pracy. Po pierwsze w przejrzysty sposob definiuje zaawansowane
statystyczne pojgcia dotyczace zmian w rozkladach zmiennych wejsciowych oraz ich
wplywu na jakos¢ predykeji modelu. Po drugie, stanowi solidne teoretyczne uzasadnienie
dla proponowanego algorytmu szacujacego wplyw dryfu danych na jakosé¢ predykeji
badanego modelu. Zaproponowana metoda daje lepsze wyniki od zwykle stosowanego
podejscia ). zalozenia, ze jakos¢ modelu nie zmienia si¢. Zagadnieniem otwartym
pozostaje pytanie, czy wyniki te sa na tyle dobre, zeby mozna je bylo wykorzystaé w
praktyce. Za pomoca zaproponowanej metody szacowano blad prognozy na horyzoncic
24 1 120 godzin. W praktyce operator korzystajacy z prognoz moze byé zainteresowany
blgdem w krotszym odeinku czasu lub nawet bledem pojedynezej predykeji. Takie]
analizy jednak nie przeprowadzono.

Podsumowujge, nalezy podkreslic duza znajomosé zagadnied zardwno z obszaru
energetyk, jak 1 statystycznego uczenia maszynowego. Pozwolilo to Doktorantowi na
zaawansowang interpretacj¢ wynikow otrzymanych za pomoca narzedzi XAl w czedcei
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pierwsze] rozprawy oraz na glebokie zrorumienie problemu 1 zaproponowanic
teoretycznie uzasadnionych rozwigzan w czesci drugiej. Opisane metody i wnioski sa
adekwatne do calej klasy modeli prognozujacych =zapotrzebowanie na energie z
wykorzystaniem algorytmu Sztucznej Sieci Neuronowej 1 w zwiazku z tym moga by¢

wykorzystane przez innych badaczy 1 praktykow.

3.4. Uwagi redakevine

Praca jest bardzo dobrze zredagowana. Starannosé edytorska oraz wykonane rysunki

mogg byé stawiane za wzor dla innych prac doktorskich.

4. Podsumowanic

Reasumujac przedstawione wyzej opinic dotyczace wyboru tematu rozprawy, sposobu
analizowania, zastosowanych metod badawczych i osiagnictych efektow, stwierdzam,
ze Pan mgr inz. Jakub Bialek wykazal, Ze potrali formulowaé 1 rozwigzywaé problemy
badawcze oraz wyciazaé wnioski z otrzymanych wynikow. Stwierdzam takze, 7e
posiadana wiedza, doswiaderzenie oraz umigjetnosct porwalaja mu na prowadzenic
badan w dyscyplinie inzynicria srodowiska, gérnictwo i encrgetyka, dlatego tez spelnia
warunki do ubiegania si¢ o stopien doktora nauk technicznych.

Wnosze, zgodnmie 2 Ustawg o stopniach naukowych 1 tytule naukowym oraz o stopmach
naukowych 1 tytule w zakresie sztuki z dnia 2 lipca 2018 r. Prawo o szkolnictwie
wyzszym 1 nauce oraz. warunki okreslone w art. 13 Ustawy z dn. 14 marca 2003 r., o
dopuszczenic Pana mgra inz. Jakuba Bialka do obrony pracy i1 nadanic stopnia doktora
nauk technicznych.

Po wnikliwej anahizie dysertacji, przestudiowaniu zakresu zrealizowanych badan 1
poziomie przedstawiong) rozprawy uwazam, z¢ dyvserlacja Pana mgra inz Jakuba

Bialka zastuguje na WYROZNIENIE.

//(.;Qé«waz

Dr hab. inz. Stawomir PIETROWICZ, prof. uczelni
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