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Streszczenie 

Niniejsza praca doktorska pt. ĂNarzňdzia projektowania hiperparametrycznego. Analiza 

kontekst·w kompozycyjnych przy pomocy sieci neuronowychò bada moŨliwoŜci i ograniczenia 

wykorzystania sieci neuronowych w architekturze i urbanistyce, koncentrujŃc 

siň na zagadnieniach przetwarzania kompozycji przestrzennych oraz automatycznym 

rozpoznawaniu i analizie gğ·wnych punkt·w kompozycyjnych w przestrzeni miejskiej. 

CzňŜĺ teoretyczna rozpoczyna siň od rozdziağu wstňpnego, w kt·rym zdefiniowano problem 

badawczy, metodykň pracy oraz cele i pytania badawcze. Rozdziağ drugi opisuje aktualny stan 

wiedzy, w tym rozw·j architektury parametrycznej oraz jej ewolucjň w kierunku architektury 

hiperparametrycznej, wprowadzajŃcej do praktyki architektonicznej gğňbokie uczenie 

maszynowe. W rozdziale przedstawione sŃ r·wnieŨ zastosowania sieci neuronowych 

w r·Ũnych skalach projektowych: urbanistycznej, architektonicznej i detalu. W zwiŃzku 

z wykrytŃ lukŃ badawczŃ dotyczŃcŃ neuronowego przetwarzania kontekst·w kompozycyjnych, 

autor analizuje zagadnienie punkt·w gğ·wnych, opierajŃc siň na klasycznych teoriach 

kompozycji przestrzennej. W swojej analizie bierze pod uwagň aspekty geometryczne, procesy 

powstawania tych punkt·w, ich skalň, a takŨe znaczenie w kontekŜcie spoğecznym, 

symbolicznym i ekonomicznym. Rozdziağ koŒczy siň identyfikacjŃ narzňdzi opartych 

o gğňbokie uczenie maszynowe, mogŃcych sğuŨyĺ do analizy kompozycji przestrzennych 

w projektowaniu architektonicznym wspomaganym komputerowo. 

CzňŜĺ eksperymentalna pracy, stanowiŃca rozdziağ trzeci dysertacji, obejmuje dwa 

eksperymenty: wstňpny i gğ·wny. W podrozdziale opisujŃcym eksperyment wstňpny testowane 

sŃ r·Ũne podejŜcia do neuronowego przetwarzania syntetycznych zağoŨeŒ przestrzennych 

opartych na zğoŨonych zasadach kompozycyjnych. DoŜwiadczenia zdobyte przy 

eksperymencie wstňpnym prowadzŃ do opracowania bardziej zaawansowanego algorytmu 

w eksperymencie gğ·wnym. Stworzony prototyp, oparty o przeciwstawne, generatywne sieci 

neuronowe, sğuŨy do rozpoznawania gğ·wnych punkt·w kompozycyjnych i osi 

naprowadzajŃcych w tkance miejskiej.  

W podsumowaniu om·wione sŃ wyniki eksperyment·w i badaŒ teoretycznych oraz 

ograniczenia wynikajŃce z zastosowanych metod i obecnego stanu wiedzy. Autor rozwaŨa 

potencjalne korzyŜci pğynŃce z wprowadzenia gğňbokiego uczenia maszynowego do praktyki 

architektonicznej, ocenia praktyczne moŨliwoŜci zastosowania tego typu narzňdzi i przedstawia 

moŨliwe kierunki dalszego rozwoju dziedziny. 

 

Sğowa kluczowe 

Projektowanie architektoniczne wspomagane komputerowo, punkty gğ·wne, kompozycja 

przestrzenna, gğňbokie uczenie maszynowe, sieci neuronowe, projektowanie 

hiperparametryczne 
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Abstract 

The doctoral dissertation titled ñHyperparametric design tools. Analysis of compositional 

contexts using neural networks,ò explores the possibilities and limitations of utilizing neural 

networks in architecture and urban planning. The research focuses on spatial composition 

processing and automatic recognition and analysis of focal compositional points in urban 

spaces. 

The theoretical part begins with an introductory chapter that defines the research problem, 

methodology, as well as research goals and questions. The second chapter describes the current 

state of the art, including the development of parametric architecture and its evolution towards 

hyperparametric architecture, which introduces deep learning into architectural practice. This 

chapter also presents application of neural networks at various design scales: urban, 

architectural and detail. In response to the identified research gap concerning the neural 

processing of compositional contexts, the author examines the issue of main focal points based 

on classical spatial composition theories. The analysis considers the geometric aspects, the 

formation process of these points, their scale, as well as their significance in social, symbolic 

and economic contexts. The chapter concludes with the identification of deep learning-based 

tools that can be used for the analysis of spatial compositions in computer-aided architectural 

design. 

The experimental part, which forms the third chapter of the dissertation, consists of two 

experiments: preliminary and main. In the subchapter describing the preliminary experiment, 

various approaches to neural processing of synthetic, complex spatial compositions are tested. 

The experiences gained from the preliminary experiment lead to the development of a more 

advanced algorithm in the main experiment. The created prototype, based on generative 

adversarial networks, serves to recognize main focal points and guiding axes in urban tissue.  

The conclusion discusses the results of the experiments and theoretical studies, as well as the 

limitations stemming from the applied methods and the current state of the art. The author 

considers the potential benefits of introducing deep machine learning into architectural practice, 

assesses the practical applicability of such tools, and outlines possible directions for further 

development of the field. 

 

Keywords 

Computer-aided architectural design, focal points, spatial composition, deep learning, neural 

networks, hyperparametric design 
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Wykaz wykorzystanych akronim·w i tğumaczenia pojňĺ 

obcojňzycznych 

AGI: ang. Artificial General Intelligence (silna sztuczna inteligencja) 

AI:  ang. Artificial Intelligence (sztuczna inteligencja) 

Anything goes: ang. ĂNic Ŝwiňtegoò (hasğo oddajŃce istotň anarchizmu epistemologicznego 

Paula Feyerabenda, w tğumaczeniu Stefana Wiertlewskiego. Hasğo tğumaczone jest czasem 

takŨe jako Ăwszystko ujdzieò) 

API: ang. Application Programming Interface (interfejs programowania aplikacji) 

Bias: ang. Pr·g (w kontekŜcie neuron·w ï pr·g aktywacji) lub Uprzedzenie (w kontekŜcie sieci 

neuronowych ï uprzedzenie wzglňdem struktury danych) 

BIM: ang. Building Information Modeling (modelowanie informacji o budynku) 

Black box: ang. Czarna skrzynka (algorytm przetwarzajŃcy dane wejŜciowe na wyjŜciowe w 

spos·b trudny do przewidzenia i interpretacji) 

Bottleneck: ang. ZwňŨenie w sieci typu autoenkoder 

BPS: ang. Building Performance Simulation (symulacja wydajnoŜci budynku) 

Bridging: ang. Mostkowanie. Druk 3D w powietrzu, ğŃczŃcy ze sobŃ dwa oddalone od siebie 

punkty bez uŨycia poŜrednich podp·r. 

CAAD: ang. Computer-Aided Architectural Design (projektowane architektoniczne 

wspomagane komputerowo) 

CAD: ang. Computer-Aided Design (projektowanie wspomagane komputerowo) 

CAM: ang. Computer-Aided Manufacturing (wytwarzanie wspomagane komputerowo) 

CCPI: ang Climate Change Performance Index (indeks monitorujŃcych postňpy 

poszczeg·lnych paŒstw w ğagodzeniu zmian klimatu) 

City Country Fingers: ang. Palczaste zatoki miejsko-wiejskie (wydğuŨone pasma gňstej 

zabudowy rozdzielone przez pasma zabudowy wiejskiej zaproponowane w Jňzyku Wzorc·w 

przez Alexandra) 

CNC: ang. Computerized Numerical Control (komputerowe sterowanie urzŃdzeŒ 

numerycznych) 
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CNN: ang. Convolutional Neural Network (splotowa sieĺ neuronowa) 

Convergence: ang. Zbieganie siň parametr·w sieci neuronowej 

Covariate shift: ang. Przesuniňcie dystrybucji miňdzy zbiorem treningowym a testowym 

CPU: ang. Central Processing Unit (Procesor) 

DA: ang. Daylight Autonomy (autonomia Ŝwiatğa dziennego) 

Data Augmentation: ang. Zautomatyzowane zwiňkszenie liczby danych treningowych 

Data Mining: ang. Ekstrakcja danych 

Decision Tree: ang. Drzewo decyzyjne 

DDPG: ang. Deep Deterministic Policy Gradient. Jeden z algorytm·w sterujŃcych agentem 

w gğňbokim uczeniu ze wzmacnianiem 

DGP: ang. Daylight Glare Probability (wsp·ğczynnik prawdopodobieŒstwa olŜnienia Ŝwiatğem 

dziennym) 

DRL: ang. Deep Reinforcement Learning (gğňbokie uczenie ze wzmacnianiem) 

Feature space: ang. PrzestrzeŒ cech 

Fine tuning: ang. Strojenie wczeŜniej wytrenowanego modelu do nowego problemu 

FNN: ang. Feedforward Neural Network (jednokierunkowa sieĺ neuronowa). Czasem 

akronimem tym okreŜlane sŃ sieci neuronowo rozmyte (ang. Fuzzy Neural Networks), jednak 

w niniejszej pracy akronim FNN odnosi siň jedynie do sieci jednokierunkowych (Tadeusiewicz 

i Szaleniec, 2015) 

GAN: ang. Generative Adversarial Network (generatywna sieĺ przeciwstawna)  

GAN loss: ang. Funkcja straty GAN (wykorzystywana w sieciach GAN) 

G-code: ang. Geometric code (kod geometryczny). Popularny jňzyk instrukcji dla urzŃdzeŒ 

CNC 

Genius loci: ğac. Duch miejsca 

GPU: ang Graphics Processing Unit (procesor graficzny) 

Grasshopper: Graficzny jňzyk programowania dostňpny w programie Rhino wykorzystywany 

czňsto w projektowaniu parametrycznym 
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Grid search: ang. Przeszukiwanie siatki (metoda strojenia hiperparametr·w) 

GRU: ang. Gated Recurrent Unit (uproszczony wariant sieci typu LSTM) 

Hierarchical clustering: ang. Klastrowanie hierarchiczne 

IAAC: ang. Institute for Advanced Architecture of Catalonia (Instytut Architektury 

Zaawansowanej w Katalonii) 

Integration core: ang. RdzeŒ integracji 

k-means clustering: ang. Klastrowanie metodŃ algorytmu centroid·w 

kNN: ang. k-Nearest Neighbors (k najbliŨszych sŃsiad·w) 

L1 loss: ang. Funkcja straty L1 (wykorzystywana w CNN i GAN) 

Latent Space: ang. PrzestrzeŒ ukryta 

LLM:  ang. Large Language Model (duŨy model jňzykowy) 

LSTM: ang. Long Short-Term Memory (sieĺ dğugiej pamiňci kr·tkotrwağej) 

MOQO:  ang. Multi-Objective Qualitative Optimization (wielocelowa optymalizacja 

jakoŜciowa) 

MSE: ang. Mean Squared Error (bğŃd Ŝredniokwadratowy) 

Multi -hot: ang. Metoda kodowania przypisujŃca poszczeg·lnym cechom wartoŜci 0 lub 1 

i zestawiajŃca je razem w postaci wielowymiarowego wektora 

NLP: ang. Natural Language Processing (przetwarzanie jňzyka naturalnego) 

One-hot encoding: ang. Kodowanie Ăjeden z nò 

OSM: ang. Open Street Map 

Overfitting: ang. Przetrenowanie parametr·w do zbioru treningowego 

Overtuning: ang. Przestrojenie hiperparametr·w do zbioru testowego 

PCA: ang. Principal Component Analysis (analiza gğ·wnych skğadowych) 

PPO: ang. Proximal Policy Optimization. Jeden z algorytm·w sterujŃcych agentem w 

gğňbokim uczeniu ze wzmacnianiem 

Prompt: ang. Dane wejŜciowe, zazwyczaj w postaci tekstowej, na podstawie kt·rych model 

generuje dane wyjŜciowe. Wyr·Ũnia siň r·Ũne metody promptingu, np. prompting 
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bezprzykğadowy (zero-shot prompting), podpowiedŦ jednokrotnŃ (one-shot prompting) lub 

podpowiedŦ wielokrotnŃ (few-shot prompting). 

Q-Learning: ang. Jeden z algorytm·w sterujŃcych agentem w gğňbokim uczeniu ze 

wzmacnianiem 

Random search: ang. Przeszukiwanie losowe (metoda strojenia hiperparametr·w) 

RF: ang. Random Forest (losowe drzewo decyzyjne) 

SL-Block: ang. Self-Interlocking Block (samounieruchamiajŃce siň bloki); bryğy, kt·re po 

odpowiednim zğoŨeniu wzajemnie siň unieruchamiajŃ umoŨliwiajŃc budowanie stabilnych 

struktur 

SNARC: ang. Stochastic Neural Analog Reinforcement Calculator; pierwsza sieĺ neuronowa 

stworzona przez Marvina Minskyôego 

Sparse model: ang. Model skŃpy (w kt·rym wiele parametr·w ma wartoŜĺ zerowŃ) 

SVM: ang. Support Vector Machine (maszyna wektor·w noŜnych) 

Target space: ang. PrzestrzeŒ celu 

t-SNE: ang. t-Distributed Stochastic Neighbor Embedding; algorytm redukcji wymiarowoŜci, 

sğuŨŃcy do wizualizacji danych wielowymiarowych 

Transfer learning: ang. Uczenie transferowe (dostrojenie sieci neuronowej wytrenowanej na 

jednym zadaniu do innego zadania) 

Transformer: ang. Typ sieci neuronowej wykorzystujŃcej mechanizm uwagi 

UAV: ang. Unmanned Aerial Vehicle (bezzağogowy statek powietrzny) 

ViT:  ang. Vision Transformer (transformer wizualny), jeden z nowszych typ·w sieci 

neuronowych stosowanych w przetwarzaniu obraz·w  

Weight: ang. Waga (w kontekŜcie sieci neuronowych ï waga poğŃczeŒ miňdzy neuronami) 

WiFi: ang. Wireless Fidelity (zestaw standard·w bezprzewodowych sieci komputerowych) 

WFC: ang. Wave Function Collapse (kolaps funkcji falowej); samoorganizujŃcy siň algorytm 

generatywny opracowany przez Maxa Gumina 
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1. Wstňp 

1.1. Problem badawczy 

Architektura stoi na progu przeğomowych zmian. Gğňbokie uczenie maszynowe, kt·re 

od poğowy poprzedniej dekady zrewolucjonizowağo juŨ wiele dziedzin, zaczyna teraz znaczŃco 

wpğywaĺ na praktykň architektonicznŃ. Komputery nie sğuŨŃ juŨ jedynie do przeprowadzania 

obliczeŒ matematycznych i automatyzacji ğatwych do sparametryzowania proces·w. Sieci 

neuronowe przenikajŃ do coraz wiňkszej liczby obszar·w tw·rczych, takich jak sztuki 

wizualne, literatura czy muzyka, kt·re do tej pory byğy domenŃ ludzi.  Wsp·ğczeŜni architekci 

uŨywajŃ komputer·w i narzňdzi cyfrowych na bardzo zaawansowanym poziomie. Nie dziwi 

wiňc, Ũe wedğug raportu Royal Institute of British Architects, juŨ na poczŃtku 2024 roku 

41% brytyjskich biur architektonicznych korzystağo w praktyce projektowej z narzňdzi 

opartych na gğňbokim uczeniu maszynowym (RIBA, 2024).  

Ze wzglňdu na moŨliwoŜci nowoczesnych sieci neuronowych, naleŨy siň spodziewaĺ, Ũe coraz 

wiňcej proces·w tw·rczych bňdzie moŨna zautomatyzowaĺ. Sieci neuronowe potrafiŃ 

rozwiŃzywaĺ zğoŨone problemy nieliniowe, przetwarzaĺ dane multimodalne, dobrze skalujŃ siň 

do zadaŒ o duŨym stopniu skomplikowania i skutecznie radzŃ sobie z zadaniami 

generatywnymi. Dodatkowo, moŨliwoŜĺ uczenia siň na ogromnych zbiorach danych pozwala 

im na uwzglňdnienie r·Ũnorodnych kontekst·w przestrzennych i kulturalnych. W procesie 

integracji algorytm·w neuronowych z praktykŃ architektonicznŃ konieczne jest jednak 

zwr·cenie uwagi na kontrolň nad hiperparametrami, czyli zbiorem zmiennych sterujŃcych 

zachowaniem wykorzystanych sieci, oraz na poziom abstrakcji rozwiŃzywanych problem·w. 

Obecnie stosowane algorytmy zazwyczaj nie byğy tworzone z myŜlŃ o projektowaniu 

architektonicznym i sŃ bardzo trudne w sterowaniu. Na dzisiejszym poziomie zaawansowania 

dostňpnych technologii nie moŨna powiedzieĺ sieci neuronowej Ăzaprojektuj domò 

lub Ăzaplanuj miastoò i oczekiwaĺ sensownych rezultat·w. Cağy proces projektowy skğada 

siň z dziesiŃtek bardziej szczeg·ğowych zagadnieŒ projektowych, kt·re lepiej rozwiŃzywaĺ 

osobno po kolei. 

Jednym z takich kluczowych zagadnieŒ jest kompozycja przestrzenna. Analizy kompozycyjne 

sŃ przeprowadzane we wszystkich skalach projektowych, a takŨe w praktyce planistycznej 

i administracyjnej. Automatyzacja czasochğonnych i powtarzalnych proces·w zwiŃzanych 

z przetwarzaniem kontekst·w kompozycyjnych moŨe zwiňkszyĺ efektywnoŜĺ pracy, skr·ciĺ 
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czas realizacji projekt·w i poszerzyĺ perspektywy inspiracyjne. Konteksty przestrzenne 

sŃ bardzo zğoŨone, a analizy kompozycyjne logicznie rozmyte i trudne do oprogramowania 

metodami klasycznymi. W takiej kategorii problem·w zazwyczaj stosowane metody 

automatyzacji (np. oparte na iloŜciowych analizach GIS) nie sŃ wystarczajŃce. Sieci neuronowe 

jednak radzŃ sobie z takimi zadaniami bardzo dobrze. W niniejszej pracy przyglŃdam 

siň wğaŜnie temu aspektowi projektowania. Po wstňpnym rozpoznaniu og·lnych moŨliwoŜci 

przetwarzania przez sieci neuronowe zğoŨonych zasad kompozycyjnych, bardziej szczeg·ğowo 

zajmujň siň problemem punkt·w gğ·wnych w kompozycji przestrzennej. Wyb·r tego 

konkretnego zagadnienia pozwala na precyzyjne zademonstrowanie potencjağu gğňbokiego 

uczenia maszynowego w praktyce architektonicznej. 

1.2. Struktura pracy 

Dysertacja podzielona jest na dwie gğ·wne czňŜci: teoretycznŃ i eksperymentalnŃ. W czňŜci 

teoretycznej zaczynam od rozpoznania obecnego stanu wiedzy dotyczŃcego projektowania 

architektonicznego wspomaganego komputerowo, identyfikujň pierwsze pr·by wprowadzenia 

uczenia maszynowego do architektury i badam stopniowe przesuniňcie paradygmatu 

od architektury parametrycznej do hiperparametrycznej. Nastňpnie przez kwerendň literatury 

najnowszych zastosowaŒ sieci neuronowych w projektowaniu urbanistycznym, 

architektonicznym i w skali detalu rozpoznajň moŨliwoŜci wsp·ğczesnych sieci neuronowych 

i identyfikujň potencjalne luki badawcze. W dalszej czňŜci przyglŃdam siň klasycznym teoriom 

kompozycji przestrzennej, identyfikujň elementy kompozycyjne szczeg·lnie nadajŃce 

siň do przetwarzania maszynowego i zawňŨam tematykň do punkt·w gğ·wnych kompozycji 

przestrzennej. 

W czňŜci eksperymentalnej przeprowadzam dwa eksperymenty. Na etapie eksperymentu 

wstňpnego testujň algorytmy gğňbokiego uczenia maszynowego r·Ũnego typu w przetwarzaniu 

syntetycznie stworzonych kontekst·w kompozycyjnych. Najlepiej radzŃca sobie z problemem 

splotowa sieĺ neuronowa jest nastňpnie testowana w trzech scenariuszach o zr·Ũnicowanym 

poziomie trudnoŜci. W kaŨdym scenariuszu sieĺ ma za zadanie odczytaĺ zadanŃ w zbiorze 

treningowym zğoŨonŃ zasadň kompozycyjnŃ i na jej podstawie wygenerowaĺ samodzielnie 

nowŃ kompozycjň lub jej fragment. W oparciu o doŜwiadczenia zebrane na przykğadach 

syntetycznych w eksperymencie wstňpnym, w eksperymencie gğ·wnym budujň prototyp 

sğuŨŃcy do przetwarzania rzeczywistych kontekst·w przestrzennych w tkance miejskiej. 

Na tym etapie opracowujň metodň kodowania kontekst·w przestrzennych do postaci nadajŃcej 
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siň do przetwarzania przez generatywne sieci przeciwstawne. Wytrenowana w eksperymencie 

gğ·wnym sieĺ neuronowa, sğuŨŃca do rozpoznawania gğ·wnych punkt·w kompozycyjnych 

i powiŃzanych z nimi osi naprowadzajŃcych, jest oceniona metodami jakoŜciowymi 

i iloŜciowymi. 

W podsumowaniu pracy prezentujň wnioski pğynŃce z badaŒ teoretycznych 

i przeprowadzonych eksperyment·w, przedstawiam ograniczenia wynikajŃce ze stanu wiedzy 

i wykorzystanych metod, oraz omawiam wpğyw architektury hiperparametrycznej, 

wykorzystujŃcej gğňbokie uczenie maszynowe, na rozw·j poddziedziny projektowania 

architektonicznego wspomaganego komputerowo. 

1.3. Metodyka pracy 

Architektura jest dziedzinŃ ğŃczŃcŃ naukň, inŨynieriň i sztukň. Z jednej strony pr·buje naukowo 

rozwiŃzywaĺ pytania o naturň rzeczy, wykorzystuje metody badaŒ socjologicznych 

i Ŝrodowiskowych, odwoğuje siň do  ludzkiej biologii i psychologii oraz stara siň opisywaĺ siğy 

sterujŃce rozwojem ulic, miast i region·w. Z drugiej strony inŨynieryjnie tworzy narzňdzia 

i technologie, bada przez projektowanie i eksperymenty, aktywnie wpğywa na rzeczywistoŜĺ. 

Z trzeciej strony z kolei operuje na dzieğach sztuki, eksploruje rzeczy nieoczywiste, pyta 

o przekonania, tw·rczo interpretuje rzeczywistoŜĺ i zamiast odpowiedzi poszukuje jeszcze 

gğňbszych pytaŒ. Jakich metod powinno siň uŨywaĺ w badaniach architektonicznych? Jakie 

sŃ ich podstawy filozoficzne? W swoim podrňczniku Metody i Techniki Badawcze 

w Architekturze ElŨbieta Niezabitowska nazywa architekturň dziedzinŃ 

przedparadygmatycznŃ, w kt·rej dopiero tworzŃ siň jej podstawy naukowe. Na tym etapie nie 

ma niekwestionowanych teorii, symboli, metapojňĺ, wartoŜci i wzorc·w rozwiŃzywania 

problem·w naukowych (Niezabitowska, 2014). Stan dziedziny stawia badaczy architektury 

w obliczu pewnego anarchizmu metodologicznego, kt·ry moŨna podsumowaĺ hasğem Paula 

Feyerabenda: Ănic Ŝwiňtegoò [ang. Ăanything goesò (Feyerabend, 2001)]. ZaleŨnie od punktu 

widzenia sytuacja ta stanowi pewien problem, poniewaŨ utrudnia wyb·r oczywistych metod 

badawczych i uniemoŨliwia podŃŨanie utartymi i sprawdzonymi szlakami. Z drugiej strony 

jednak, pragmatystycznie otwiera perspektywy na nowe, mieszane ŜcieŨki eksploracji temat·w 

badawczych (Creswell, 2013) i umoŨliwia tworzenie nieoczywistych powiŃzaŒ 

interdyscyplinarnych.  
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Badania architektoniczne czňsto oparte sŃ na dogmatycznie stawianych tezach, popartych 

anegdotycznym wyborem przykğad·w potwierdzajŃcych gğoszonŃ ideň (Niezabitowska, 2014). 

Zgodnie z zağoŨeniami racjonalizmu krytycznego Karla Poppera uwaŨam, Ũe twierdzenia 

naukowe nie mogŃ byĺ weryfikowane przez ich indukcyjne potwierdzenie, tylko przez 

ich dedukcyjnŃ falsyfikacjň (Popper, 1977). Niniejsza praca nie ma charakteru naukowo 

empirycznego i opiera siň gğ·wnie na wnioskowaniu indukcyjnym. Z tego powodu 

przeprowadzone badania zostağy oparte nie na hipotezach, a na jakoŜciowych i iloŜciowych 

pytaniach badawczych odwoğujŃcych siň do postawionych cel·w badawczych. Podobnie 

jak sama dziedzina, niniejsza praca ma charakter metodycznie mieszany. W przeprowadzonych 

badaniach wykorzystağem metody badaŒ teoretycznych (analiza stanu wiedzy, zastosowanie 

modelowania matematycznego, algorytmizacja proces·w), badaŒ rozwojowych i stosowanych 

(opracowanie koncepcji praktycznego wykorzystania teorii w projektowanym prototypie), 

badaŒ eksperymentalnych (testowanie opracowanych narzňdzi w scenariuszach testowych, 

zapisywanie i analiza wynik·w), badaŒ symulacyjnych (uŨycie modeli komputerowych 

do przeprowadzania symulacji majŃcych odzwierciedlaĺ rzeczywistoŜĺ), badaŒ iloŜciowych 

(statystyczna analiza danych, opracowanie autorskich metryk i ich wykorzystanie w ewaluacji 

stworzonych algorytm·w) oraz badaŒ jakoŜciowych (studia przypadk·w, metoda ekspercka, 

analityczno-syntetyczne przetwarzanie danych). Tematyka doktoratu ma charakter 

interdyscyplinarny. Z jednej strony opiera siň na architektonicznych teoriach kompozycji 

przestrzennej i artystycznych konceptach wraŨeŒ estetycznych. Z drugiej, czerpie 

z inŨynieryjnych osiŃgniňĺ dziedzin gğňbokiego uczenia maszynowego, analizy danych 

i programowania. W pracy odwoğujň siň do szeregu teorii architektonicznych. NajwaŨniejszymi 

punktami wyjŜcia sŃ: teoria formy architektonicznej Juliusza ŧ·rawskiego (ŧ·rawski, 1962), 

teoria struktury przestrzeni urbanistycznej (Lynch, 1960; Wejchert, 1984; Pluta, 2001), jňzyk 

wzorc·w Alexandra (Alexander, i in., 1977), ale takŨe architektura informacyjna (Sğyk, 2012), 

czy w szerszym znaczeniu, projektowanie architektoniczne wspomagane komputerowo 

(Mitchell, 1975). 
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1.4. Cele badawcze 

1.4.1. Cele badania stanu wiedzy 

¶ Ulokowanie gğňbokiego uczenia maszynowego na tle teorii architektury informacyjnej, 

architektury parametrycznej i projektowania architektonicznego wspomaganego 

komputerowo. 

¶ Rozpoznanie dotychczasowych zastosowaŒ sieci neuronowych w skali urbanistycznej, 

architektonicznej i w detalu. 

¶ Rozpoznanie kategorii problem·w architektonicznych komplementarnych 

do moŨliwoŜci gğňbokiego uczenia maszynowego. 

¶ UporzŃdkowanie stanu wiedzy dotyczŃcego moŨliwoŜci wykorzystania sieci 

neuronowych w architekturze na podstawie ich historii i zastosowaŒ w dziedzinach 

pokrewnych. 

¶ Identyfikacja luki badawczej miňdzy moŨliwoŜciami wykorzystania sieci neuronowych, 

a ich rzeczywistym zastosowaniem w badaniach i praktyce architektonicznej. 

1.4.2. Cele dotyczŃce zidentyfikowanej luki badawczej 

¶ Ulokowanie problemu neuronowego przetwarzania kontekst·w kompozycyjnych na tle 

polskiego prawa, teorii formy architektonicznej, teorii struktury przestrzeni 

urbanistycznej i jňzyka wzorc·w. 

¶ Identyfikacja element·w kompozycyjnych moŨliwych do przetwarzania maszynowego 

i ich wyb·r na potrzeby demonstracji w czňŜci eksperymentalnej. 

¶ Rozpoznanie problematyki punkt·w gğ·wnych i punkt·w formalnie podkreŜlonych i ich 

znaczenia w kompozycji przestrzennej. 

¶ Rozpoznanie nie-neuronowych, wspomaganych komputerowo metod przetwarzania 

gğ·wnych punkt·w kompozycyjnych. 

1.4.3. Cele eksperymentu wstňpnego 

¶ Wstňpna demonstracja moŨliwoŜci przetwarzania zğoŨonych zasad kompozycyjnych 

przy pomocy sieci neuronowych. 

¶ Odizolowanie problemu kompozycji przestrzennej od og·lnego problemu 

syntetycznego przetwarzania obraz·w i danych wielowymiarowych. 
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¶ Opracowanie i przetestowanie procedur potrzebnych do przeprowadzenia 

eksperymentu gğ·wnego. 

¶ JakoŜciowa i iloŜciowa ocena przeprowadzonej demonstracji. 

1.4.4. Cele eksperymentu gğ·wnego 

¶ Demonstracja zdolnoŜci algorytm·w gğňbokiego uczenia maszynowego 

w przetwarzaniu rzeczywistych, urbanistycznych kontekst·w przestrzennych. 

¶ Demonstracja gğ·wnych zağoŨeŒ projektowania hiperparametrycznego w praktyce. 

¶ Opracowanie prototypowego narzňdzia sğuŨŃcego ekstrakcji punkt·w gğ·wnych 

z miejskich kompozycji przestrzennych. 

¶ JakoŜciowa i iloŜciowa analiza skutecznoŜci prototypu. 

1.5. Pytania badawcze 

1.5.1. Pytanie gğ·wne 

¶ Jakie sŃ moŨliwoŜci i ograniczenia wykorzystania algorytm·w gğňbokiego uczenia 

maszynowego do przetwarzania kontekst·w kompozycyjnych w architekturze 

i urbanistyce? 

1.5.2. Pytania szczeg·ğowe 

¶ Jak gğňbokie uczenie maszynowe wpisuje siň w teorie architektury informacyjnej, 

architektury parametrycznej oraz komputerowego wspomagania projektowania 

architektonicznego? 

¶ Jakie sŃ dotychczasowe zastosowania sieci neuronowych w architekturze i urbanistyce 

w r·Ũnych skalach (urbanistycznej, architektonicznej i detalu)? 

¶ Jakie kategorie problem·w architektonicznych mogŃ byĺ skutecznie rozwiŃzywane 

przy pomocy gğňbokiego uczenia maszynowego? 

¶ Jakie sŃ moŨliwoŜci i ograniczenia wykorzystania sieci neuronowych w architekturze, 

na podstawie ich historii i zastosowaŒ w dziedzinach pokrewnych? 

¶ Jakie elementy kompozycyjne mogŃ byĺ efektywnie przetwarzane przez algorytmy 

gğňbokiego uczenia maszynowego? 

¶ Czy jest moŨliwe stworzenie narzňdzia do ekstrakcji punkt·w gğ·wnych z miejskich 

kompozycji przestrzennych przy pomocy sieci neuronowych? 
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¶ Jakie sŃ moŨliwoŜci i efektywnoŜĺ opracowanego prototypu? 

¶ Jakie sŃ perspektywy przyszğego rozwoju narzňdzi opartych na sieciach neuronowych 

w kontekŜcie wspomagania projektowania architektonicznego i urbanistycznego? 

2. Stan wiedzy 

 2.1. Od architektury parametrycznej do hiperparametrycznej 

Warsztat architekta od co najmniej 30 lat jest nierozğŃcznie zwiŃzany z komputerami. JuŨ 

w poğowie lat 70. William J. Mitchell zauwaŨyğ potencjağ wykorzystania nowoczesnych 

narzňdzi cyfrowych w projektowaniu i zdefiniowağ podstawy teoretyczne poddziedziny, kt·rŃ 

obecnie nazywamy projektowaniem architektonicznym wspomaganym komputerowo 

(ang. CAAD ï Computer-Aided Architectural Design) (Mitchell, 1975; Mitchell, 1977). 

W p·Ŧniejszych latach w ramach CAAD zostağ sformuğowany paradygmat architektury 

informacyjnej opisujŃcy zbi·r trend·w i podstaw filozoficznych zwiŃzanych z projektowaniem 

w erze informacyjnej (Schmitt, 1999; Saggio, 2013; Sğyk, 2012). Zgodnie z jej klasycznym 

znaczeniem architektura informacyjna zwr·ciğa siň w kierunku programowania i wykorzystania 

komputer·w, z nadziejŃ na zwiňkszenie moŨliwoŜci przechowywania i przetwarzania danych, 

usprawnienie komunikacji i wzmocnienie ludzkich zdolnoŜci logicznego myŜlenia (Schmitt, 

1999). RolŃ architekta projektujŃcego dla spoğeczeŒstwa informacyjnego byğo programowanie 

parametr·w proces·w tw·rczych na pograniczu architektury, urbanistyki, technik 

informacyjnych, wytwarzania i uŨytkowania (Sğyk, 2012). Architektura informacyjna siňgnňğa 

po techniki heurystyczne charakterystyczne dla klasycznego programowania algorytm·w 

opartych na wykrytych przez architekta faktach, rozpoznanych wzorcach je ğŃczŃcych 

i hipotezach nadajŃcych kierunek dziağaniom. W takim rozumieniu projektowania proces·w 

architekt stawiany byğ w roli demiurga odpowiedzialnego za definicjň poszczeg·lnych 

parametr·w rozwiŃzania napotkanego problemu. Jak sygnalizuje stopniowe przesuniňcie 

paradygmatu w dziedzinach informatycznych, takie dedukcyjne podejŜcie 

do parametryzowania zğoŨonych algorytm·w zdaje siň ustňpowaĺ miejsca metodom 

indukcyjnym i stochastycznym. W coraz wiňkszej sferze problem·w programistycznych 

odchodzi siň od heurystyki na rzecz gğňbokiego uczenia maszynowego. Obecnie pokazuje 

siň komputerom, jak rozwiŃzywaĺ problemy, zamiast je programowaĺ (Hinton i Ng, 2017). 

SkŃd ta zmiana? Historyk architektury Mario Carpo z duŨŃ dozŃ nieufnoŜci do tego, jaki wpğyw 

na teoriň architektury majŃ narzňdzia oparte o sieci neuronowe, zwraca uwagň na przeğom 
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w sposobie myŜlenia o praktyce architektonicznej i nazywa ten proces Ădrugim cyfrowym 

zwrotemò: 

Ă(é) Ten nowy typ nauki, nieodğŃczny od wiňkszoŜci dzisiejszych zastosowaŒ SI1 jest 

w gruncie rzeczy tym, co nazywam drugim cyfrowym zwrotem (é). W naszym 

tradycyjnym sposobie myŜlenia fakty sŃ  mozolnie zbierane, sortowane, por·wnywane 

i selekcjonowane, potem generalizowane i formalizowane: kulminacjŃ tego procesu jest 

teoria, czňsto skompresowana do formy matematycznych wzor·w przydatnych 

do przewidywania przyszğoŜci w por·wnywalnych sytuacjach. Komputery tego nie 

robiŃ. (é) Tradycyjni rzemieŜlnicy, niebňdŃcy inŨynierami i niekorzystajŃcy 

z matematyki, dziağali metodŃ pr·b i bğňd·w: zğ·Ũ krzesğo, a jeŜli siň rozpadnie, zğ·Ũ 

kolejne i kolejne, aŨ kt·reŜ w koŒcu wytrzyma. (é) Z tego powodu z czasem zaczňliŜmy 

wierzyĺ inŨynierom bardziej niŨ rzemieŜlnikom. Ale dzisiejsze narzňdzia komputerowe 

dziağajŃ jak rzemieŜlnicy, nie jak inŨynierowie. (é) Tworzenie stağo siň kwestiŃ czucia, 

a nie myŜlenia: po prostu to zr·b [wyr·Ũnienie w oryginale] (é). Porzucenie 

tradycyjnego rozumowania przyczynowego w wielu przypadkach dziağa nieŦle.ò 

[tğumaczenie wğasne] (Carpo, 2017, s. 163). 

Czy jednak rzeczywiŜcie korzystanie z gğňbokiego uczenia maszynowego jest Ăporzuceniem 

rozumowania przyczynowegoò? Yann LeCun, jeden z ojc·w wsp·ğczesnego uczenia 

maszynowego, uwaŨa inaczej. Statystyczny charakter rozwiŃzaŒ opartych na gğňbokim uczeniu 

maszynowym nie wyklucza moŨliwoŜci, Ũe algorytmy podejmujŃce interakcjň ze Ŝwiatem 

rzeczywistym, wewnňtrznie korzystajŃ z zaawansowanych modeli mechanistycznych 

wyuczonych na podstawie przeanalizowanych danych. Innymi sğowy, o ile pr·bkowanie 

danych treningowych dla gğňbokiego uczenia maszynowego jest statystyczne, to same dane 

mogŃ odzwierciedlaĺ deterministyczne zaleŨnoŜci rzŃdzŃce Ŝwiatem (LeCun i Fridman, 2022).  

Proste narzňdzia potrafiŃce autonomicznie przetwarzaĺ informacje dostňpne sŃ juŨ od lat 

50. i 60. dwudziestego wieku, jednak dopiero wsp·ğczesne gğňbokie uczenie maszynowe ma 

szanse na precyzyjne i skuteczne przetwarzanie zğoŨonych i chaotycznych zaleŨnoŜci 

obserwowanych w rzeczywistoŜci. Kryzys algorytm·w opartych na zasadach heurystycznych, 

takich jak systemy eksperckie, wynika w duŨej mierze z koniecznoŜci zbytniego uproszczenia 

 

1 SI ï Sztuczna Inteligencja (ang. AI ï Artificial Intelligence) 



23 

 

opisywanych problem·w i rzŃdzŃcych nimi zmiennych. W przeciwnym wypadku opracowane 

modele byğyby zbyt zğoŨone i niemoŨliwe do udŦwigniňcia bez skomplikowanych teorii 

opisujŃcych ogrom moŨliwych interakcji miňdzy licznymi zmiennymi. Przykğadem niech bňdŃ 

modele ĂmikroŜwiat·wò2  opracowywanych przez Nicholasa Negroponte w ramach 

Architecture Machine Group. Uproszczone algorytmy majŃce w zağoŨeniu symulowaĺ 

odizolowane aspekty rzeczywistoŜci, w praktyce generowağy stwierdzenia, kt·re odniesione do 

prawdziwego Ŝwiata byğyby cağkowicie fağszywe (Steenson, 2017). Mimo, Ũe ograniczenia 

klasycznego programowania w architekturze byğy znane od dziesiňcioleci, do niedawna 

brakowağo dla niego praktycznych alternatyw. Zaledwie od niewiele ponad dekady 

dysponujemy wystarczajŃcŃ mocŃ obliczeniowŃ i dostatecznie niezawodnymi algorytmami, 

by efektywnie pozwoliĺ maszynom samodzielnie uczyĺ siň rozwiŃzywania praktycznych 

problem·w (Krizhevsky, i in., 2012).  

Gdy m·wimy o gğňbokim uczeniu maszynowym, mamy na myŜli uczenie maszynowe 

wykorzystujŃce wielowarstwowe sieci neuronowe. Sieci neuronowe wyr·ŨniajŃ siň wŜr·d 

innych technik uczenia maszynowego gğ·wnie ze wzglňdu na swojŃ wszechstronnoŜĺ. W 2010 

roku Maithani, Arora i Jain podali listň czterech przesğanek uzasadniajŃcych moŨliwoŜĺ 

wykorzystania sieci neuronowych w projektowaniu wspomaganym komputerowo: 

¶ Sieci neuronowe mogŃ rozwiŃzywaĺ zğoŨone problemy nieliniowe. 

¶ PrzyjmujŃ multimodalne dane wejŜciowe. 

¶ Nie majŃ uprzedzeŒ i przewidywaŒ dotyczŃcych dystrybucji danych wejŜciowych. 

¶ MogŃ przetwarzaĺ jednoczeŜnie wiele danych wejŜciowych i ich pochodnych 

(Maithani, i in., 2010). 

Jak przy kaŨdej nowoŜci wdraŨanej w ramach danej dyscypliny powinniŜmy byĺ ostroŨni przy 

wprowadzaniu gğňbokiego uczenia maszynowego w praktykň architektonicznŃ. Jak pisze 

 

2 Ang. Micro-world. PrzykğadowŃ demonstracjŃ modelu mikroŜwiata sterujŃcego fizycznŃ czŃstkŃ prawdziwego 

Ŝwiata byğ eksperymentalny projekt ĂSEEKò (nazywany takŨe ĂBricks Worldò). W ramach projektu model 

cyfrowy miağ za zadanie symulowaĺ potrzeby myszoskoczk·w zamieszkujŃcych terrarium wypeğnione moŨliwymi 

do przesuwania bloczkami. Bloczki miağy byĺ przenoszone przez robotyczne ramiň zgodnie z przewidywaniami 

algorytmu w celu dostosowania siň do potrzeb gryzoni. Eksperyment zakoŒczyğ siň poraŨkŃ. Myszoskoczki 

zachowywağy siň niezgodnie z przewidywaniami komputera, niszczyğy bloczki i atakowağy siň nawzajem 

(Steenson, 2017). 
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Carpo, waŨne, byŜmy to my sterowali sztucznŃ inteligencjŃ, a nie sztuczna inteligencja nami 

(Carpo, 2017). Algorytmy uczenia maszynowego sŃ czňsto nieprzewidywalne, trudne 

w interpretacji i ocenie w oderwaniu od wyznacznik·w wyprowadzonych heurystycznie. 

SkutecznoŜĺ wsp·ğczesnych system·w jest bardzo silnie powiŃzana z jakoŜciŃ danych 

treningowych, a same modele sŃ wraŨliwe na niespotkane wczeŜniej przypadki brzegowe 

i muszŃ byĺ precyzyjnie dostrajane. Mimo wszystko, sukcesy gğňbokiego uczenia 

maszynowego w dziedzinach pokrewnych dajŃ podstawy do optymistycznego patrzenia 

na moŨliwoŜci implementacji podobnych algorytm·w w architekturze. Trudno nie ulec 

wraŨeniu, Ũe krok w kierunku uczenia maszynowego jest naturalnŃ konsekwencjŃ myŜlenia 

o architekturze informacyjnej jako o projektowaniu proces·w: z programowaniem 

hiperparametrycznym zastňpujŃcym projektowanie parametryczne. Molly Wright Steenson 

obrazowo rysuje paralelň miňdzy programowaniem algorytm·w uczenia maszynowego 

a architekturŃ: 

ĂCi, kt·rzy projektujŃ systemy sztucznej inteligencji nie tworzŃ 

rzeczownik·w - obiekt·w, budynk·w, przedmiot·w ï tworzŃ czasowniki. PlanujŃ 

architekturň algorytm·w uczenia maszynowego ï kroki, kt·re program wykona 

by ukoŒczyĺ zadanie. UkğadajŃ na swoje miejsce zbi·r warunk·w poczŃtkowych, dziňki 

kt·rym programy programujŃ siň same. ZauwaŨycie, Ũe uŨyğam sğ·w çprojektowaĺè 

i çarchitekturaè3. To wğaŜnie robiŃ eksperci uczenia maszynowego. BudujŃ modele 

statystyczne, kt·re ewoluujŃ same i siň uczŃ. WznoszŃ ramy algorytm·w generatywnych. 

TworzŃ architekturň.ò [tğumaczenie wğasne] (Steenson, 2017, s. 224) 

Wydaje siň, Ũe podobieŒstwa miňdzy uczeniem maszynowym a architekturŃ nie sprowadzajŃ 

siň jedynie do gier sğownych i wsp·ğwystňpowania tych samych pojňĺ w obu dziedzinach. 

Architektoniczna intuicja przestrzenna przydaje siň w zrozumieniu wielowymiarowych 

wektor·w i ukrytych hiperprzestrzeni charakterystycznych dla gğňbokiego uczenia 

maszynowego. Dziňki wyobraŦni przestrzennej skomplikowanie wyglŃdajŃce operacje 

na macierzach moŨna koncepcyjnie zastŃpiĺ zestawianiem wielowymiarowych strzağek, 

a pozornie zawiğy4 rachunek r·Ũniczkowy opisujŃcy propagacjň wstecznŃ umoŨliwiajŃcŃ sieci 

 

3 W angielskim oryginale ï Ăto architectò w formie czasownikowej. 

4 W rzeczywistoŜci logika ukryta za rachunkiem r·Ũniczkowym propagacji wstecznej jest zaskakujŃco prosta 

i intuicyjna, ale stosowana do jej opisu notacja moŨe skutecznie odstraszyĺ tych nieobytych z matematykŃ. 



25 

 

neuronowej samodzielne uczenie siň, sprowadza siň do schodzenia w d·ğ 

po wielowymiarowych, abstrakcyjnych zboczach funkcji kosztu. BňdŃc architektem o wiele 

ğatwiej jest zrozumieĺ przestrzennie koncept separacji liniowej odrňbnych klas lub rzutowania 

wielowymiarowych przestrzeni stan·w na powierzchnie dwuwymiarowe przy pomocy 

narzňdzi PCA5 czy t-SNE6. Wedğug tezy gğoszonej przez Bruno Zeviôego, na najog·lniejszym 

poziomie architektura moŨe byĺ rozumiana jako sztuka ksztağtowania przestrzeni: 

Ă[Esencja architektury] nie leŨy w ograniczeniach materialnych nağoŨonych na wolnoŜĺ 

przestrzennŃ, tylko w sposobie, w jaki przestrzeŒ zorganizowana jest w znaczŃcŃ formň 

poprzez proces ograniczenia.ò [tğumaczenie wğasne] (Zevi, 1993, s. 49) 

W projektowaniu hiperparametrycznym architekt nie ksztağtuje wprawdzie klasycznej, 

tr·jwymiarowej przestrzeni euklidesowej, a ogranicza abstrakcyjnŃ, wielowymiarowŃ 

przestrzeŒ charakteryzujŃcŃ badany problem7 poprzez definicjň hiperparametr·w sterujŃcych 

zachowaniem sieci neuronowej. Znaczenie formie reprezentowanej w tej przestrzeni nadaje 

algorytm uczenia maszynowego, definiujŃc parametry rozwiŃzania problemu. W ťr·dğach 

Architektury Informacyjnej Jan Sğyk poszukiwağ nietrywialnego wykorzystania geometrii 

nieeuklidesowych w architekturze. W analizowanych przykğadach odnalazğ jedynie luŦne 

inspiracje, kt·re w praktyce nie wpğywağy na rzeczywistŃ architekturň bňdŃcŃ wynikiem tych 

inspiracji: 

ĂPomimo licznych nawiŃzaŒ i deklaracji, trudno pozbyĺ siň wraŨenia, Ũe wsp·ğczesna 

architektura korzysta z geometrii nieeuklidesowych w spos·b bardzo powierzchowny. 

(é) Mºbius House i Muzeum Mercedesa nie powstağyby prawdopodobnie bez swobody 

 

5  PCA ï Analiza Gğ·wnych Skğadowych (ang. Principal Component Analysis) ï metoda obrotu ukğadu 

wsp·ğrzňdnych danych wielowymiarowych maksymalizujŃca wariancjň tych danych po rzutowaniu na przestrzeŒ 

o mniejszej liczbie wymiar·w (Pearson, 1901). 

6 t-SNE ï ang. t-distributed Stochastic Neighbor Embedding. Algorytm wizualizacji wielowymiarowych danych 

w przestrzeni o mniejszej liczbie wymiar·w przy pr·bie zachowania struktury sŃsiedztwa danych wejŜciowych, 

czyli podobieŒstwa miňdzy punktami, podczas przeksztağcania danych na niŨsze wymiary. 

7 Technicznie rzecz biorŃc hiperprzestrzeŒ opisujŃca moŨliwe stany w gğňbokim uczeniu maszynowym moŨe 

speğniaĺ definicjň wielowymiarowej przestrzeni euklidesowej. Jednak w potocznym, architektonicznym 

znaczeniu, m·wiŃc o przestrzeni euklidesowej, mamy na myŜli otaczajŃcŃ nas klasycznŃ przestrzeŒ 

tr·jwymiarowŃ. 



26 

 

wyobraŨeŒ, jakie stymuluje wsp·ğczesna matematyka. (é) Jednak niezaleŨnie od nazw 

i wyjaŜnieŒ, oba te budynki osadzone sŃ w tradycyjnym, pitagorejsko-kartezjaŒskim 

kontekŜcie. Dotyczy to zar·wno zagadnieŒ projektowych, realizacji, jak i odbioru 

uŨytkowego. KonstruujŃc przedmioty o Ŝrednich (w skali doŜwiadczeŒ fizyki) 

rozmiarach, podporzŃdkowane prawom ziemskiej grawitacji, dziağamy w Ŝrodowisku, 

kt·re Ŝwietnie opisuje geometria euklidesowa. (é) Warto jedynie dostrzec, 

Ũe Ŝrodowisko tw·rczoŜci rozszerza siň. (é) światy przestrzenne Internetu pozbawione 

sŃ grawitacji. Sterowalne mechanizmy projekcji, hiperğŃcza i parametrycznoŜĺ ruchu 

istotnie wpğywajŃ na percepcjň. W tym kontekŜcie, zdobycze wsp·ğczesnej matematyki 

mogŃ okazaĺ siň czynnikiem wpğywajŃcym na tw·rczoŜĺ szerzej, niŨ w sensie estetycznej 

inspiracji.ò (Sğyk, 2012, s. 58) 

W przypadku gğňbokiego uczenia maszynowego kaŨda jego architektoniczna aplikacja 

ma u swoich podstaw wielowymiarowŃ kompozycjň uporzŃdkowanŃ w ukrytej 

hiperprzestrzeni stan·w. HiperprzestrzeŒ ta jest moŨliwa do wyobraŨenia i zwizualizowania 

(Olah, i in., 2017), a co najwaŨniejsze, moŨe przetwarzaĺ konteksty przestrzenne, funkcjonalne 

czy historyczne dotyczŃce rzeczywistego Ŝwiata na fizycznŃ architekturň czy urbanistykň. 

Ze wzglňdu na rozwiniňtŃ wyobraŦniň przestrzennŃ i wysokie kwalifikacje cyfrowe, 

wsp·ğczeŜni architekci coraz czňŜciej siňgajŃ po narzňdzia oparte na gğňbokim uczeniu 

maszynowym. Architektura wspomagana komputerowo wydaje siň stopniowo ewoluowaĺ 

od algorytm·w heurystycznych opisanych parametrycznie na niskim poziomie abstrakcji 

do algorytm·w stochastycznych sterowanych na wysokim poziomie abstrakcji przez 

hiperparametry i odpowiednio sformuğowane dane wejŜciowe (ang. prompt). Przyjrzyjmy 

siň wiňc tym algorytmom, opartym na nich narzňdziom i ich architektonicznym 

zastosowaniom. 
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2.2. Sieci neuronowe w literaturze dotyczŃcej komputerowego wspomagania 

projektowania 

Aby rozpoznaĺ najnowsze zastosowania sieci neuronowych w architekturze i zidentyfikowaĺ 

potencjalne luki badawcze, przeanalizowağem 149 publikacji naukowych z ostatnich kilku lat8 

dotyczŃcych implementacji sieci neuronowych w projektowaniu wspomaganym komputerowo. 

ťr·dğa obejmowağy przekr·j artykuğ·w z czasopism naukowych i publikacji 

pokonferencyjnych do poğowy 2021 roku. 

 

Rys. 1. Wizualizacja 37 cech (oŜ pionowa) wyodrňbnionych ze 149 publikacji (oŜ pozioma) 

dotyczŃcych zastosowania sieci neuronowych w projektowaniu wspomaganym 

komputerowo. Biağy kolor oznacza powiŃzanie danej cechy z publikacjŃ. Wyodrňbnione 

cechy pozwoliğy na organizacjň zebranych Ŧr·değ i przeprowadzenie ich analizy iloŜciowej. 

Opracowanie wğasne. 

W celu ich organizacji Ŧr·dğa zostağy zebrane w tabeli umoŨliwiajŃcej przeprowadzenie analizy 

jakoŜciowej i iloŜciowej. Na potrzeby analizy jakoŜciowej w tabeli zapisağem gğ·wne wnioski 

pğynŃce z proponowanych przez autor·w implementacji sieci neuronowych w CAAD. 

Dla cel·w analizy iloŜciowej z artykuğ·w wydobyğem 37 cech i zapisağem je metodŃ kodowania 

 

8 Kwerenda zasadnicza zostağa objňta okresem do poğowy 2021 roku, w kt·rym to momencie zamknŃğem gğ·wnŃ 

czňŜĺ badaŒ literaturowych. W ramach dalszych prac nad doktoratem bibliografia byğa na bieŨŃco 

uzupeğniana i aktualizowana o najnowsze wyniki badaŒ i dodatkowe Ŧr·dğa, jednak nie zostağy one ujňte w 

kwerendzie zasadniczej. 
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Ămulti-hotò9 (dla 35 cech moŨliwych do przedstawienia binarnego) i w postaci skalarnych 

wartoŜci znormalizowanych dla pozostağych cech, takich jak rok i wydawnictwo (Rys. 1). 

Cechy binarne opisujŃce zebrane Ŧr·dğa obejmowağy grupy zastosowaŒ sieci neuronowych 

(ZağŃcznik 1), rodzaje implementowanych sieci neuronowych, skalň ich zastosowania 

(ZağŃcznik 2), grupy Ŧr·değ danych przetwarzanych przez sieĺ neuronowŃ, oraz tematykň 

opracowaŒ (ZağŃcznik 3). 

Po zakodowaniu, zebrane cechy reprezentujŃce analizowane Ŧr·dğa stanowiğy chmurň punkt·w 

w 37-wymiarowej przestrzeni (po jednym wymiarze na wyodrňbnionŃ cechň). Badanie 

iloŜciowe Ŧr·değ polegağo na ich analizie statystycznej (Rys. 2) oraz wizualizacji korelacji 

miňdzy nimi przy pomocy algorytmu nienadzorowanego uczenia maszynowego t-SNE, 

 

9 Kodowanie multi-hot polega na przypisaniu poszczeg·lnym cechom wartoŜci 0 lub 1 i zestawieniu ich razem w 

postaci wielowymiarowego wektora. Kodowanie to r·Ũni siň od metody jeden z wielu (ang. one-hot encoding) 

tym, Ũe w multi-hot wartoŜĺ 1 moŨe byĺ przypisana do wielu cech jednoczeŜnie. 

  

Rys. 2. Stosowanie sieci neuronowych 

w projektowaniu w r·Ũnych skalach w publikacjach 

dotyczŃcych komputerowego wspomagania 

projektowania architektonicznego. Opracowanie 

wğasne. 

Rys. 3. Wizualizacja skal, w kt·rych 

stosowane sŃ sieci neuronowe, 

wykonana przy pomocy algorytmu 

t-SNE na podstawie 

37 wyodrňbnionych cech badanych 

artykuğ·w. KaŨdy punkt reprezentuje 

odrňbnŃ publikacjň, kolor punktu 

odpowiada skali zastosowania sieci 

neuronowej. Opracowanie wğasne. 
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umoŨliwiajŃcego przedstawienie poszczeg·lnych grup publikacji w bardziej czytelnej formie 

wykresu dwuwymiarowego zachowujŃcego wzajemne podobieŒstwo miňdzy punktami. 

Na wizualizacji t-SNE gğ·wne skğadowe (osie wykresu) sŃ skorelowane ze skalŃ zastosowaŒ 

i typem wykorzystanych w publikacjach sieci neuronowych KaŨdy punkt na wykresie 

odpowiada jednej z publikacji przeanalizowanej w kwerendzie zasadniczej (Rys. 3). 

Ze statystycznej analizy przeprowadzonej kwerendy wynika, Ũe w projektowaniu 

architektonicznym wspomaganym komputerowo sieci neuronowe sŃ wykorzystywane 

we wszystkich skalach projektowych: 

¶ Skali urbanistycznej (39,6% analizowanych publikacji). 

¶ Skali architektonicznej (49,0% analizowanych publikacji). 

¶ Skali detalu, w tym wytwarzania wspomaganego komputerowo CAM10 i materiağ·w 

(25,5%). 

Niewielka czňŜĺ zebranych Ŧr·değ dotyczyğa takŨe zastosowaŒ bezskalowych 

(2,7% analizowanych publikacji). 

Na najog·lniejszym poziomie wszystkie zastosowania sieci neuronowych moŨna sprowadziĺ 

do zadania opracowania funkcji mapujŃcej dane wejŜciowe na dane wyjŜciowe w pewien 

poŨŃdany spos·b. Na trochň bardziej szczeg·ğowym poziomie (ale wciŃŨ na tyle og·lnym, 

aby umoŨliwiĺ efektywne grupowanie) podzieliğem zastosowania sieci neuronowych 

w analizowanych skalach projektowych na piňĺ gğ·wnych kategorii: 

¶ Ewaluacja i przetwarzanie danych, polegajŃce na przypisaniu danym wejŜciowym 

pewnej wartoŜci oceniajŃcej lub na bezpoŜrednim przetworzeniu danych z jednej formy 

na drugŃ (30,9% analizowanych publikacji). 

¶ DziağalnoŜĺ generatywna, polegajŃca na tworzeniu rozwiŃzaŒ projektowych lub sugestii 

projektowych bezpoŜrednio przez sieĺ neuronowŃ (22,1% analizowanych publikacji). 

¶ Klasyfikacja, polegajŃca na podziale danych wejŜciowych na kategorie lub 

na ich semantycznej segmentacji (17,4% analizowanych publikacji). 

¶ Ekstrakcja  i uczytelnianie, polegajŃce na pozyskiwaniu danych uŨytecznych 

z obszernych, nieustrukturyzowanych baz (ang. data mining), lub na przedstawieniu 

 

10 CAM ï ang. Computer-Aided Manufacturing, wytwarzanie wspomagane komputerowo 
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danych nieczytelnych i nienadajŃcych siň do dalszego przetwarzania w czytelniejszej 

formie poŜredniej (15,4% analizowanych publikacji). 

¶ Optymalizacja, polegajŃca na poszukiwaniu najlepszych rozwiŃzaŒ danego procesu 

ze wzglňdu na zadane kryteria (8,7%). 

¶ Przewidywanie przyszğoŜci na podstawie sytuacji obecnej i historycznie 

zarejestrowanych proces·w (5,4%). 

W niekt·rych przypadkach brzegowych zastosowanie sieci neuronowej moŨe wpisywaĺ siň 

w kilka kategorii jednoczeŜnie. Przykğadowo, czasem trudno jest jednoznacznie rozr·Ũniĺ, czy 

dana operacja jest przetworzeniem danych (bezpoŜrednim) czy ich uczytelnieniem 

(poŜrednim). Dodatkowo, zaleŨnie od kontekstu i poziomu analizy poszczeg·lne grupy 

zastosowaŒ moŨna rozumieĺ wieloznacznie. Na przykğad patrzŃc na sieĺ neuronowŃ 

z perspektywy technicznej, kaŨdy model bňdzie sğuŨyğ optymalizacji funkcji kosztu wzglňdem 

wag i prog·w poğŃczeŒ miňdzy neuronami. Z tych powod·w zdecydowağem siň dokonaĺ 

kategoryzacji zastosowaŒ bez precyzyjnego rozgraniczania, skupiajŃc siň na zastosowaniach 

rozumianych z perspektywy projektanta (architekta lub urbanisty) i nie traktujŃc przyjňtych 

kategorii w spos·b rozğŃczny. 

2.2.1. Skala urbanistyczna ï zastosowania sieci neuronowych 

Urbanistyka: ekstrakcja i uczytelnianie danych 

W skali urbanistycznej najpopularniejszym w badanym okresie zastosowaniem sieci 

neuronowych jest ekstrakcja i uczytelnianie danych. Jednym z ğatwiej dostňpnych Ŧr·değ 

danych urbanistycznych sŃ zdjňcia satelitarne, kt·re ze wzglňdu na swojŃ obszernoŜĺ 

i szczeg·ğowoŜĺ reprezentujŃ ogromnŃ liczbň potencjalnie uŨytecznych informacji. Ich rňczna 

ekstrakcja czňsto jest jednak zadaniem bardzo czasochğonnym, lub, zaleŨnie od zakresu, wrňcz 

niemoŨliwym. Przykğadowo, przy pomocy sieci neuronowych moŨna automatycznie dzieliĺ 

zdjňcia satelitarne miast na interesujŃce nas sektory. Zesp·ğ badaczy z politechniki 

w Singapurze wykorzystağ otwarte, darmowe zdjňcia satelitarne systemu Sentinel 2 jako bazň 

danych umoŨliwiajŃcŃ rozpoznawanie poszczeg·lnych stref wykorzystania terenu w okolicach 

amerykaŒskich lotnisk. Tak podzielone zdjňcia satelitarne mogŃ byĺ przydatne 

w monitorowaniu zmian w sposobie uŨytkowania grunt·w, strat wywoğanych poŨarami, 

czy postňp·w rekultywacji grunt·w (Meeran i Joyce, 2020). Pr·by wykorzystania sieci 

neuronowych do identyfikacji zmian w zabudowie miejskiej sŃ podejmowane juŨ od wczesnych 

lat dwutysiňcznych. Liu i Lathrop w 2002 roku zaprogramowali prostŃ sieĺ neuronowŃ 
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rozpoznajŃcŃ nowozurbanizowane tereny na podstawie kilkunastu wybranych cech 

wyodrňbnionych ze zdjňĺ satelitarnych. Nawet prosta, dwuwarstwowa sieĺ neuronowa 

operujŃca na ograniczonej liczbie cech osiŃgağa wyŨszŃ skutecznoŜĺ niŨ wczeŜniej stosowane 

metody wykrywania r·Ũnic w parach zdjňĺ satelitarnych (Liu i Lathrop Jr, 2002). IdŃc krok 

dalej, Shota Iino i in. opracowali neuronowy system detekcji kr·tkoterminowych zmian 

w tkance miejskiej. System por·wnuje ze sobŃ zdjňcia satelitarne uzupeğnione o numeryczne 

modele pokrycia terenu (ang. DSM ï Digital Surface Model) w interwağach rocznych i ocenia 

prawdopodobieŒstwo, Ũe na danym fragmencie obszaru uŨytkowanie grunt·w ulegğo zmianie 

(Iino, i in., 2018). Gğňbokie uczenie maszynowe aplikowane jest takŨe do uczytelniania zdjňĺ 

satelitarnych do postaci diagramatycznych schwarzplan·w. Naukowcy z uniwersytetu w Osace 

zaproponowali metodň trenowania sieci neuronowych rysujŃcych obrysy zabudowy przy 

pomocy syntetycznych par widok-schwarzplan renderowanych z fotorealistycznych, 

tr·jwymiarowych modeli miast. Takie rozszerzenie bazy danych treningowych (ang. data 

augmentation) pozwala niskim kosztem zwiňkszyĺ skutecznoŜĺ trenowanych algorytm·w 

(Ikeno, i in., 2020). WychodzŃc z zağoŨenia, Ũe jakoŜĺ przestrzeni zbudowanej w mieŜcie jest 

skorelowana ze stanem zdrowia mieszkaŒc·w, moŨna zestawiĺ zdjňcia satelitarne miast 

z dostňpnymi danymi medycznymi, w celu rozpoznania typ·w tkanki miejskiej powiŃzanych 

z wybranymi zaburzeniami zdrowotnymi. Sama korelacja cech nie oznacza, Ũe sŃ one 

powiŃzane przyczynowo-skutkowo, obie mogŃ byĺ niezaleŨnym objawem 

wsp·ğwystňpujŃcych przyczyn. Korelacjň tň moŨna jednak wykorzystaĺ do mierzenia cechy 

ğatwiejszej do przetworzenia maszynowego (zdjňcia satelitarne przestrzeni miejskiej) w celu 

identyfikacji potencjalnego wystňpowania cechy trudniejszej do zmierzenia (problemy 

zdrowotne mieszkaŒc·w). Pewne sukcesy na tym polu wraz z zespoğem osiŃgnŃğ David Newton 

w zakresie przewidywania wskaŦnika otyğoŜci na badanym obszarze (Newton, i in., 2020), 

analizowania poszczeg·lnych cech tkanki miejskiej skorelowanych z konkretnymi problemami 

zdrowotnymi (Newton, 2021) czy generowania widok·w satelitarnych nieistniejŃcych 

fragment·w miast w celu zwizualizowania, jakie typy krajobraz·w miejskich sŃ skorelowane 

z wystňpowaniem zaburzeŒ nerwowych (Newton, 2020). Sieci neuronowe mogŃ byĺ takŨe 

uŨyte do generowania podziağ·w na grupy typologiczne na podstawie zdjňĺ satelitarnych. Przy 

pomocy sieci neuronowych typu autoenkoder moŨna przetworzyĺ wiele przykğad·w 

interesujŃcych nas obszar·w (np. kampus·w uniwersyteckich) na skompresowanŃ formň 

wektorowŃ. KorzystajŃc z takiej reprezentacji zabudowy Peiwen Li i Wenbo Zhu dokonali 

grupowania morfologicznego kampus·w opartego na podobieŒstwie miňdzy poszczeg·lnymi 
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wektorami przy pomocy algorytmu centroid·w (ang. k-means clustering) i klastrowania 

hierarchicznego [ang. hierarchical clustering (Li i Zhu, 2020)]. 

Pokrewnym do zdjňĺ satelitarnych Ŧr·dğem danych sŃ zdjňcia z samolot·w i dron·w 

bezzağogowych. Gğňbokie uczenie maszynowe pozwala na ekstrakcjň trajektorii ruchu pieszego 

z materiağu wideo zarejestrowanego przez dron. Trajektorie poruszania siň pieszych mogŃ byĺ 

p·Ŧniej wykorzystane przy projektowaniu i przebudowie ulic i plac·w miejskich (Wu, 2021). 

Z samych trajektorii (np. uzyskanych bezpoŜrednio z system·w Ŝledzenia GPS) takŨe 

da siň uzyskaĺ dodatkowe dane przydatne w dalszych analizach. Katarzyna Siğa-Nowicka i in. 

proponujŃ wykorzystanie sieci neuronowych do przetwarzania trajektorii GPS na wzorce 

aktywnoŜci miejskiej dotyczŃcej konkretnych budynk·w lub og·lne wzorce ruchu w mieŜcie 

dotyczŃce poszczeg·lnych tryb·w transportu (Siğa-Nowicka, i in., 2016). Qayyum i in. 

zastosowali sieci neuronowe do ekstrakcji cech z wejŜciowych zdjňĺ wykonanych przez drona. 

Ekstrakcja istotnych cech opierağa siň na redukcji przez sieĺ wymiar·w danych wejŜciowych 

i zdecydowanie poprawiağa skutecznoŜĺ p·Ŧniejszej klasyfikacji element·w znajdujŃcych 

siň na satelitarnych zdjňciach miast (Qayyum, i in., 2019). Od momentu wprowadzenia przez 

Google usğugi Street View, urbaniŜci zaczňli zwracaĺ uwagň na ğatwo dostňpne, sferyczne 

zdjňcia przestrzeni publicznych jako na potencjalne Ŧr·dğo informacji miejskich. Dziňki 

sieciom neuronowym zdjňcia sferyczne pozyskane ze Street View mogŃ posğuŨyĺ 

do automatycznej ekstrakcji kolor·w elewacji na danym obszarze (Zhang, i in., 2020) lub nawet 

wydobycia genius loci badanej ulicy (ğac. duch miejsca). Zaproponowany przez Kyleôa 

Steinfelda system GAN Loci pobiera z serwer·w Street View kilkaset zdjňĺ sferycznych 

znajdujŃcych siň w bezpoŜredniej okolicy badanego punktu i wykorzystuje je do wytrenowania 

przeciwstawnej sieci neuronowej. Sieĺ nastňpnie generuje nieistniejŃcy, fantastyczny krajobraz 

ilustrujŃcy genius loci danego miejsca (Rys. 4) i zawierajŃcy elementy krajobrazowe 

charakterystyczne dla danej okolicy (Steinfeld, 2019). 
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Rys. 4. NieistniejŃcy, syntetyczny krajobraz wygenerowany przez opracowany przez Kyleôa 

Steinfelda neuronowy algorytm GAN Loci wizualizujŃcy Ăgenius lociò dzielnicy Blijdorp 

w Rotterdamie (Steinfeld, 2019). 

Zdjňcia sferyczne Street View, mimo satysfakcjonujŃcego pokrycia wiňkszoŜci duŨych miast, 

sŃ aktualizowane bardzo rzadko, co kilka lat, przez co zawarte w nich informacje sŃ zazwyczaj 

nieaktualne. ReceptŃ na ten problem moŨe byĺ zbieranie materiağu filmowego poprzez 

umieszczenie kamer wideo na pojazdach sğuŨb miejskich, takich jak Ŝmieciarki, sğuŨby 

parkingowe czy straŨ miejskŃ. Zebrane w ten spos·b dane sŃ zbyt obszerne do analizy 

manualnej, jednak mogŃ byĺ przetwarzane przez sieci neuronowe. Analiza taka umoŨliwia 

przykğadowo rozpoznawanie problematycznych obiekt·w, jak porzucone Ŝmieci 

czy uszkodzone pojazdy, i nanoszenie ich na mapň w celu efektywniejszego zarzŃdzania 

miastem (Sukel, i in., 2020a; Sukel, i in., 2020b). System taki moŨe byĺ takŨe rozszerzony 

o dodatkowe, multimodalne Ŧr·dğa danych, jak raporty mieszkaŒc·w, dane geolokalizacyjne 

i historyczne szeregi czasowe w celu dokğadniejszego rozpoznawania ĂmikrowydarzeŒò 

w przestrzeni miejskiej (Sukel, i in., 2019). W temacie danych multimodalnych, gğňbokie sieci 

neuronowe sparowane z dodatkowymi technikami uczenia maszynowego (jak PCE czy t-SNE) 

mogŃ byĺ wykorzystane do uczytelnienia wielowymiarowych i zr·Ũnicowanych informacji 

pochodzŃcych z wielu Ŧr·değ miejskich w formie moŨliwej do immersyjnego zwizualizowania 

w Ŝrodowisku wirtualnej rzeczywistoŜci (Kampani i Varoudis, 2020). WartoŜciowe informacje 

o przestrzeni publicznej da siň pozyskaĺ takŨe z jňzyka naturalnego zapisanego w formie 

tekstowej w mediach spoğecznoŜciowych. Maszynowa analiza wydŦwiňku emocjonalnego 

wypowiedzi (ang. sentiment analysis) pozwala na zmapowanie emocji mieszkaŒc·w 
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na przestrzeni miejskiej w celu uczytelnienia emocjonalnych kontekst·w przestrzennych (Kim 

i Rosenwasser, 2020). 

Urbanistyka: ewaluacja i przetwarzanie danych 

Drugim najpopularniejszym zastosowaniem gğňbokiego uczenia maszynowego w skali 

miejskiej jest ewaluacja danych wejŜciowych lub ich bezpoŜrednie przetworzenie na poŨŃdanŃ 

formň docelowŃ. W procesach urbanistycznych czňsto przydatne jest przypisanie badanym 

zjawiskom pewnej wartoŜci numerycznej w celu przeprowadzenia ich analizy iloŜciowej 

zar·wno na potrzeby projektowania urbanistycznego, jak i zarzŃdzania miastami. 

Przydatnym Ŧr·dğem danych umoŨliwiajŃcych ewaluacjň miejskich ulic jest baza sferycznych 

zdjňĺ Street View firmy Google. Yazēcēoĵlu i Dino zaproponowali metodň semantycznej 

segmentacji zdjňĺ sferycznych wzdğuŨ ulicy i p·Ŧniejszego przetworzenia otrzymanych 

diagram·w na przewidywany poziom komfortu termicznego w danym punkcie. Dane 

treningowe dla sieci neuronowych zostağy wygenerowane przy pomocy komputerowej 

symulacji nasğonecznienia przeprowadzonej na urbanistycznym modelu 3D (Yazēcēoĵlu i Dino, 

2021). Qi i in. opracowali system przetwarzajŃcy zdjňcia Street View na liczbowy wynik 

ĂwitalnoŜciò danego miejsca. Sieĺ neuronowa zostağa wytrenowana na podstawie zbioru 

rňcznie ocenianych wzglňdem witalnoŜci lokalizacji badanych metodŃ wizji lokalnej. 

Tak zebrane dane pozwoliğy wytrenowaĺ sieĺ neuronowŃ oceniajŃcŃ witalnoŜĺ dowolnego 

fragmentu miasta. Co wiňcej, na podstawie analizy reprezentacji danego zdjňcia w przestrzeni 

ukrytej ostatniej warstwy sieci neuronowej, autorzy byli w stanie zidentyfikowaĺ dwanaŜcie 

klas majŃcych najwiňkszy pozytywny wpğyw na ocenň witalnoŜci miejsca. Wedğug sieci 

najsilniej na witalnoŜĺ obszaru wpğywağa obecnoŜĺ na zdjňciach przechodni·w, witryn 

sklepowych, chodnik·w oraz, co zaskakujŃce, plac·w budowy (Qi, i in., 2020). PodobnŃ 

metodň oceny ĂpreferencyjnoŜciò przestrzeni zaproponowali Kinugawa i Takizawa 

z Uniwersytetu w Osace. W tym przypadku zdjňcia sferyczne uzupeğnione byğy o maszynowo 

generowanŃ mapň gğňbi obrazu (wspomaganŃ przez segmentacjň semantycznŃ w celu 

dokğadniejszego rozpoznawania nieba) i nastňpnie poddano je przetworzeniu na metrykň 

preferencyjnoŜci danego miejsca. Dane do treningu zebrano dziňki ankiecie przeprowadzonej 

na studentach architektury oceniajŃcych treningowe zdjňcia sferyczne na podstawie 

ich projekcji w rzeczywistoŜci wirtualnej (Kinugawa i Takizawa, 2019). Pokrewny, dawniejszy 

system zostağ zaprezentowany przez Takizawň i Furutň dwa lata wczeŜniej, jednak zamiast 

rzeczywistych przestrzeni miejskich dotyczyğ ewaluacji wirtualnych zdjňĺ sferycznych 
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renderowanych w 3D przez silnik Unity (Takizawa i Furuta, 2017). MoŨliwoŜĺ 

przeprowadzania przy pomocy sieci neuronowych ewaluacji niezrealizowanych projekt·w 

syntetycznych jest szczeg·lnie przydatna przy projektowaniu generatywnym 

i parametrycznym. Przy tej kategorii problem·w projektant czňsto musi dokonaĺ wyboru 

najlepszych propozycji z obszernego zbioru moŨliwych rozwiŃzaŒ. Sieci neuronowe mogŃ 

szybko oceniĺ wygenerowane projekty pod interesujŃcymi projektanta aspektami, 

umoŨliwiajŃc ich dalszŃ selekcjň. Przykğadem takiego zastosowania jest system generujŃcy 

kwartağy urbanistyczne opracowany przez Z. Hana, W. Yana i G. Liu. Autorzy zastosowali 

gğňbokie uczenie ze wzmacnianiem (ang. DRL: Deep Reinforcement Learning), w kt·rym 

sterowany przez sieĺ neuronowŃ agent generowağ w danej lokalizacji kubaturowy projekt 

zagospodarowania kwartağu i jednoczeŜnie oceniağ wygenerowane rozwiŃzania pod wzglňdem 

estetyki i nasğonecznienia. Dziňki przypisanym metrykom moŨliwa byğa selekcja najlepszego 

projektu spoŜr·d dw·ch tysiňcy wygenerowanych moŨliwoŜci (Han, i in., 2020). 

Ewaluacji i przetwarzaniu moŨna poddaĺ takŨe zdjňcia lotnicze i satelitarne. Za przykğad moŨe 

posğuŨyĺ technika ewaluacji stanu technicznego dr·g opisana przez chiŒskich naukowc·w 

w 2020 roku. Pan i in. wykorzystali zdjňcia z autonomicznego drona (ang. UAV: Unmanned 

Aerial Vehicle) w celu identyfikacji zarysowaŒ i dziur w drogach oraz oceny stanu uszkodzeŒ 

powierzchni asfaltowych ï od niewielkich uszkodzeŒ we wczesnym stadium po powaŨnie 

uszkodzone powierzchnie wymagajŃce interwencji (Pan, i in., 2021). Nie wszystkie 

zastosowania sieci neuronowych sŃ jednak tak pragmatyczne. ZdarzajŃ siň aplikacje mniej 

jednoznaczne, o gğňbszym wydŦwiňku artystycznym. Claudia Pasquero i Marco Poletto 

z Innsbruck University i ecoLogicStudio opracowali algorytm GAN_Physarum umoŨliwiajŃcy, 

wedğug autor·w, transfer inteligentnych cech biologicznych zaczerpniňtych z kolonii 

bezkom·rkowego Ŝluzowca do tkanki miejskiej lub projektu architektonicznego. 

Zaproponowany proces Ăurbanistycznej remetabolizacjiò jest de facto neuronowym transferem 

stylu (Gatys, i in., 2016) wytrenowanym na pr·bkach Physarum polycephalum: 

nieposiadajŃcego ukğadu nerwowego Ŝluzowca wykazujŃcego zdolnoŜci do rozwiŃzywania 

zaskakujŃco zğoŨonych problem·w (takŨe obliczeniowych) i zdolnego do samoorganizacji. 

Wygenerowane przez GAN_Physarum abstrakcyjne, wieloskalowe wariacje na temat 

urbanistyki (Rys. 5) i architektury (Rys. 6) skğaniajŃ do refleksji nad podobieŒstwami miňdzy 

przejawami inteligencji ekologicznej a algorytmicznŃ naturŃ wsp·ğczesnych zağoŨeŒ miejskich 

(Pasquero i Poletto, 2020). 
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Rys. 5. Algorytm GAN_Physarum (oparty na neuronowym transferze stylu) opracowany 

przez Pasquero i Poletto zastosowany do przetworzenia satelitarnych zdjňĺ tkanki 

urbanistycznej w skali 1 x 1 km (po lewej) i 10 x 10 km (po prawej) (Pasquero i Poletto, 

2020). 

 

Rys. 6. Algorytm GAN_Physarum (oparty na neuronowym transferze stylu) opracowany 

przez Pasquero i Poletto zastosowany do przetworzenia Centre Pompidou 

sfotografowanego z lotu ptaka (Pasquero i Poletto, 2020). 

W temacie og·lnie rozumianych rozwaŨaŒ ekologicznych, sieci neuronowe mogŃ 

byĺ przydatne w analizowaniu zaleŨnoŜci miňdzy morfologiŃ przestrzeni zbudowanej i zieleni 

miejskiej, a aktywnoŜciŃ fizycznŃ mieszkaŒc·w na ŜwieŨym powietrzu. ZestawiajŃc ze sobŃ 
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dwie bazy danych, GIS-owe mapy miejskie systemu Mapbox oraz mapy aktywnoŜci fizycznej, 

Strava- Yunjuan Sun, Lei Jiang i Hao Zheng wytrenowali sieĺ neuronowŃ przeksztağcajŃcŃ 

dany na wejŜciu plan fragmentu miasta na przewidywanŃ aktywnoŜĺ fizycznŃ mieszkaŒc·w 

na tym obszarze. System taki moŨe sğuŨyĺ do przewidywania wzorc·w aktywnoŜci 

na niezagospodarowanych terenach projektowanych, ale takŨe do analizy korelacji miňdzy 

cechami danego obszaru a ich wpğywem na zachowanie mieszkaŒc·w. Przykğadowo, autorzy 

zauwaŨyli, Ũe zazielenione, kameralne aleje osadzone w krajobrazie o wiele silniej skorelowane 

sŃ z bieganiem i spacerowaniem niŨ z jazdŃ na rowerze, podczas gdy proste aleje bez czňstych 

zakrňt·w sprzyjajŃ jeŦdzie na rowerze. PrzeprowadzajŃc drobne interwencje urbanistyczne 

na badanym obszarze autorzy sprawdzili takŨe ich wpğyw na przewidywane zmiany 

we wzorcach aktywnoŜci wywoğane wprowadzonymi zmianami. Z por·wnania map ciepğa 

sprzed interwencji i po niej, moŨna przykğadowo dojŜĺ do wniosku, Ũe poszerzenie ulicy 

zwiňkszy intensywnoŜĺ ruchu rowerowego, a zwiňkszenie powierzchni zabudowy obniŨy 

intensywnoŜĺ wszystkich form aktywnoŜci fizycznej (Sun, i in., 2020).  

WiňkszoŜĺ wymienionych powyŨej zastosowaŒ sieci neuronowych jako dane wejŜciowe 

wykorzystywağa informacje zapisane w formie pewnego obrazu: zdjňcia, diagramu, mapy 

rastrowej czy wizualizacji 3D. Zasadniczo nie ma jednak ograniczeŒ co do typu danych 

przetwarzanych przez sieĺ neuronowŃ, o ile mogŃ one byĺ zapisane w postaci numerycznej. 

Jedno z wczeŜniejszych przestrzenno-urbanistycznych zastosowaŒ sieci neuronowych z 1993 

roku dotyczyğo przetwarzania danych tabularycznych. Stan Openshaw z uniwersytetu w Leeds 

w latach 90. badağ r·Ũne moŨliwoŜci wykorzystania uczenia maszynowego i innowacyjnych 

algorytm·w komputerowych w przetwarzaniu danych geograficznych. W trakcie tych 

poszukiwaŒ przyjrzağ siň takŨe prostym sieciom neuronowym i podjŃğ pr·bň modelowania przy 

ich pomocy interakcji przestrzennych na przykğadzie tabeli opisujŃcych wzorce 

przemieszczania siň do pracy i z powrotem mieszkaŒc·w miast w p·ğnocno-wschodniej Anglii. 

Modelowane dane opisywağy poszczeg·lne Ŝrodki transportu i powiŃzane z nimi koszty 

przemieszczania siň. Sieci neuronowe radziğy sobie z tym zadaniem na poziomie 

konkurencyjnym do stosowanych wtedy alternatywnych modeli klasycznych i wykazywağy 

zdolnoŜĺ do generalizowania wyuczonych zaleŨnoŜci na niespotkane w trakcie treningu 

sytuacje (Openshaw, 1993). Innym przykğadem ewaluacji zmiennej zaleŨnej od zapisanych 

liczbowo zmiennych niezaleŨnych jest przewidywanie cen nieruchomoŜci na podstawie rňcznie 

wyodrňbnionych cech obiektu. Cechy takie mogŃ obejmowaĺ zmienne mikroekonomiczne 

opisujŃce konkretny budynek (powierzchnia, lokalizacja, rodzaj dachu, liczba sypialni, 
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odlegğoŜci od usğug etc.) oraz zmienne makroekonomiczne opisujŃce og·lnŃ sytuacjň 

gospodarczŃ kraju (PKB, Climate Change Performance Index, stopa bezrobocia etc.). 

Zapewniwszy sieci neuronowej odpowiedniŃ liczbň przykğad·w treningowych 

moŨna skutecznie przewidywaĺ ceny rynkowe badanej nieruchomoŜci (Lam, i in., 2008; 

Abidoye i Chan, 2017). Przetwarzane w ramach jednego zastosowania dane nie muszŃ byĺ 

takŨe homogeniczne i mogŃ pochodziĺ ze zr·Ũnicowanych Ŧr·değ. Li i in. opracowali zğoŨony 

system oceniajŃcy indeks ĂprzyjaznoŜci ulic miejskich dla ruchu pieszegoò (ang. WoUS Index: 

Walkability of Urban Streets Index) na podstawie wektorowych map GISowych pozyskanych 

z Open Street Maps i Google Maps, zdjňĺ sferycznych Street View (Google, 2023), 

intensywnoŜci ruchu samochodowego ocenianego na podstawie wideo z monitoringu i danych 

Ŝrodowiskowych zbieranych przez dedykowane sensory. W zaproponowanym systemie 

poszczeg·lne Ŧr·dğa danych przetwarzane sŃ przez r·Ũne, dedykowane sieci neuronowe 

i dodatkowe algorytmy komputerowe i przeliczane sŃ wzglňdem poszczeg·lnych wag na indeks 

przyjaznoŜci dla ruchu pieszego (Li, i in., 2020). Xinghua Gao wraz z Pardisem 

Pishdad-Bozorgim wykorzystali konglomerat danych wejŜciowych skğadajŃcych siň z cech 

wydobywanych z modeli BIMowych, dokumentacji projektowych i wykonawczych, danych 

z systemu zarzŃdzania miejscem pracy (IWMS: ang. Integrated Workplace Management 

SysteM) oraz wskaŦnik·w wykorzystania medi·w do ewaluacji koszt·w cyklu Ũycia obiekt·w 

uŨytecznoŜci publicznej. Autorzy przetestowali r·wnolegle kilka najpopularniejszych technik 

uczenia maszynowego. W przypadku gğňbokich sieci neuronowych zwr·cili uwagň na ich 

potencjağ w zdolnoŜciach przybliŨania skomplikowanych funkcji zaleŨnych od wielu 

zr·Ũnicowanych zmiennych (Gao i Pishdad-Bozorgi, 2019) . 

Urbanistyka: klasyfikacja  

KolejnŃ grupŃ zastosowaŒ sieci neuronowych w urbanistyce jest klasyfikacja, czyli 

rozpoznawanie w danych wejŜciowych pewnych klas i ich podziağ na grupy. NajczňŜciej 

klasyfikacji poddaje siň dane reprezentowane w formie obraz·w: fotografii wykonanych 

z perspektywy czğowieka, zdjňĺ z monitoringu, diagram·w, zdjňĺ sferycznych czy fotografii 

lotniczych. Bardzo ciekawym zastosowaniem sieci neuronowych w klasyfikacji jest 

opracowana przez Briana Ho metoda rozpoznawania element·w kompozycji urbanistycznej 

z Obrazu Miasta Kevina Lyncha (Lynch, 1960). W swojej publikacji pt. Making a New City 

Image Ho zaproponowağ system klasyfikacji fragment·w tkanki miejskiej oparty 

na czarno-biağych fotografiach wykonanych z perspektywy czğowieka uzupeğnionych 
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o diagramatyczny obraz planu otaczajŃcej zabudowy (schwarzplan). Do treningu sieci 

neuronowej autor wykorzystağ oryginalne, oznaczone przez Lyncha fotografie pochodzŃce 

z jego roboczego archiwum. SkutecznoŜĺ algorytmu zostağa oceniona poprzez kolaŨowe 

dodawanie kolejnych obiekt·w na testowanych krajobrazach miejskich ï zar·wno na 

poddanemu fotomontaŨowi zdjňciu, jak i na odpowiadajŃcym mu schwarzplanie. W miarň 

dodawania budynk·w do krajobrazu przedstawiajŃcego Ăniedzielnicňò, algorytm 

klasyfikacyjny w pewnym momencie zaczyna rozpoznawaĺ obszar jako Ădzielnicňò (Ho, 

2020). Podobny system autorstwa Stephena Lawa i in. klasyfikuje wejŜciowe zdjňcia sferyczne 

Street View wzglňdem typu sfotografowanych fasad na cztery kategorie: fasady puste (peğne 

mury, pğoty, etc.), aktywne jednostronnie, aktywne dwustronnie oraz zdjňcia bez fasad 

miejskich. Autorzy nie poprzestali jedynie na wytrenowaniu skutecznego algorytmu, ale 

wykorzystali opracowany system do przeprowadzenia dalszych analiz. Sprawdzono miňdzy 

innymi korelacje miňdzy aktywnoŜciŃ fasad a rňcznie oznaczanym przez ankietowanych 

wsp·ğczynnikiem ĂscenicznoŜci krajobrazuò. Wedğug wynik·w na ograniczonej pr·bie 

ankietowanych aktywne fasady zdajŃ siň sprzyjaĺ ĂscenicznoŜciò okolicy. Sprawdzono takŨe 

korelacje miňdzy aktywnoŜciŃ fasad a cenami poszczeg·lnych nieruchomoŜci. Okazağo siň, Ũe 

aktywnoŜĺ fasad w bezpoŜrednim otoczeniu nieruchomoŜci nie jest istotnym czynnikiem 

wpğywajŃcym na cenň, jednak aktywnoŜĺ fasad mierzona jako Ŝrednia dla cağego sŃsiedztwa 

jest juŨ czynnikiem silnie skorelowanym z cenŃ (dzielnice z wyŨszym wskaŦnikiem aktywnoŜci 

fasad zazwyczaj majŃ teŨ wyŨsze ceny nieruchomoŜci). Przy pomocy wizualizacji  gradient·w 

aktywacji poszczeg·lnych warstw sieci odpowiadajŃcych za rozr·Ũnianie poszczeg·lnych klas, 

autorom udağo siň takŨe zwizualizowaĺ mapy Ăuwagiò, kt·rŃ sieĺ neuronowa skupia na 

konkretnych obszarach zdjňcia przy podejmowaniu decyzji. Mapy te pozwalajŃ na 

wizualizacjň poszczeg·lnych rodzaj·w fasad bezpoŜrednio na wejŜciowych zdjňciach 

sferycznych (Law, i in., 2018). Dosyĺ szeroko stosuje siň takŨe klasyfikacjň obiekt·w 

widocznych na zdjňciach lotniczych i satelitarnych. Na potrzeby projektowania i zarzŃdzania 

algorytmy takie mogŃ byĺ przydatne do automatycznego rozpoznawania drzew, budynk·w, 

dr·g czy wiňkszych struktur trudniejszych do uchwycenia z perspektywy czğowieka (Pourazar, 

i in., 2021). 

Szczeg·lnym rodzajem problem·w klasyfikacyjnych jest segmentacja semantyczna 

(ang. semantic segmentation) nazywana takŨe klasyfikacjŃ na poziomie piksela (pixel-level 

classification) (Long, i in., 2015). Segmentacja semantyczna polega na podziale wejŜciowego 

obrazu (lub innych danych wektorowych) na strefy odpowiadajŃce poszczeg·lnym kategoriom 
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(Rys. 7). MoŨliwe jest wiňc przykğadowo wyszczeg·lnienie dokğadnych obrys·w 

poszczeg·lnych obiekt·w znajdujŃcych siň na zdjňciu. NeuronowŃ klasyfikacjň na poziomie 

piksela wykorzystuje miňdzy innymi wspomniany juŨ wczeŜniej zesp·ğ z Osaki, kierowany 

przez Tomohirň Fukudň i Nobuyoshi Yabuki. Fukuda i in. uŨywajŃ segmentacji semantycznej 

do przetwarzania scen miejskich przedstawionych na fotografiach z perspektywy czğowieka 

oraz zdjňĺ sferycznych na potrzeby urbanistycznych wizualizacji w rzeczywistoŜci mieszanej 

(ang. MR: Mixed Reality). Przy pomocy segmentacji neuronowej moŨna generowaĺ maski 

oddzielajŃce pierwszy plan zabudowy od jej tğa w celu zwizualizowania modelu przesğanianych 

obiekt·w projektowanych (Nakabayashi, i in., 2021), lub maski oddzielajŃce konkretny 

budynek od otoczenia w celu zautomatyzowanej wizualizacji krajobrazu miejskiego po jego 

wyburzeniu (Kikuchi, i in., 2021; Fukuda, i in., 2017). 

 

Rys. 7. Przykğadowe zdjňcia z drona pobrane z bazy danych UAVid stworzonej przez Lyu, 

Vosselmana, Xia i in. sğuŨŃcej do trenowania neuronowych algorytm·w semantycznej 

segmentacji. Poszczeg·lne klasy obiekt·w widoczne na zdjňciu oznaczone sŃ na 

wizualizacjach r·Ũnymi kolorami wyznaczajŃcymi ich obrysy (Lyu, i in., 2018). 

Klasyfikacji i segmentacji semantycznej moŨna poddawaĺ takŨe inne niŨ zdjňcia formaty 

danych. We wczesnych latach dwutysiňcznych Kauko, Hooimeijer i Hakfoort wykorzystali 

algorytm oparty na sieci neuronowej typu SOM (ang. Self-Organizing Map) 

do przeprowadzenia klasyfikacji dom·w na sprzedaŨ wzglňdem Ăpodrynk·wò rynku 

nieruchomoŜci w Helsinkach. Przez Ăpodrynkiò autorzy rozumieli grupy zbliŨonych cenowo 

i jakoŜciowo nieruchomoŜci oddzielonych od innych grup gwağtownymi, nieliniowymi 

rozbieŨnoŜciami w stosunku ceny do jakoŜci. Opracowany algorytm dokonywağ klasyfikacji na 

podstawie dziesiňciu wyodrňbnionych zmiennych niezaleŨnych opisujŃcych danŃ 

nieruchomoŜĺ. Analiza procesu klasyfikacji przeprowadzanej przez sieĺ neuronowŃ pozwoliğa 
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autorom na identyfikacjň tych zmiennych, kt·re miağy kluczowy wpğyw na segmentacjň rynku 

nieruchomoŜci. Kluczowymi zmiennymi dla kontekstu Helsinek okazağy siň lokalizacja i rodzaj 

nieruchomoŜci. Paradoksalnie sama cena miağa na podziağ rynku o wiele mniejszy wpğyw 

(Kauko, i in., 2002). Bardziej wsp·ğczesnym przykğadem wykorzystania danych 

multimodalnych w klasyfikacji jest metoda strefowania miasta wedğug obszar·w 

funkcjonalnych, opracowana przez naukowc·w z uniwersytetu w Wuhan. Zr·Ũnicowane dane 

opisujŃce badany obszar, obejmujŃce odlegğoŜci od centr·w handlowych, pochylenie terenu, 

zagňszczenie plac·wek medycznych, odlegğoŜci od dr·g, etc., zostağy przedstawione w formie 

gradientowych map pokrywajŃcych badany teren. Wytrenowana na tych danych sieĺ 

neuronowa potrafiğa skutecznie dzieliĺ miasto na strefy funkcjonalne i, co wiňcej, mogğa byĺ 

przydatna przy symulowaniu zmian w strefowaniu wywoğanych przez zmiany wprowadzone w 

tkance miejskiej opisywanej przez dane wejŜciowe (Zhai, i in., 2020). 

Urbanistyka: przewidywanie przyszğoŜci 

Jednym z ciekawszych zastosowaŒ sieci neuronowych sŃ pr·by przewidywania przyszğoŜci 

w relacji do zjawisk cyklicznych i proces·w ciŃgğych. Na podstawie danych historycznych oraz 

informacji o stanie obecnym, w teorii, moŨliwe jest formuğowanie prognoz o przewidywanych 

zmianach urbanistycznych w r·Ũnych przedziağach czasowych. W jednym z wczeŜniejszych 

omawianych tu zastosowaŒ sieci neuronowych w modelowaniu zjawisk w przestrzeni 

geograficznej, Manfred Fischer i Sucharita Gopal zaproponowali metodň przewidywania 

przyszğego obciŃŨenia sieci telekomunikacyjnej w Austrii opartŃ na historycznych danych 

dotyczŃcych wykorzystania sieci. Mimo Ũe opracowanie to nie miağo charakteru stricte 

urbanistycznego, to na podstawie wynik·w autorzy juŨ w 1994 roku zauwaŨyli potencjağ 

drzemiŃcy w sieciach neuronowych i przewidzieli wpğyw jaki wywrze gğňbokie uczenie 

maszynowe na przetwarzanie zğoŨonych danych przestrzennych: 

ĂWyniki analiz na chaotycznych, rzeczywistych danych telekomunikacyjnych 

o ograniczonej dğugoŜci zapisu wykazağy wyŨszoŜĺ modeli opartych na sieciach 

neuronowych nad klasycznymi metodami regresji funkcji. (é) Sieci neuronowe 

odegrajŃ waŨnŃ rolň w geografii i badaniach regionalnych nie tylko w modelowaniu 

interakcji przestrzennych, lecz takŨe w sferze rozpoznawczych analiz przestrzennych. Co 

do zasady sieci neuronowe dobrze radzŃ sobie z problemami reprezentowanymi przez 

obszerne zbiory danych wybrakowanych, niedokğadnych i opisujŃcych niejednoznaczne 
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zjawiska, kt·re trudno modelowaĺ przy pomocy konwencjonalnych technik 

statystycznych.ò [tğumaczenie wğasne] (Fischer i Gopal, 1994, s. 21) 

W 2004 roku Anthony Gar-On Yeh i Li Xia na przykğadzie gwağtownie rozrastajŃcego 

siň miasta Dongguan w Chinach pr·bowali przewidywaĺ prawdopodobieŒstwo rozbudowy 

miasta na testowanych obszarach. Na podstawie siedmiu zmiennych wyodrňbnionych ze zdjňĺ 

satelitarnych i system·w GIS-owych prosta, tr·jwarstwowa sieĺ neuronowa wytrenowana 

na przykğadach z dw·ch moment·w w czasie potrafiğa wedğug autor·w generowaĺ wiarygodne 

propozycje przy zağoŨeniu, Ũe sieĺ transportu w mieŜcie nie ulegnie zmianie (Yeh i Xia, 2004). 

Przy zastosowaniu podobnej metodyki i por·wnywalnych danych wejŜciowych (cztery cechy 

wyodrňbnione na podstawie zdjňĺ satelitarnych systemu LISS III) w 2010 roku Maithani i in. 

opracowali metodň strefowania miasta wzglňdem potencjağu rozrostu urbanistycznego. Metoda 

zostağa przetestowana na indyjskim mieŜcie Dehradun w celu prognozowania jego przyszğej 

rozbudowy (Maithani, i in., 2010). 

Obecnie do przewidywania przyszğoŜci przy pomocy gğňbokiego uczenia maszynowego 

najczňŜciej wykorzystuje siň szeregi czasowe, czyli zbiory obserwacji uporzŃdkowane wedğug 

czasu ich uzyskania (PWN, 2022). Boulila i in. wykorzystali segmentacjň semantycznŃ 

miejskich zdjňĺ satelitarnych do stworzenia obraz·w przedstawiajŃcych same tereny 

zabudowane ulokowane na czarnym tle. Otrzymane z r·Ũnych okres·w mapy zostağy ustawione 

w szeregi czasowe, na podstawie kt·rych wytrenowano sieĺ neuronowŃ przewidujŃcŃ 

zagňszczanie siň zabudowy w najbliŨszej przyszğoŜci. SkutecznoŜĺ rozwiŃzania przetestowano 

na trzech r·Ũnych miastach w Arabii Saudyjskiej. Opracowany system moŨe sğuŨyĺ 

identyfikacji obszar·w o duŨym ryzyku niekontrolowanego rozrostu zabudowy, co z kolei 

moŨe byĺ przydatne w administracyjnym ograniczaniu rozlewania siň tkanki miejskiej (Boulila, 

i in., 2021). Ze wzglňdu na swojŃ okresowoŜĺ w cyklach dziennych, tygodniowych i rocznych 

ruch samochodowy w miastach wydaje siň dobrym kandydatem do modelowania przez sieci 

neuronowe. Przy pomocy gğňbokiego uczenia maszynowego zatory drogowe w mieŜcie moŨna 

skutecznie przewidywaĺ na podstawie szereg·w czasowych kolorystycznych diagram·w 

odpowiadajŃcych natňŨeniu ruchu samochodowego w mieŜcie (Ranjan, i in., 2020) lub na 

podstawie szereg·w czasowych zbioru trajektorii GPS przedstawionych w postaci wektorowej 

(Guo, i in., 2019). Prognozowanie natňŨenia ruchu samochodowego moŨe byĺ przydatne dla 

operator·w system·w komunikacyjnych, zarzŃdc·w i projektant·w miast oraz samych 

mieszkaŒc·w. Przy pomocy gğňbokiego uczenia maszynowego moŨna analizowaĺ takŨe ruch 
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pieszy. W tym przypadku duŨym problemem jest niska dostňpnoŜĺ danych pomiarowych 

umoŨliwiajŃcych wytrenowanie algorytm·w uczenia maszynowego. Nikol Kirova i Areti 

Markopoulou z IAAC11 proponujŃ uzbrojenie trakt·w pieszych w technologiň Ăinteligentnych 

chodnik·wò miejskich opartych na materiağach sensorycznych. Chodniki takie mogğyby bardzo 

precyzyjnie mierzyĺ lokalne natňŨenie ruchu pieszego. Opr·cz prezentacji niewielkiego 

prototypu inteligentnego chodnika autorzy przeprowadzili takŨe komputerowŃ symulacjň 

wielkoskalowego systemu. Na podstawie symulowanego ruchu pieszego wytrenowano teŨ sieĺ 

neuronowŃ zdolnŃ klasyfikowaĺ bieŨŃce, indywidualne trasy ruchu poszczeg·lnych pieszych i 

przewidywaĺ przepğywy ruchu pieszego w niedalekiej przyszğoŜci (Kirova i Markopoulou, 

2020).  

Urbanistyka: generowanie rozwiŃzaŒ projektowych 

W przypadku neuronowych algorytm·w generatywnych gğ·wnym problemem jest ujňcie 

zadania projektowego w ramy umoŨliwiajŃce efektywne wykorzystanie gğňbokiego uczenia 

maszynowego. Konieczne jest odpowiednie sformuğowanie treningowych danych wejŜciowych 

i wyjŜciowych tak, by uchwyciĺ istotň funkcji tw·rczej aproksymowanej przez sieĺ neuronowŃ. 

JednŃ z wiňkszych przeszk·d jest praktyczna moŨliwoŜĺ zapewnienia algorytmowi 

wystarczajŃcej liczby przykğad·w treningowych. 

NajprostszŃ metodŃ wydaje siň wykorzystanie zebranych automatycznie kontekst·w 

istniejŃcych i pr·ba nauczenia sieci odtwarzania wzorcowych rozwiŃzaŒ w nowych sytuacjach. 

Przykğadem takiego podejŜcia jest algorytm zaprojektowany przez naukowc·w z Uniwersytetu 

Jiaotong w Pekinie. System ten sğuŨy generowaniu propozycji obrys·w zabudowy w zadanym 

kwartale. ZastosowanŃ do tego celu sieĺ neuronowŃ wytrenowano na 167 przykğadach 

schwarzplan·w juŨ zrealizowanych kwartağ·w znajdujŃcych siň w sŃsiedztwie obszaru 

projektowego (Pan, i in., 2021). Podobny system, ale rozwiniňty o moŨliwoŜĺ przetwarzania 

opr·cz schwarzplan·w takŨe funkcji projektowanej zabudowy, zaproponowağ Runjia Tian 

z Harvardzkiej Szkoğy Designu. Do treningu autor uŨyğ istniejŃcych przykğad·w zabudowy 

w Bostonie i stanie Massachusetts pobranych z otwartych baz danych GIS. Opracowana metoda 

umoŨliwia przeprowadzenie procesu Ătransferu miejskoŜciò, czyli generowania propozycji 

zabudowy wzorowanej na stylu jednego kontekstu miejskiego w innym kontekŜcie. Tian 

 

11 IAAC ï Institute for Advanced Architecture of Catalonia 
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zaprezentowağ ten proces generujŃc przykğad zabudowy na Manhattanie w stylu zabudowy 

bostoŒskiej (Tian, 2020). Najistotniejszym problemem powyŨszych metod jest ograniczona 

kontrola nad cechami wygenerowanych rozwiŃzaŒ. Przy treningu sieci projektant zmuszony 

jest korzystaĺ z juŨ istniejŃcych i zrealizowanych obiekt·w, kt·re niekoniecznie majŃ poŨŃdanŃ 

charakterystykň. Kontrola nad zasadami projektowymi sprowadza siň do selekcji wzorcowych 

rozwiŃzaŒ sğuŨŃcych sieci neuronowej za inspiracjň. Sformalizowanym przykğadem takiej 

kontroli nad projektem jest metoda selekcji danych treningowych wykorzystana przez 

naukowc·w z uniwersytetu w Kantonie. Przy problemie generowania diagram·w 

funkcjonalnych i obrys·w zabudowy kampus·w uniwersyteckich i szk·ğ podstawowych 

selekcja przykğad·w istniejŃcych oparta byğa na filtr ach zbudowanych z czterech (w przypadku 

kampus·w) lub siedmiu (w przypadku szk·ğ podstawowych) warunk·w, ograniczajŃcych 

liczbň wzorc·w treningowych tylko do tych, kt·re speğniağy poŨŃdane cechy projektowe 

i zrealizowane byğy w podobnych kontekstach. Przykğadowo, brane byğy pod uwagň jedynie 

szkoğy podstawowe z wyodrňbnionym placem zabaw, znajdujŃce siň w konkretnej strefie 

klimatycznej, zbudowane na pğaskim terenie, etcé Wedğug autor·w ograniczenie liczby 

przykğad·w treningowych tylko do tych speğniajŃcych zağoŨone warunki pozwoliğo 

na osiŃgniňcie lepszych i bardziej precyzyjnych rezultat·w (Liu, i in., 2020). 

AlternatywŃ do korzystania przy treningu z zağoŨeŒ istniejŃcych jest generowanie przykğad·w 

treningowych przy pomocy algorytm·w heurystycznych lub trenowanie sieci w symulacji 

metodŃ gğňbokiego uczenia ze wzmacnianiem. System stworzony przez Nirvika Sahň, Johna 

Haymakera i Dennisa Sheldena opublikowany w formie wtyczki do Ŝrodowiska Grasshopper, 

wykorzystuje gğňbokie uczenie maszynowe do sterowania algorytmem generujŃcym podziağy 

przestrzenne w wielu skalach (ang. SAP ï Space Allocation Problem). Zamiast uczyĺ 

siň na zadanych przykğadach, system stara siň generowaĺ strefowanie przestrzeni 

maksymalizujŃce poziom speğnienia matematycznie sformuğowanych wymagaŒ projektowych 

(Saha, i in., 2020). W podobny spos·b dziağa algorytm autorstwa Yanana Songa i Philipa F. 

Yuana generujŃcy formň zabudowy kwartağu. W tym przypadku gğňbokie uczenie maszynowe 

modyfikuje formň zabudowy w Ŝrodowisku symulacyjnym oceniajŃcym efektywnoŜĺ modelu 

wzglňdem podmuch·w wiatru wywoğanych przez geometriň kwartağu (Song i Yuan, 2021). 

W przypadku, gdy nie jest moŨliwa selekcja wystarczajŃcej liczby przykğad·w treningowych 

na podstawie rozwiŃzaŒ istniejŃcych, ani nie da siň wytrenowaĺ sieci na podstawie symulacji, 

rozwiŃzaniem moŨe byĺ rňczne lub p·ğautomatyczne przygotowanie danych treningowych 
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odzwierciedlajŃcych poŨŃdanŃ funkcjň projektowŃ. De Yu z Kolegium Uniwersyteckiego 

w Londynie opracowağ system generujŃcy proponowane ramy funkcjonalne kwartağ·w 

urbanistycznych podporzŃdkowanych idei ogrodnictwa miejskiego. Do wytrenowania sieci 

neuronowej bňdŃcej osiŃ procesu, Yu wykorzystağ rňcznie przygotowane, reprezentatywne 

przykğady tr·jwymiarowych podziağ·w funkcjonalnych pasujŃcych do konkretnych 

kontekst·w przedstawionych w formie rzut·w i przekroj·w (Yu, 2020). PodejŜcie takie 

zapewnia peğnŃ kontrolň nad przykğadami treningowymi, jednak wymaga duŨego nakğadu 

pracy. 

Urbanistyka: optymalizacja 

W zidentyfikowanych Ŧr·dğach bezpoŜrednia optymalizacja jest najrzadszym z zastosowaŒ 

sieci neuronowych w urbanistyce. NaleŨy jednak zastrzec, Ũe, jak wspomniano na poczŃtku 

tego rozdziağu, praktycznie kaŨdy proces treningu sieci neuronowych to w technicznym 

znaczeniu proces optymalizacyjny, kt·rego celem jest minimalizacja funkcji kosztu. Podobnie, 

przy zastosowaniu gğňbokiego uczenia ze wzmacnianiem, bezpoŜrednim celem algorytmu jest 

maksymalizacja wyniku obliczanego na podstawie interakcji sterowanego przez sieĺ 

neuronowŃ agenta ze Ŝrodowiskiem symulacyjnym. W tym podrozdziale nie chodzi jednak 

o wewnňtrznŃ, poŜredniŃ optymalizacjň parametr·w sieci neuronowych, tylko o wykorzystanie 

algorytm·w gğňbokiego uczenia maszynowego w docelowej optymalizacji proces·w 

lub zjawisk urbanistycznych. W tym znaczeniu optymalizacji moŨna poddaĺ projekt 

zagospodarowania kwartağu, starajŃc siň metodŃ gğňbokiego uczenia ze wzmacnianiem 

maksymalizowaĺ estetykň i nasğonecznienie. Metodň takŃ zaproponowali w swojej pracy Han, 

Yan i Liu (Han, i in., 2020). Innym przykğadem jest opracowana przez naukowc·w 

z uniwersytetu w Alicante w Hiszpanii neuronowa metoda relaksacji i uproszczenia siatki 

przestrzennej, maksymalizujŃcej odlegğoŜci miňdzy wňzğami przy jednoczesnym zachowaniu 

zağoŨonych ograniczeŒ projektowych i obrysu obszaru. W projektowaniu urbanistycznym 

system taki moŨe byĺ wykorzystany w planowaniu wolnostojŃcej zabudowy jednorodzinnej 

w spos·b zachowujŃcy jednorodnoŜĺ gňstoŜci zabudowy na cağym obszarze. Przy wňzğowych 

zağoŨeniach juŨ istniejŃcych, nağoŨenie na nie zoptymalizowanej siatki o okreŜlonej liczbie 

wňzğ·w pozwala na przeprowadzenie r·Ũnorodnych dziağaŒ urbanistycznych r·wnomiernie 

obsğugujŃcych wszystkie wňzğy siatki pierwotnej. Przykğadowo, moŨliwe jest pokrycie 

dzielnicy bezprzewodowŃ sieciŃ nadajnik·w telekomunikacyjnych zapewniajŃcŃ jednorodny 

zasiňg wszystkim mieszkaŒcom (Oliver, i in., 2011). 
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2.2.2. Skala architektoniczna ï zastosowania sieci neuronowych 

Architektura: generowanie rozwiŃzaŒ projektowych 

W skali architektonicznej sieci neuronowe najczňŜciej wykorzystywane sŃ jako algorytmy 

generatywne. Potencjağ sieci neuronowych do radzenia sobie z zadaniami tw·rczymi zostağ 

zauwaŨony przez architekt·w w okolicach 2015 roku, gdy opracowany przez Google algorytm 

DeepDream uŜwiadomiğ Ŝwiatu, Ũe sieci neuronowe stosowane w klasyfikacji obraz·w tworzŃ 

zğoŨone, wewnňtrzne ĂwyobraŨeniaò na temat wyuczonych klas. WyobraŨenia te moŨna 

zwizualizowaĺ poprzez iteracyjne wzmacnianie na danym obrazie cech, kt·re zwiňkszajŃ 

pewnoŜĺ przewidywania wybranej warstwy sieci (Mordvintsev, i in., 2015).  

Zabieg ten pozwala nie tylko na uczytelnienie samego procesu klasyfikacji, ale takŨe na 

generowanie nowych, fantastycznych obraz·w ĂwyŜnionychò przez sieĺ neuronowŃ 

na podstawie wykorzystanego zestawu treningowego i zadanego obrazu startowego (Rys. 8).  

Niewiele p·Ŧniej generatywne zdolnoŜci sieci neuronowych zostağy ujarzmione w pokrewnych 

do DeepDream algorytmach neuronowego transferu stylu, pozwalajŃcych na kontrolowane 

i precyzyjne przetwarzanie stylu jednego obrazu tak, by przypominağ stylistycznie inny obraz 

 

Rys. 8. Fantastyczne krajobrazy ĂwyŜnioneò przez opracowany przez Google algorytm 

DeepDream, zaaplikowany do sieci neuronowej sğuŨŃcej klasyfikacji obraz·w. Krajobrazy 

zostağy wygenerowane na podstawie czystego szumu poprzez iteracyjne wzmacnianie 

na obrazie wejŜciowym cech zwiňkszajŃcych siğň aktywacji wybranych neuron·w i warstw 

sieci neuronowej (Mordvintsev, i in., 2015). 
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(Gatys, i in., 2016). JuŨ w 2016 roku badacze z Keio University w Japonii przeprowadzili 

wstňpnŃ eksploracjň architektonicznych zastosowaŒ DeepDream i transferu stylu. DeepDream 

zostağ wykorzystany do generowania nowej warstwy detali architektonicznych nağoŨonych na 

zadany obraz wejŜciowy, przedstawiajŃcy dom jednorodzinny (Rys. 9) oraz do generowania 

wğasnych zağoŨeŒ architektonicznych od zera na podstawie szumu i obraz·w treningowych 

przedstawiajŃcych Ămiejscaò12 . Neuronowy transfer stylu zostağ przetestowany 

w przetwarzaniu wizualizacji architektonicznej oraz w wizualizacji zmiany materiağ·w 

konstrukcyjnych i wykoŒczeniowych wykorzystanych przy danym obiekcie 

architektonicznym. Efekty tych poczŃtkowych pr·b byğy obiecujŃce, jednak dağo siň w nich 

zauwaŨyĺ brak kontroli nad generowanymi rozwiŃzaniami, kt·re niewiele odbiegağy 

od bazowych wizualizacji DeepDream i neuronowego transferu stylu zaprezentowanych przez 

Google oraz Gatysa, Eckera i Bethge (Silvestre, i in., 2016). 

 

Rys. 9. Sekwencja generowania warstwy nowych detali architektonicznych na zadanym 

zdjňciu domu jednorodzinnego. Metoda zaproponowana przez Silvestra, Ikedň 

i Guenň z Keio University, oparta na opracowanym przez Google algorytmie DeepDream 

(Silvestre, i in., 2016). 

Obecnie architekci coraz lepiej radzŃ sobie z kontrolowaniem transferu stylu i algorytm·w typu 

DeepDream w przetwarzaniu zdjňĺ i wizualizacji architektonicznych oraz znajdujŃ dla nich 

zastosowania wykraczajŃce poza ich podstawowe funkcje. Matias del Campo, Alexandra 

Carlson i Sandra Manninger zebrali wğasny zbi·r danych treningowych dla sieci neuronowej 

przetwarzanej przez algorytm DeepDream. Stworzony zestaw danych ĂArchitecture Parts 

Datasetò skğadağ siň z wielu przykğad·w konkretnych element·w architektonicznych, takich 

jak fontanny, ğawki, ğuki, itp. W zağoŨeniu, sieĺ wytrenowana na takich danych treningowych 

i przetworzona przez DeepDream powinna lepiej radziĺ sobie z generowaniem wyobraŨeŒ 

 

12 MIT Places Database (Zhou, i in., 2014). 
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nowych rozwiŃzaŒ architektonicznych. Opracowany system potrafiğ, przykğadowo, na zadanym 

w formie wizualizacji kontekŜcie architektonicznym proponowaĺ lokalizacjň i formň fontann, 

skalniak·w czy innych detali (del Campo, i in., 2020). KorzystajŃc z transferu stylu jako punktu 

wyjŜcia do procesu projektowego, G¿ven­ ¥zel i Benjamin Ennemoser osiŃgnňli imponujŃce 

wizualnie efekty w przeksztağcaniu istniejŃcych obiekt·w architektonicznych na fantastyczne 

wariacje na ich temat (Rys. 10). Autorzy opracowali metodň proceduralnego tworzenia modeli 

3D o wysokiej szczeg·ğowoŜci z wygenerowanych przez sieĺ neuronowŃ obraz·w  

dwuwymiarowych. Dziňki fotogrametrycznej rekonstrukcji otoczenia oryginalnych budynk·w 

moŨliwe jest takŨe kompozytowe osadzenie wygenerowanych modeli w istniejŃcych 

kontekstach, umoŨliwiajŃce rendering szczeg·ğowych wizualizacji (¥zel i Ennemoser, 2019).  
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Rys. 10. Wizualizacje stworzone przez G¿ven­a ¥zela i Benjamina Ennemosera na 

podstawie neuronowego transferu stylu. Wygenerowane przez sieĺ neuronowŃ 

dwuwymiarowe obrazy zostağy przeksztağcone proceduralnie w modele tr·jwymiarowe 

i osadzone kompozytowo w oryginalnych kontekstach (¥zel i Ennemoser, 2019). 
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Przy zastosowaniach generatywnych sieci neuronowe mogŃ korzystaĺ takŨe z danych 

wejŜciowych innych niŨ zdjňcia perspektywiczne. Dosyĺ czňsto podejmowane sŃ pr·by 

generowania architektury na podstawie rzut·w i przekroj·w przedstawionych w formie 

obraz·w rastrowych. KontynuujŃc swoje eksperymenty z transferem stylu i testujŃc moŨliwoŜci 

generatywnych sieci przeciwstawnych [ang. GAN ï Generative Adversarial Network 

(Goodfellow, i in., 2014)] del Campo, Carlson i Manninger wykorzystali gğňbokie uczenie 

maszynowe do tworzenia nowych rzut·w architektonicznych. ZaczynajŃc od transferu stylu, 

autorzy zademonstrowali moŨliwoŜĺ przetworzenia rzut·w w stylu barokowym na rzuty w stylu 

modernistycznym, co poskutkowağo wygenerowaniem abstrakcyjnych plan·w ğŃczŃcych cechy 

obu styl·w. PrzetwarzajŃc rzuty dalej, przy pomocy sieci przeciwstawnych, wygenerowano 

obrazy na tyle oryginalne, Ũe rozr·Ũnienie przestrzeni od element·w jŃ ograniczajŃcych 

przestağo byĺ moŨliwe, a same rzuty przestağy byĺ rozpoznawalne jako rysunki architektoniczne 

(Rys. 11). Wygenerowane reprezentacje zostağy nazwane przez autor·w ĂarchitekturŃ ery 

postludzkiejò (del Campo, i in., 2019).  

 

Rys. 11. Defamiliaryzacja rzutu architektonicznego bňdŃca skutkiem prac Matiasa del 

Campo, Sandry Carlson i Alexandry Manninger. Po lewej rezultat transferu stylu miňdzy 

rzutem modernistycznym a barokowym (del Campo, i in., 2019), w centrum z lewej rezultat 

transferu stylu miňdzy rzutem barokowym a modernistycznym (del Campo, i in., 2020), 

po prawej abstrakcyjne Ărzutyò stworzone przy pomocy generatywnych sieci 

przeciwstawnych (del Campo, i in., 2019). 

W swoich pracach del Campo i in. wychodzili z zağoŨenia, Ũe sieci neuronowe zdolne sŃ 

odczytywaĺ w planach architektonicznych elementy symboliczno-strukturalne (takie jak okna, 

Ŝciany, pustki wnňtrz etc.) oraz stylistyczne (jak gruboŜĺ Ŝcian, krzywizny, symetriň etc.) i 

nastňpnie potrafiŃ przetwarzaĺ te elementy w celu generowania nowej, oryginalnej 

architektury. Teza ta zostağa poparta poprzez stworzenie przy pomocy sieci przeciwstawnych 

Ăarchitektury modernistycznej w stylu architektury barokowejò, w kt·rej symetria, masywnoŜĺ 
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i bujnoŜĺ zağoŨeŒ barokowych ŜcierajŃ siň symbiotycznie z asymetriŃ, otwartoŜciŃ 

i racjonalnoŜciŃ rzut·w modernistycznych (del Campo, i in., 2020).  

Do generowania rzut·w architektonicznych przy uŨyciu sieci neuronowych podszedğ takŨe 

David Newton, wspomniany wczeŜniej w kontekŜcie urbanistycznych analiz korelacji miňdzy 

zdrowiem mieszkaŒc·w miast a morfologiŃ tkanki miejskiej (Newton, i in., 2020; Newton, 

2021; Newton, 2020). ZauwaŨyğ on, Ũe architekci czňsto nie dysponujŃ odpowiednio duŨym 

archiwum wzorcowych projekt·w, kt·re mogğyby zostaĺ wykorzystane przy treningu sieci 

neuronowych. Zazwyczaj stworzenie duŨego zestawu rzut·w treningowych, mogŃcych byĺ 

wykorzystanymi przy generowaniu konkretnego projektu, jest bardzo czasochğonne 

i kosztowne. Newton przetestowağ wiňc kilka metod zwiňkszenia ograniczonej liczby danych 

treningowych (ang. Data Augmentation) poprzez losowe obracanie rzut·w o niewielki kŃt lub 

nakğadanie na nie losowego szumu o niewielkim natňŨeniu. Najlepsze efekty przyniosğo 

nakğadanie na rzuty treningowe szumu (Newton, 2019). Wydaje siň, Ũe jeszcze opr·cz 

syntetycznego zwiňkszenia liczby obraz·w treningowych warto byğoby w takim przypadku 

skorzystaĺ dodatkowo z uczenia transferowego (ang. Transfer Learning), czyli wytrenowaĺ 

algorytm na obszernym zbiorze zr·Ũnicowanych rzut·w architektonicznych i p·Ŧniej 

kontynuowaĺ trening tylko na rzutach wzorcowych dla konkretnego projektu, w celu 

dostrojenia sieci do zadanego problemu (ang. Fine-Tuning). W czasach popularnoŜci metod 

BIM-owskich obszernym Ŧr·dğem danych treningowych dla gğňbokiego uczenia maszynowego 

mogŃ byĺ wielobranŨowe modele BIM. Zesp·ğ z japoŒskiej korporacji Takenaka sprawdziğ 

moŨliwoŜci automatycznego generowania instalacji przeciwpoŨarowych na podstawie 

zadanych rysunk·w architektonicznych. Rzuty sğuŨŃce treningowi sieci i generowaniu 

instalacji zostağy wyeksportowane w formie rastrowych obraz·w z BIM-owskiego modelu 

branŨy architektonicznej. Archiwum historycznych projekt·w instalacyjnych, do kt·rego miağa 

dostňp korporacja, byğo wystarczajŃco obszerne do wytrenowania skutecznej sieci neuronowej 

zdolnej do sensownego generowania instalacji przeciwpoŨarowych, pokrywajŃcych wszystkie 

niezbňdne do obsğuŨenia obszary budynku (Sato, i in., 2020). PrzenoszŃc siň z pğaszczyzny 

poziomej do pğaszczyzny pionowej, Mohammad, Boerkrem i Ellinger zajňli siň problemem 

generowania elewacji budynk·w. Przeciwstawna sieĺ neuronowa zostağa przez nich 

wykorzystana do eksploracji przestrzeni projektowej w poszukiwaniu moŨliwych 

do zrealizowania fasad hybrydowych, ğŃczŃcych w sobie cechy dw·ch r·Ũnych typ·w elewacji. 

W pierwszym kroku przy pomocy algorytm·w genetycznych parametrycznie wymodelowano 

dwa zestawy elewacji o r·ŨniŃcych siň miňdzy sobŃ charakterystykach. W jednej grupie 
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znajdowağy siň elewacje ciŃgğe, uformowane z wielokrzywiznowych pğaszczyzn, w drugiej, 

elewacje z silnie akcentowanymi podziağami, uformowane z prostopadğoŜciennych moduğ·w. 

Sieĺ neuronowa zostağa wytrenowana na obu zbiorach jednoczeŜnie i w efekcie nauczyğa siň 

generowaĺ hybrydowe elewacje ğŃczŃce cechy obu grup jednoczeŜnie (Mohammad, i in., 2019). 

WiňkszoŜĺ popularnych algorytm·w gğňbokiego uczenia maszynowego, implementowanych 

w og·lnodostňpnych bibliotekach programistycznych, domyŜlnie sğuŨy przetwarzaniu obraz·w 

dwuwymiarowych. Z tego powodu wiele z ich architektonicznych zastosowaŒ takŨe operuje na 

rysunkach i innych reprezentacjach dwuwymiarowych. Chuan Liu i in. zaproponowali prostŃ 

metodň przeniesienia tw·rczych algorytm·w opartych na transferze stylu w trzeci wymiar, 

poprzez generowanie kratownicowej struktury noŜnej budynku wysokoŜciowego osobno dla 

kolejnych kondygnacji na podstawie ich obrys·w. Stworzone w ten spos·b kratownice zostağy 

poğŃczone z kratownicami przylegğych kondygnacji przy pomocy parametrycznie 

generowanych skoŜnych sğup·w (Liu, i in., 2020). Gğ·wnym problemem takiego prostego 

rozwiŃzania byğ jednak brak logicznej sekwencyjnoŜci wygenerowanych kondygnacji i relacji 

miňdzy poszczeg·lnymi piňtrami. Z tego powodu sğupy ğŃczŃce kondygnacje byğy generowane 

losowo, a to dağo dosyĺ chaotyczne rezultaty. 

Sieci neuronowe sŃ jednak bardzo elastyczne co do formatu danych wejŜciowych. Nic nie stoi 

na przeszkodzie, by zamiast danych przedstawionych w formie obraz·w, przetwarzaĺ projekty 

architektoniczne zapisane przy pomocy innych form reprezentacji danych. Szczeg·lnie 

obiecujŃce sŃ numerycznie reprezentowane projekty parametryczne. Przykğadowo, projekt 

parametryczny wygenerowany w Ŝrodowisku Dynamo lub Grasshopper moŨe 

byĺ reprezentowany przez sekwencyjny szereg operacji przetwarzajŃcych strumieŒ danych 

poczŃtkowych w celu wygenerowania formy docelowej projektu. Tak reprezentowany projekt 

parametryczny jest zbliŨony swojŃ formŃ do struktury zdania lub algorytmu (np. ĂweŦ punkt 

A, potraktuj go jako Ŝrodek koğa o promieniu r, wytğocz koğo prostopadle do jego pğaszczyzny 

na odlegğoŜĺ h tworzŃc walec...ò). Varvara Toulkeridou zauwaŨyğa podobieŒstwo 

tak reprezentowanego projektu do zdania i postanowiğa wykorzystaĺ sieci neuronowe 

stosowane zazwyczaj do przetwarzania jňzyka naturalnego (ang. NLP: Natural Language 

Processing) do eksploracji morfologicznej projektu parametrycznego. Sieĺ neuronowa zostağa 

wykorzystana do sugerowania alternatywnych dr·g przepğyw·w danych przez r·Ũnorodne, 

dostňpne w Ŝrodowisku operacje. Przykğadowo ï zadajŃc sieci poczŃtek diagramu opisujŃcego 

przeksztağcenia geometryczne projektu, moŨna wygenerowaĺ jego kontynuacjň w celu 

sprawdzenia moŨliwych do uzyskania efekt·w koŒcowych. Opracowany przez Toulkeridou 
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system byğ w stanie tworzyĺ poprawne syntaktycznie i semantycznie projekty parametryczne, 

skutkujŃce wygenerowaniem nowych geometrii (Toulkeridou, 2019). AlternatywnŃ metodŃ 

parametryzacji projektu architektonicznego jest przedstawienie go w formie grafowej, w kt·rej 

program funkcjonalny budynku reprezentowany jest przez wňzğy oznaczajŃce poszczeg·lne 

funkcje i krawňdzie ğŃczŃce funkcje ze sobŃ. Taka formalizacja projektu z jednej strony pozwala 

na zğoŨone przedstawienie programu funkcjonalnego przekğadajŃcego siň na formň obiektu, 

a z drugiej strony jest bardzo prosta do wymodelowania matematycznego przy pomocy teorii 

graf·w. W gğňbokim uczeniu maszynowym do przetwarzania takich danych uŨywa 

siň grafowych sieci neuronowych oraz sieci Kohonena (ang. SOM: Self-Organizing Map). 

W 2018 roku Imdat As, Siddharth Pal i Prithwish Basu skorzystali z bazy projekt·w dom·w 

jednorodzinnych platformy Arcbazar i dokonali wyboru modeli dostňpnych w formacie 

BIM-owskim. Modele zostağy automatycznie przeksztağcone do formy graf·w funkcjonalnych 

z przypisanymi powierzchniami pomieszczeŒ. Projektom nadano takŨe manualnie oszacowane, 

liczbowe wartoŜci Ăkomfortu Ũyciaò i Ăkomfortu spaniaò. Opr·cz wykorzystania sieci do 

generowania nowych program·w funkcjonalnych, autorom udağo siň takŨe zidentyfikowaĺ 

podgrafy funkcjonalne pozytywnie skorelowane z metrykami komfortu. Przykğadowo, wedğug 

wytrenowanej sieci neuronowej na komfort spania pozytywnie wpğywa ukğad skğadajŃcy 

siň z kilku osobnych sypialni poğŃczonych z ğatwo dostňpnymi schowkami, garderobami i 

ğazienkŃ. Proponowane przez sieĺ diagramy mogŃ ğatwo byĺ przetworzone przez algorytm 

parametryczny na tr·jwymiarowy, kubaturowy model koncepcyjny (Rys. 12) (As, i in., 2018).  

 

Podobny system zostağ r·wnolegle opracowany przez Eisenstadta, Langenhana i Althoffa. 

W tym przypadku takŨe wykorzystano grafowŃ reprezentacjň ukğad·w funkcjonalnych 

i wytrenowano algorytm gğňbokiego uczenia maszynowego w celu generowania nowych 

ukğad·w na potrzeby koncepcyjnej fazy projektowej. Model zaproponowany przez Eisenstadta 

i in. jest jednak bardziej zaawansowany ze wzglňdu na o wiele wiňkszy zestaw danych 

treningowych (1000 razy wiňkszy) i zdolnoŜĺ algorytmu do przewidywania takŨe moŨliwych 

zmian w ukğadzie funkcjonalnym wprowadzanych przez mieszkaŒc·w w trakcie uŨytkowania 

obiektu (Eisenstadt, i in., 2019). Przestrzenny model architektoniczny moŨna przedstawiĺ 

teŨ w postaci chmury punkt·w. Jose Algeciras-Rodriguez, korzystajŃc z takiej reprezentacji, 

zaproponowağ metodň tektonicznej eksploracji modeli tr·jwymiarowych poprzez 

przetwarzanie modeli wejŜciowych przy pomocy sieci Kohonena. Metoda ta pozwala 
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na generowanie hybrydowych form ğŃczŃcych cechy danych modeli referencyjnych. 

Zademonstrowane przez autora wyniki interpolacji miňdzy modelem Wenus z Milo a Nike 

z Samotraki sŃ dosyĺ zaszumione i widaĺ w nich pewien brak kontroli nad algorytmem, ale sam 

proces wydaje siň interesujŃcy i potencjalnie uŨyteczny (Algeciras-Rodriguez, 2018). 

 

Gdy brakuje istniejŃcych zestaw·w danych, umoŨliwiajŃcych reprezentowanie poŨŃdanej 

funkcji generatywnej w postaci zestawu treningowego, moŨna skorzystaĺ z p·ğautomatycznych 

metod generowania przykğad·w lub sformuğowaĺ problem przy pomocy symulacji gğňbokiego 

uczenia ze wzmacnianiem. Metody p·ğautomatyczne pozwalajŃ na zwiňkszenie kontroli 

nad stosowanymi algorytmami parametrycznymi. Liu, Liao i Srivastava wygenerowali przy 

pomocy nieneuronowego algorytmu zbi·r zr·Ũnicowanych bryğ zbudowanych 

z wymodelowanych przez autor·w element·w modularnych. Wygenerowane bryğy zostağy 

p·Ŧniej oznaczone rňcznie wzglňdem czterech cech: monumentalnoŜci, delikatnoŜci, solidnoŜci 

i dynamicznoŜci. Na podstawie stworzonego, oznaczonego zestawu modeli wytrenowano sieĺ 

przeciwstawnŃ generujŃcŃ nowe parametry dla algorytmu wykorzystanego do stworzenia 

zestawu poczŃtkowego. Sieĺ definiowağa parametry w ten spos·b, by wynikowe bryğy speğniağy 

wymagane cechy (Rys. 13). Przy takim podejŜciu konieczne jest rňczne oznaczenie 

 

Rys. 12. Demonstracja skutecznoŜci systemu opracowanego przez Asa i in. Po lewej 

wygenerowany przez sieĺ neuronowŃ graf programu funkcjonalnego domu 

jednorodzinnego, po prawej automatycznie wygenerowany na podstawie grafu 

parametryczny, koncepcyjny model kubaturowy (As, i in., 2018). 
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niewielkiego zbioru wygenerowanych, przypadkowych modeli, ale w zamian zyskuje 

siň kontrolň nad dalszymi rezultatami generowanymi przez algorytm (Liu, i in., 2019). 

 

Rys. 13. Bryğy wygenerowane przez system opracowany przez Liu, Liao i Srivastavň. 

Przeciwstawna sieĺ neuronowa generowağa takie parametry dla algorytmu 

parametrycznego, by wynikowe bryğy w jak najwiňkszym stopniu speğniağy wymagane 

cechy. Po lewej u g·ry ï bryğa z wysokim wynikiem ĂmonumentalnoŜciò, po prawej 

u g·ry ï  ĂsolidnoŜciò, po lewej u doğu ï ĂdelikatnoŜciò i po prawej 

u doğu  ï ĂdynamicznoŜciò (Liu, i in., 2019). 

PodejŜcia wykorzystujŃce gğňbokie uczenie ze wzmacnianiem sŃ bardzo zr·Ũnicowane pod 

wzglňdem stosowanych metod, inspiracji i poziomu abstrakcji. NajwiňkszŃ zaletŃ uczenia sieci 

neuronowych poprzez symulacje interakcji agent ï Ŝrodowisko jest duŨa kontrola projektanta 

nad cağoŜciŃ procesu generatywnego. Alessandro Mintrone i Elessio Erioli z uniwersytetu 

w Bolonii opracowali hybrydowy system generujŃcy zwokselizowane, architektoniczne ukğady 

przestrzenne. System oparty byğ na gğňbokim uczeniu ze wzmacnianiem i algorytmie ĂWave 

Function Collapseò autorstwa Maxa Gumina (Gumin, 2016). WFC jest algorytmem 

generatywnym do ukğad·w przestrzennych tworzŃcym zğoŨone, nieoczywiste kompozycje 

przestrzenne w dw·ch lub trzech wymiarach na podstawie przykğadowych, moŨliwych 

do wykorzystania fragment·w. W pracy Mintroneôa i Erioli WFC decyduje o lokalizacji 
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i sposobie ğŃczenia tr·jwymiarowych moduğ·w, a DRL generuje wypeğnienie moduğu w spos·b 

najbardziej pasujŃcy do kontekstu okreŜlonego przez optymalizacjň wskaŦnik·w gňstoŜci 

globalnej i lokalnej, orientacji, ğŃcznoŜci konstrukcyjnej i przestrzennej oraz ciŃgğoŜci 

pğaszczyzn. SkutecznoŜĺ systemu zademonstrowano generujŃc wielopoziomowy, stabilny 

konstrukcyjnie obiekt architektoniczny o interesujŃcych, wzajemnie poğŃczonych 

przestrzeniach wewnňtrznych (Mintrone i Erioli, 2021). Bastian Wibranek i in. wykorzystali 

gğňbokie uczenie ze wzmacnianiem do tworzenia kompozycji przestrzennych zğoŨonych 

z Ăblok·w SLò [ang. SL-Block (Shih, 2016)]. Bloki SL to struktury, kt·re moŨna ğŃczyĺ ze sobŃ 

w r·Ũne formy tak, Ũe bloki wzajemnie siň unieruchamiajŃ. Dziňki temu wynikowa forma jest 

statyczna. Forma docelowa jest pod peğnŃ kontrolŃ projektanta. Poprzez optymalizacjň procesu 

hierarchicznego i sekwencyjnego ukğadania blok·w wzglňdem podobieŒstwa do formy 

docelowej, moŨliwe jest wytrenowanie sterowanego przez sieĺ neuronowŃ agenta tworzŃcego 

zğoŨone formy architektoniczne stabilne nie tylko po wybudowaniu, ale i w trakcie montaŨu 

(Wibranek, i in., 2021). MoŨliwe jest takŨe podejŜcie do problemu od drugiej strony, w kt·rej 

to forma docelowa jest wynikiem procesu tw·rczego algorytmu, a elementy skğadowe 

sŃ projektowane metodami klasycznymi przez architekta. Hosmer, Tigas, Reeves i He 

zaproponowali ramowŃ metodň generowania megastruktur mieszkaniowych zğoŨonych 

z zaprojektowanych klasycznie, modularnych jednostek mieszkalnych skğadajŃcych 

siň z jeszcze mniejszych blok·w konstrukcyjnych opartych o siatkň przestrzennŃ rozpiňtŃ 

na moduğach 3,5 x 3,5 x 3,5 m. Sieĺ neuronowa steruje algorytmem, pr·bujŃc balansowaĺ 

miňdzy maksymalizacjŃ metryk cel·w globalnych (jak minimalizacja koszt·w materiağowych 

lub maksymalizacja wsp·ğdzielonych przestrzeni wsp·lnych), a lokalnych (prywatnoŜĺ, 

otwartoŜĺ na przestrzenie zewnňtrzne), mieszczŃc siň jednoczeŜnie w ograniczeniach 

projektowych, takich jak granice dziağki, zağoŨone wskaŦniki zabudowy i konteksty zewnňtrzne 

(Hosmer, i in., 2020). Najbardziej pragmatycznym z omawianych przykğad·w wykorzystania 

gğňbokiego uczenia ze wzmacnianiem w projektowaniu generatywnym jest ĂAkademia 

Agent·w Przestrzennychò autorstwa Pedra Velosa i Ramesha Krishnamurtiego, sğuŨŃca 

do projektowania w formie diagram·w funkcjonalnych dom·w jednorodzinnych. ĂAkademiaò  

stanowi symulacjň wieloagentowŃ, w kt·rej kaŨde pomieszczenie reprezentowane jest przez 

sieĺ neuronowŃ. Pomieszczenia ĂwalczŃò ze sobŃ i jednoczeŜnie Ăwsp·ğpracujŃò w celu 

wygenerowania projektu domu jednorodzinnego maksymalizujŃcego funkcjň przystosowania, 

bňdŃcŃ wynikowŃ metryk formy, powierzchni i wzajemnego ukğadu funkcjonalnego 

pomieszczeŒ (Veloso i Krishnamurti, 2020). 
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Architektura: ewaluacja i przetwarzanie danych 

Drugim najpopularniejszym zastosowaniem sieci neuronowych w skali architektonicznej jest 

ewaluacja i przetwarzanie danych. W najog·lniejszym znaczeniu chodzi tu o bezpoŜrednie 

przetworzenie danych jednego rodzaju na innŃ formň lub na przetworzenie ich na pojedynczŃ 

metrykň w celu oceny pewnego aspektu reprezentowanego przez dane. Zakres moŨliwych 

zastosowaŒ jest bardzo szeroki i obejmuje zar·wno pragmatyczne algorytmy sğuŨŃce 

rozwiŃzywaniu jednostkowych problem·w, jak i ambitne, zğoŨone systemy przetwarzajŃce 

wiele kontekst·w jednoczeŜnie. Ciekawym przykğadem praktycznego przetwarzania danych 

przy pomocy sieci neuronowej jest system HorizonNet autorstwa Chenga Suna i in. HorizonNet 

umoŨliwia przetworzenie panoramicznego zdjňcia, przedstawiajŃcego wnňtrze pomieszczenia, 

na jego oteksturowany model 3D. Sieĺ neuronowa odczytuje na zdjňciach panoramicznych 

krawňdzie miňdzy sufitem, Ŝcianami i podğogŃ i na tej podstawie generuje jednowymiarowŃ 

reprezentacjň ukğadu Ŝcian. Reprezentacja taka jest wystarczajŃca do zrekonstruowania modelu 

tr·jwymiarowego cağego pomieszczenia. Dziňki odpowiednio duŨej grupie w zbiorze 

treningowym przykğad·w podchwytliwych sieĺ nauczyğa siň takŨe prawidğowo generowaĺ 

niewidoczne, ukryte za zağomami fragmenty pomieszczeŒ (Sun, i in., 2019). Przykğadem 

bardziej zğoŨonego systemu jest wieloskalowy projekt koncepcyjny ĂEmoting Cityò autorstwa 

Sayjela Vijaya Patela i in. W zağoŨeniu tym sieci neuronowe majŃ sğuŨyĺ przetwarzaniu emocji 

uŨytkownik·w przestrzeni zbudowanej na aktywnŃ, fizycznŃ odpowiedŦ element·w 

architektonicznych. Pomysğ zostağ zademonstrowany na niewielkiej instalacji, w kt·rej 

zachowanie uŨytkownika przetwarzano przy pomocy sieci splotowych na ruch i oŜwietlenie 

zautomatyzowanych, ruchomych luster reagujŃcych na emocje osoby korzystajŃcej z instalacji. 

W peğnoskalowej implementacji ĂEmoting Cityò interfejsem sterowania byğoby samo 

zachowanie czğowieka odczytane przez sensory i przetwarzane przez sieci neuronowe. 

Elementami aktywnymi, dostosowujŃcymi przestrzeŒ do czğowieka, mogğyby byĺ roboty, 

ruchome powierzchnie lustrzane i przestrzenie autoplastyczne, potrafiŃce zmieniaĺ swojŃ 

formň w odpowiedzi na odebrane bodŦce sensoryczne (Patel, i in., 2020). 

ZdolnoŜci sieci neuronowych do aproksymowania r·Ũnorodnych funkcji wykorzystywane 

sŃ do przybliŨania wynik·w kosztownych pod wzglňdem obliczeniowym symulacji 

komputerowych. Sieci neuronowe ğatwo moŨna wytrenowaĺ na rzeczywistych danych 

pomiarowych lub na precyzyjnych wynikach bardziej skomplikowanych symulacji. 

Wytrenowana sieĺ moŨe generowaĺ wyniki zbliŨone do rzeczywistych bez koniecznoŜci 

dokonywania kosztownych pomiar·w lub przeprowadzania czasochğonnych symulacji 
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wymagajŃcych duŨych zasob·w obliczeniowych. W latach 90., gdy symulacje energetyczne 

budynk·w nie byğy jeszcze szeroko stosowane, sieci neuronowe byğy jedynymi dostňpnymi 

algorytmami potrafiŃcymi przeprowadzaĺ trafne symulacje pewnych zğoŨonych proces·w. 

W 1994 roku William Stevenson wytrenowağ na danych pomiarowych sieĺ neuronowŃ 

przetwarzajŃcŃ wejŜciowe szeregi czasowe opisujŃce nasğonecznienie budynku i temperaturň 

na zuŨycie energii elektrycznej oraz zuŨycie ciepğej i zimnej wody. Dziňki takiej sieci moŨliwe 

jest przewidywanie wydajnoŜci energetycznej budynku wzglňdem warunk·w zewnňtrznych. 

BiorŃc pod uwagň prostotň wykorzystanej sieci, osiŃgniňte wyniki byğy zaskakujŃco dokğadne. 

Najgorzej sieĺ radziğa sobie z przewidywaniem zuŨycia energii elektrycznej, poniewaŨ przez 

brak dostňpu do informacji o dniu tygodnia pomiaru sieĺ nie byğa w stanie uchwyciĺ 

weekendowych zmian w zapotrzebowaniu na energiň elektrycznŃ (Stevenson, 1994b). Ioannis 

Chatzikonstantinou i Sevil Sariyildiz przeprowadzili bardzo skrupulatne badanie zdolnoŜci 

r·Ũnych algorytm·w uczenia maszynowego do przybliŨania dw·ch metryk komfortu 

wizualnego w przestrzeniach biurowych: autonomii13 Ŝwiatğa dziennego DA (ang. Daylight 

Autonomy) i wsp·ğczynnika prawdopodobieŒstwa olŜnienia Ŝwiatğem dziennym DGP 

(ang. Daylight Glare Probability). Przetestowane algorytmy obejmowağy jednokierunkowe 

sieci neuronowe FNN (ang. Feedforward Neural Network), maszyny wektor·w noŜnych SVM 

(ang. Support Vector Machine) oraz losowe lasy decyzyjne RF (ang. Random Forest). Dane do 

treningu sieci neuronowej i metod alternatywnych wygenerowano przy pomocy symulacji 

komputerowej. W przewidywaniu autonomii Ŝwiatğa dziennego najlepiej radziğa sobie maszyna 

wektor·w noŜnych, ale juŨ przy bardziej skomplikowanej metryce 

prawdopodobieŒstwa wystŃpienia olŜnienia, najlepsze wyniki osiŃgnňğa sieĺ neuronowa 

(Chatzikonstantinou i Sariyildiz, 2016). Asl, Das, Tsai, Molloy i Hauck stworzyli hybrydowy 

system ĂEnergy Model Machineò, wykorzystujŃcy sieĺ neuronowŃ i drzewo decyzyjne (ang. 

Decision Tree) do ewaluacji wydajnoŜci energetycznej budynk·w. Model zostağ wytrenowany 

na danych wygenerowanych symulacyjnie. System umoŨliwia przyspieszenie procesu 

projektowania iteratywnego dziňki ominiňciu koniecznoŜci przeprowadzania peğnych symulacji 

przy kaŨdym wygenerowanym ukğadzie przestrzennym. Na zademonstrowanym przez autor·w 

przykğadzie parametrycznego projektu budynku biurowego implementacja algorytmu 

 

13 W tym kontekŜcie Ăautonomiaò oznacza procent czasu, w kt·rym poziom oŜwietlenia przekracza wartoŜĺ 

docelowŃ (Heschong, i in., 2012). 
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pozwoliğa na dokğadniejszŃ eksploracjň przestrzeni projektowej. MoŨliwa byğa szybka 

ewaluacja energetyczna aŨ siedmiu tysiňcy wariant·w (Asl, i in., 2017). Podobny algorytm 

zaproponowali Singh, Schneider-Marin, Harter, Lang i Geyer. Stworzyli oni system 

pozwalajŃcy na ewaluacjň wydajnoŜci Ŝrodowiskowej budynku we wczesnej fazie 

projektowania poprzez probabilistyczne szacowanie koszt·w energii zuŨytej w cağym cyklu 

Ũycia obiektu. Podobnie jak przy propozycji Asla i in., gğ·wnŃ korzyŜciŃ pğynŃcŃ z 

zastosowania algorytmu jest usprawnienie procesu projektowego (Singh, i in., 2020). Walter 

Mazuroski i in. wykorzystali sieci neuronowe do przybliŨania wynik·w szeregu symulacji typu 

BPS (ang. Building Performance Simulations), w tym przepğywu powietrza we wnňtrzach, 

tr·jwymiarowego transferu ciepğa oraz symulacje system·w instalacyjnych (ogrzewanie, 

wentylacja i klimatyzacja) (Mazuroski, i in., 2018). PodchodzŃc do problemu 

fragmentarycznie, Adam Sebestyen i Jakub Tyc skupili siň na wydajnoŜci Ŝrodowiskowej 

samych elewacji i wytrenowali sieĺ neuronowŃ przewidujŃcŃ, na podstawie zadanej geometrii, 

spodziewane zacienienie wytworzone przez projektowanŃ elewacjň i intensywnoŜĺ 

promieniowania sğonecznego we wnňtrzach (Sebestyen i Tyc, 2020). Ze wzglňdu na swojŃ 

uniwersalnoŜĺ, sieci neuronowe mogŃ byĺ takŨe stosowane przy przybliŨaniu wynik·w bardziej 

skomplikowanych symulacji, uğatwiajŃcych podejmowanie decyzji projektowych. Sherif 

Tarabishy, Stamatios Psarras, Marcin Kosicki i Martha Tsigkari opracowali neuronowy system 

upraszczajŃcy zğoŨone, czasochğonne symulacje sğuŨŃce ocenie ğŃcznoŜci przestrzennej i 

wizualnej w projektowanej przestrzeni. Stworzony algorytm moŨe przetworzyĺ dowolny rzut 

architektoniczny na mapy intensywnoŜci poğŃczeŒ miňdzy pomieszczeniami oraz na diagramy 

ğŃcznoŜci wizualnej. Analizy takie sŃ szczeg·lnie uŨyteczne przy projektowaniu miejsc pracy 

w przestrzeniach biurowych. System dziağa wystarczajŃco sprawnie, by oceniaĺ rzuty tworzone 

przez architekta w czasie rzeczywistym (Tarabishy, i in., 2020). 

Ciekawe zastosowanie dla sieci neuronowych znaleŦli takŨe Nicholas, Chen, Borpujari, Bartoc 

i Refsgaard ze Szkoğy Architektury DuŒskiej Akademii Kr·lewskiej. Stworzyli oni 

sekwencyjny system zğoŨony z kilku dziağajŃcych w tandemie sieci neuronowych, sğuŨŃcych 

ewaluacji skutk·w modernizacji elewacji i dach·w dom·w jednorodzinnych. Najpierw, przy 

pomocy transferu stylu, generowana jest wizualizacja pokrycia budynku nowymi, izolacyjnymi 

panelami wykoŒczeniowymi. Potem, na podstawie wygenerowanych elewacji, inna sieĺ 

neuronowa przeprowadza gradientowe symulacje energetyczne biorŃce pod uwagň strefň 

klimatycznŃ, w kt·rej znajduje siň dany budynek. Kolejna sieĺ neuronowa przetwarza zebrane 

w ten spos·b informacje w celu obliczenia wskaŦnik·w skalarnych przeprowadzonej 
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modernizacji: przewidywanego kosztu zakupu i instalacji paneli oraz zyski z ograniczenia 

emisji CO2 do atmosfery wynikajŃce ze zmniejszenia zapotrzebowania energetycznego 

budynku. W artykule opisujŃcym opracowany system autorzy zwracajŃ uwagň na korzyŜci 

wynikajŃce z moŨliwoŜci eksploracji przestrzeni ukrytej (ang. Latent Space) sieci neuronowej. 

W czasie treningu sieĺ neuronowa tworzy wewnňtrzne reprezentacje wyuczonej dystrybucji 

danych treningowych w postaci hiperprzestrzeni, w kt·rych wymiarami sŃ moŨliwe wartoŜci 

aktywacji neuron·w w jednej z warstw sieci14. Wszystkie moŨliwe do wygenerowania przez 

sieĺ dane wyjŜciowe sŃ reprezentowane jako punkty lub wektory pr·bkowane z przestrzeni 

ukrytej. Nicholas i in. wykorzystali reprezentacjň w przestrzeni ukrytej do pr·bkowania z niej 

wizualizacji o r·Ũnym stopniu pokrycia elewacji i dachu zmodernizowanymi panelami. 

Po przeprowadzeniu redukcji wymiar·w z przestrzeni wielowymiarowej na czterowymiarowŃ 

przy pomocy analizy gğ·wnych skğadowych PCA (obr·cenie ukğadu wsp·ğrzňdnych 

i rzutowanie na przestrzeŒ mniej wymiarowŃ), autorzy zidentyfikowali dwie gğ·wne osie 

skğadowe przestrzeni ukrytej: jednŃ odpowiadajŃcŃ za liczbň paneli na Ŝcianach, 

drugŃ ï za liczbň paneli na dachu. Zidentyfikowane osie byğy wykorzystane do liniowej 

kontroli nad stopniem pokrycia budynk·w nowymi panelami (Nicholas, i in., 2021). 

Z tandemowych sieci neuronowych przetwarzajŃcych sekwencyjnie dane wejŜciowe 

skorzystali takŨe Hamid Mehmood i Nitin K. Tripathi w opracowanym w 2011 roku systemie 

lokalizacyjnym dziağajŃcym we wnňtrzach budynk·w na podstawie siğy sygnağu Wi-Fi. 

Stworzony system potrafiğ w przybliŨeniu oceniaĺ poğoŨenie w budynku w trzech osiach 

z dokğadnoŜciŃ ŜredniŃ wynoszŃcŃ 1,9m, co zapewniağo lepszŃ precyzjň lokalizacji 

we wnňtrzach niŨ system GPS (Mehmood i Tripathi, 2013). 

Przetwarzanie danych wejŜciowych do ich reprezentacji w przestrzeni ukrytej jest bardzo 

potňŨnym narzňdziem umoŨliwiajŃcym nie tylko kontrolň nad samŃ sieciŃ neuronowŃ, lecz 

takŨe przeprowadzanie operacji geometrycznych i przestrzennych, kt·rych nie dağoby 

siň przeprowadziĺ bezpoŜrednio na przestrzeni cech danych wejŜciowych. Jaime de Miguel i in. 

zaproponowali metodň eksploracji przestrzeni projektowej opartej na reprezentacji 

w przestrzeni ukrytej. ZaczynajŃc od dw·ch poczŃtkowych, uproszczonych modeli 

architektonicznych reprezentowanych w formie mapy poğŃczeŒ w zwokselizowanej przestrzeni 

 

14 W klasycznych, w peğni poğŃczonych sieciach jednokierunkowych, kaŨdej warstwie sieci odpowiada osobna 

przestrzeŒ ukryta o liczbie wymiar·w odpowiadajŃcej liczbie neuron·w. 
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tr·jwymiarowej, wygenerowano zbi·r 3000 modeli bňdŃcych pochodnymi modeli 

podstawowych poddanych pewnym przeksztağceniom (ang. Data Augmentation). Modele 

te zostağy wykorzystane do wytrenowania sieci typu autoenkoder, kt·ra stworzyğa w przestrzeni 

ukrytej dwuwymiarowŃ reprezentacjň dystrybucji modeli treningowych. Pr·bkujŃc punkty 

z tej przestrzeni, moŨna generowaĺ nowe modele, znajdujŃce siň na dwuwymiarowym 

spektrum miňdzy modelami poczŃtkowymi (de Miguel, i in., 2019). Zaproponowana metoda 

poszukiwania formy byğaby niemoŨliwa do zrealizowania bez gğňbokiego uczenia 

maszynowego. Podobny algorytm zostağ opracowany przez Adama Sebestyena, Johannň Rock 

i Ursa Leonharda Hirschberga. W tym przypadku takŨe wytrenowano autoenkoder na zbiorze 

15000 prostych, wygenerowanych automatycznie bryğ geometrycznych. Pierwsza poğowa 

modeli oparta byğa na poddanej przeksztağceniom kuli, druga na przeksztağconym szeŜcianie. 

Na wejŜciu sieci neuronowej modele reprezentowane byğy w formie zwokselizowanej. Autorzy 

nie tylko zademonstrowali moŨliwoŜĺ pğynnego przechodzenia miňdzy r·Ũnymi bryğami, lecz 

takŨe zaprezentowali moŨliwoŜĺ przeprowadzania semantycznych operacji arytmetycznych 

na geometriach poprzez dodawanie i odejmowanie wektor·w reprezentacji w przestrzeni 

ukrytej (Rys. 14) Wyniki tych operacji dowodzŃ, Ũe wytrenowana reprezentacja ukryta rozpiňta 

jest na skğadowych o dosyĺ wysokim poziomie abstrakcji (Sebestyen, i in., 2021). 

 

Rys. 14. MoŨliwoŜĺ przeprowadzania semantycznych operacji arytmetycznych na wektorach 

w przestrzeni ukrytej zademonstrowana przez Sebestyena i in. ściŜniňty szeŜcian minus 

szeŜcian plus kula = ŜciŜniňta kula (Sebestyen, i in., 2021). 

Alternatywne podejŜcie do eksploracji przestrzeni projekt·w tr·jwymiarowych bryğ 

architektonicznych zaproponowali Hang Zhang i Ye Huang z uniwersytetu w Pensylwanii. 

Zamiast korzystaĺ z reprezentacji ukrytej zakodowanej przez autoenkoder, autorzy stworzyli 

wğasnŃ metodň wykorzystujŃcŃ przeciwstawne sieci generatywne. W metodzie tej model 

tr·jwymiarowy krojony jest najpierw na seriň uszeregowanych przekroj·w, na kt·rych trenuje 
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siň sieĺ przeciwstawnŃ. Generowane przez sieĺ przekroje mogŃ byĺ z powrotem przeksztağcone 

w model tr·jwymiarowy. Dziňki zastosowanej metodzie mapowania 3D-2D-3D moŨliwe jest 

przetwarzanie geometrii tr·jwymiarowych przy pomocy klasycznych sieci przeciwstawnych 

operujŃcych na obrazach dwuwymiarowych. Opracowany algorytm takŨe pozwala 

na przeprowadzenie eksploracji formalnej. MoŨliwa jest przykğadowo interpolacja miňdzy 

budynkami w dw·ch r·Ũnych stylach architektonicznych skutkujŃca wygenerowaniem nowej 

formy, jak bryğy znajdujŃcej siň miňdzy stylem opery w Sydney a stylem katedry Notre Dame 

w ParyŨu (Zhang i Huang, 2020). Bardzo przyszğoŜciowym kierunkiem badaŒ wydaje 

siň podejŜcie zaproponowane przez Hanga Zhanga z Uniwersytetu Pensylwanii. Autor 

opracowağ wğasny system przetwarzania tekstu naturalnego opisujŃcego szczeg·ğowo projekt 

architektoniczny na macierze reprezentujŃce ukğad funkcjonalny obiektu. Macierze 

sŃ nastňpnie przetwarzane przez grafowŃ, splotowŃ sieĺ neuronowŃ na diagramatyczne, 

grafowe przedstawienie ukğadu funkcjonalnego pomieszczeŒ i poğŃczeŒ miňdzy nimi. 

Na tej podstawie parametrycznie generowany jest model budynku. Pomysğ oparcia systemu 

na tekstowej reprezentacji architektury wydaje siň bardzo trafiony ze wzglňdu na potencjağ 

wykorzystania w ramach dalszych prac najskuteczniejszych i najpotňŨniejszych modeli 

gğňbokiego uczenia maszynowego, sğuŨŃcych przetwarzaniu jňzyka naturalnego (Zhang, 2020). 

Podobne nadzieje wzglňdem moŨliwoŜci implementacji pochodnych najnowszych algorytm·w 

NLP (ang. Natural Language Processing) budzi system ĂBIMToVecò autorstwa Mahankaliego, 

Johnsona i Andersona sğuŨŃcy do przetwarzania modeli BIMowskich do zakodowanej 

semantycznie formy wektorowej (Mahankali, i in., 2018). Jeszcze inny system oparty na 

grafowej sieci splotowej opracowali del Campo, Carlson i Manninger. W pierwszym kroku 

wytrenowano sieĺ neuronowŃ do klasyfikacji prostych, niskopoligonowych, rňcznie 

tworzonych modeli  przedstawiajŃcych kolumny i domy jednorodzinne. Modele oznaczono 

dodatkowo wartoŜciami oceniajŃcymi ich styl, estetykň i funkcjonalnoŜĺ. Wytrenowany 

algorytm z jednej strony moŨe bezpoŜrednio oceniaĺ klasň i zmienne wartoŜciujŃce model, 

ale z drugiej strony, propagowany wstecz moŨe sğuŨyĺ eksploracji przestrzeni projektowej 

i generowaniu nowych modeli speğniajŃcych zadane wymagania. Niestety, interpretacja 

osiŃgniňtych przez del Campo i in. dosyĺ abstrakcyjnych wynik·w jest trudna ze wzglňdu na 

zastosowane przez autor·w agresywne przeksztağcenia sğuŨŃce zwiňkszeniu liczby danych 

treningowych, kt·re utrudniajŃ rozpoznanie poszczeg·lnych klas juŨ w zbiorze treningowym 

(del Campo, i in., 2020).  
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Przetwarzaniem danych jest takŨe wizualizacja projekt·w architektonicznych. Sieci neuronowe 

mogŃ byĺ wykorzystane do tworzenia fotorealistycznych lub stylizowanych wizualizacji na 

podstawie prostych, linearnych szkic·w. Podstawowe moŨliwoŜci wykorzystania transferu 

stylu w wizualizacji architektonicznej zaprezentowali Yick Hin Edvin Chan i A. Benjamin 

Spaeth z Universytetu Cardiff. Autorzy zdecydowali siň wytrenowaĺ system na rňcznie 

rysowanych, perspektywicznych szkicach budynk·w wolnostojŃcych zestawionych 

z odpowiadajŃcymi im fotografiami. Przez rňczne rysowanie przykğad·w treningowych sieĺ 

zostağa wytrenowana jedynie na 84 obrazach, przez co wykazywağa objawy 

przetrenowania (ang. overfitting) i miağa problem z generalizacjŃ na niespotkane w treningu 

przykğady (Chan i Spaeth, 2020). O wiele bardziej funkcjonalny, analogiczny system zostağ 

stworzony przez Kyleôa Steinfelda z Uniwersytetu Kalifornii w Berkeley. Napotkane przez 

Chana i Spaetha problemy zostağy rozwiŃzane poprzez wyspecjalizowanie algorytmu 

i zautomatyzowanie generowania przykğad·w treningowych. Algorytm zostağ 

wyspecjalizowany jedynie do widok·w aksonometrycznych o stağym nachyleniu kamery 

i jednorodnym oŜwietleniu, co znaczŃco ujednoliciğo przykğady treningowe i uproŜciğo problem 

aplikacji transferu stylu. Pary treningowe zostağy wygenerowane automatycznie poprzez 

komputerowe renderowanie wizualizacji zbioru modeli tr·jwymiarowych w formie 

fotorealistycznej (z teksturowaniem i cieniowaniem) oraz w formie linearnej stylizowanej 

na rysunek odrňczny. PodejŜcie zautomatyzowane pozwoliğo na wygenerowanie znacznie 

wiňkszego zbioru treningowego, co umoŨliwiğo modelowi nauczenie siň radzenia sobie 

z o wiele bardziej zr·Ũnicowanymi geometriami i teksturami. Opracowany algorytm zostağ 

zaimplementowany w postaci wtyczki do programu Photoshop i wykorzystany w trakcie zajňĺ 

projektowych ze studentami architektury (Rys. 15). Wytrenowane przez sieĺ neuronowŃ 

aksonometryczne wizualizacje posğuŨyğy studentom jako punkty wyjŜcia do dalszych prac 

projektowych (Steinfeld, 2020). 
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Rys. 15. System Sketch2Pix opracowany przez Kyleôa Steinfelda sğuŨŃcy do przetwarzania 

linearnych szkic·w aksonometrycznych na ich fotorealistyczne wizualizacje. Po lewej 

przykğady prostych moduğ·w zwizualizowanych przez algorytm, po prawej dwa przykğady 

kolaŨy stworzonych przez student·w architektury korzystajŃcych z algorytmu Sketch2Pix 

w trakcie zajňĺ projektowych (Steinfeld, 2020). 

Architektura: klasyfikacja  

W wiňkszoŜci dziedzin klasyfikacja, detekcja i segmentacja semantyczna sŃ jednymi 

z popularniejszych zastosowaŒ dla gğňbokiego uczenia maszynowego. Klasyfikacja jest 

stosowana takŨe w problemach projektowych w skali architektonicznej. NajczňŜciej 

do klasyfikacji wykorzystywane sŃ projekty architektoniczne przedstawione w formie 

rastrowych rzut·w i przekroj·w. Jednym z prostszych zastosowaŒ jest sam problem 

rozpoznawania, czy dany rysunek architektoniczny przedstawia rzut czy przekr·j. Algorytm 

zdolny do klasyfikacji typ·w rysunk·w technicznych m·gğby byĺ przydatny przy cyfryzacji 

papierowych archiw·w architektonicznych. Zautomatyzowane sortowanie materiağ·w 

mogğoby zwiňkszyĺ efektywnoŜĺ procesu cyfryzacji duŨych zbior·w rysunk·w. W 2019 roku 

Jennifer Mei Yee Ng i in. opracowali wğaŜnie taki system wykorzystujŃcy sieĺ neuronowŃ 

do rozr·Ũniania rzut·w od przekroj·w (Ng, i in., 2019). O krok dalej poszli Can Uzun i Meryem 

Birg¿l ¢olakoĵlu z Politechniki w Istambule, wykorzystujŃc gğňbokie uczenie maszynowe 

nie tylko do klasyfikacji rzut·w i przekroj·w, ale i do ich detekcji, czyli dokğadnej lokalizacji 
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na arkuszu i rozpoznawania ich obrys·w. Detekcja pozwala na odpowiednie przyciňcie 

arkusza, tak by rysunek przedstawiağ jedynie rzut czy przekr·j, bez element·w dodatkowych 

jak tabele czy opisy (¢olakoĵlu i Uzun, 2019). Rzuty i przekroje moŨna poddaĺ takŨe 

segmentacji semantycznej, czyli grupowaniu fragment·w obrazu wejŜciowego wzglňdem 

wybranych klas. Jednoznaczna segmentacja poszczeg·lnych element·w rysunk·w 

architektonicznych, jak Ŝciany, drzwi, okna i klatki schodowe, moŨe byĺ przydatna 

przykğadowo przy automatycznej konwersji klasycznych, dwuwymiarowych rysunk·w 

CAD-owskich na modele tr·jwymiarowe lub BIM-owskie. System sğuŨŃcy rozpoznawaniu 

element·w skğadowych rzut·w architektonicznych przy pomocy segmentacji semantycznej 

zostağ opracowany przez naukowc·w z Uniwersytetu Keio w Japonii (Xiao, i in., 2020). Na 

wyŨszym poziomie abstrakcji projektowej rzuty mogŃ byĺ takŨe dzielone wzglňdem funkcji 

poszczeg·lnych pomieszczeŒ w budynku. Algorytmy takie zaproponowali miňdzy innymi 

Zheng i Huang (Zheng i Huang, 2018) oraz Brown i in. (Brown, i in., 2020). Opr·cz 

rozpoznawania juŨ zdefiniowanych w planie funkcji pomieszczeŒ algorytmy tego typu mogŃ 

sğuŨyĺ do sugerowania najlepszych funkcji przy projektach adaptacyjnych, a takŨe pom·c przy 

badaniu cech rzut·w skorelowanych z poszczeg·lnymi funkcjami poprzez analizowanie 

aktywacji poszczeg·lnych warstw sieci neuronowej (Brown, i in., 2020). Zesp·ğ z Politechniki 

Warszawskiej, kt·rego byğem czğonkiem, wykorzystağ klasyfikacyjne zdolnoŜci sieci 

neuronowych do ulepszenia zdolnoŜci generatywnych nieneuronowego algorytmu PatchMatch. 

W projekcie tym algorytm PatchMatch sğuŨŃcy do bezszwowego uzupeğniania brakujŃcych 

fragment·w obraz·w zostağ przez nas wykorzystany do generowania zagospodarowania 

dziağki, projekt·w elewacji i detali plomby architektonicznej na podstawie otaczajŃcej 

zabudowy (Rys. 16). Wygenerowane rezultaty byğy nastňpnie klasyfikowane przez zestaw 

piňciu r·Ũnych sieci neuronowych. PewnoŜĺ klasyfikacji danego elementu posğuŨyğa do selekcji 

najlepszych przykğad·w wygenerowanych przez algorytm. Wyselekcjonowane przez sieci 

neuronowe rozwiŃzania zostağy skompilowane do postaci projektu architektonicznego plomby 

architektonicznej (DzieduszyŒski, i in., 2020). 
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Rys. 16. Projekt plomby architektonicznej wygenerowany przez algorytm PatchMatch 

wspomagany przez zesp·ğ piňciu klasyfikacyjnych sieci neuronowych dokonujŃcych selekcji 

najlepszych element·w projektowych (DzieduszyŒski, i in., 2020). 

Klasyfikacji w skali architektonicznej moŨna dokonywaĺ takŨe na danych wejŜciowych innego 

rodzaju. Zesp·ğ z German Research Center for Artificial Intelligence Uniwersytetu 

w Monachium przeprowadziğ szczeg·ğowe badanie majŃce na celu sprawdzenie, kt·re formy 

tensorowej, semantycznej, grafowej reprezentacji funkcjonalnych diagram·w 

architektonicznych najlepiej sprawdzajŃ siň w problemach klasyfikacyjnych i kt·re 

reprezentacje sprzyjajŃ nabywaniu przez sieĺ neuronowŃ zdolnoŜci do generalizowania. 

Przetestowano reprezentacje projektu w formie mapy wielowarstwowej (ang. multilayer map), 

w formie tekstu i w formie wektora w kodzie Ăjeden z nò (ang. one-hot vector). W testowanym 

problemie klasyfikacyjnym sieĺ neuronowa musiağa klasyfikowaĺ poszczeg·lne strefy 

funkcjonalne w mieszkaniach. Przy badanym zastosowaniu zdecydowanym zwyciňzcŃ wŜr·d 

badanych format·w okazağo siň kodowanie Ăjeden z nò (Eisenstadt, i in., 2021).  

W dobie dostňpnoŜci i popularnoŜci skanowania laserowego i fotogrametrii coraz czňŜciej 

w projektowaniu wykorzystywane sŃ chmury punkt·w. Stojanovic i in. wykorzystali splotowe 

sieci neuronowe do segmentacji semantycznej chmur punkt·w (np. rozpoznawanie obiekt·w 

we wnňtrzach architektonicznych lub do ich Ăwzbogacania semantycznegoò (ang. semantic 

enrichment) poprzez powiŃzanie poszczeg·lnych punkt·w z odpowiadajŃcymi im danymi, 

pochodzŃcymi z sensor·w dokonujŃcych pomiar·w w badanej przestrzeni [np. pomiary 
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temperatury (Stojanovic, i in., 2019)]. Semantycznie pogrupowane chmury punkt·w mogŃ byĺ 

w ğatwiejszy spos·b przetworzone na modele tr·jwymiarowe, sğuŨŃce do dalszych dziağaŒ 

projektowych lub konserwatorskich (Croce, i in., 2021). W architektonicznej klasyfikacji 

typologicznej bardzo przydatne sŃ takŨe reprezentacje przestrzeni przedstawione w formie 

szeregu diagram·w typu isovist15. Isovisty w przybliŨeniu modelujŃ percepcjň przestrzeni przez 

znajdujŃcego siň w niej czğowieka i mogŃ byĺ skutecznie wykorzystane w klasyfikacji przez 

sieĺ neuronowŃ przestrzeni wewnňtrznej oraz zewnňtrznej (Sedlmeier i Feld, 2018). Metoda 

ta pozwala na statystyczne pr·bkowanie percepcji przestrzeni w cağym budynku i w jego 

otoczeniu, pozwalajŃc na podejmowanie decyzji projektowych na podstawie danych 

statystycznych opisujŃcych kompozycjň przestrzennŃ projektu (Peng, i in., 2017). UŨytecznym 

zbiorem danych mogŃ byĺ takŨe informacje zebrane przez sensory znajdujŃce siň w telefonach 

kom·rkowych. Judit Tamas i Zsolt Toth przyjrzeli siň problemowi nawigacji we wnňtrzach 

architektonicznych i przetestowali r·Ũne algorytmy uczenia maszynowego w przewidywaniu 

klasy pomieszczenia na podstawie hybrydowych, multimodalnych danych sensorycznych 

zebranych przez system ILONA (Indoor Localisation and Navigation). Z testowanych 

algorytm·w w klasyfikacji pomieszczeŒ najlepiej radziğy sobie sieci neuronowe, 

Ăk najbliŨszych sŃsiad·wò (kNN, ang. k-Nearest Neighbors) oraz naiwne klasyfikatory 

bayesowskie (Tamas i Toth, 2018). 

Klasyfikacji i segmentacji semantycznej moŨna dokonywaĺ takŨe na fotografiach. Przykğadem 

takiego zastosowania jest algorytm autorstwa Islama Zohiera, Ahmeda El Anablyôego 

i Ahmeda S. Madaniego sğuŨŃcy do oznaczania na zdjňciach minaret·w, odr·Ũniania 

ich od wieŨ innego typu i segmentacji semantycznej wzglňdem stylu architektonicznego 

(Zohier, i in., 2020). W celu uzyskania zbioru danych treningowych dla sieci neuronowej 

dokonujŃcej segmentacji semantycznej obiekt·w architektonicznych moŨna wykorzystaĺ 

obecnie dostňpne narzňdzia, sğuŨŃce do fotorealistycznego renderingu wizualizacji 

architektonicznych. Mohammad Alawadhi i Wei Yan zaproponowali ciekawe podejŜcie 

do renderingu par treningowych z architektonicznych modeli BIM-owskich. Dziňki klasom 

 

15 Diagramy isovist sŃ dwuwymiarowŃ lub tr·jwymiarowŃ reprezentacjŃ obwiedni przestrzeni dostňpnej bez 

przeszk·d z badanego punktu. Isovisty dwuwymiarowe stanowiŃ wielokŃt wyznaczony przez koŒce promieni 

wysyğanych z badanego punku we wszystkich kierunkach, a koŒczŃcych siň na ograniczajŃcych przestrzeŒ 

przeszkodach (Tandy, 1967). 
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element·w architektonicznych wbudowanych w model BIM moŨliwy jest automatyczny 

rendering fotorealistycznej, perspektywicznej wizualizacji oraz odpowiadajŃcych jej masek 

semantycznych grupujŃcych poszczeg·lne kategorie na dodatkowych obrazach. 

Zautomatyzowane generowanie fotorealistycznych danych treningowych pozwala 

na efektywne wytrenowanie sieci neuronowej potrafiŃcej radziĺ sobie z problemem 

segmentacji semantycznej takŨe na prawdziwych zdjňciach przedstawiajŃcych obiekty 

architektoniczne (Alawadhi i Yan, 2020). 

Architektura: ekstrakcja i uczytelnianie danych 

W kategorii uczytelniania i ekstrakcji danych architektonicznych sieci neuronowe pozwalajŃ 

na domkniňcie pňtli sprzňŨenia zwrotnego w projektowaniu poprzez ekstrakcjň informacji 

o rzeczywistym sposobie wykorzystywania przestrzeni zbudowanej przez uŨytkownik·w 

i przedstawienie ich projektantowi w uczytelnionej, moŨliwej do interpretacji formie. Jens 

Jßrgensen i in. wykorzystali splotowe sieci neuronowe do zbierania informacji o Ăsytuacjach 

behawioralnychò zachodzŃcych w przestrzeni i rejestrowanych na surowym materiale wideo 

z monitoringu. Sytuacjň behawioralnŃ w rozumieniu autor·w stanowiĺ moŨe przykğadowo 

jednoczesna detekcja w danym obszarze czğowieka i krzesğa oznaczajŃca ich wzajemnŃ 

interakcjň, czyli czynnoŜĺ siedzenia. Zebrane zachowania organizowane sŃ przez algorytm 

w formie grafu integrujŃcego uŨytkownik·w, obiekty, wyposaŨenie przestrzeni i ich wzajemne 

interakcje. System taki, dziňki implementacji neuronowego rozpoznawania obiekt·w 

bezpoŜrednio w module kamery, umoŨliwia zbieranie i przetwarzanie danych w spos·b w peğni 

anonimowy (Jßrgensen, i in., 2020). W projektowaniu parametrycznym przydatna moŨe 

byĺ takŨe ekstrakcja parametr·w istotnych z obszernej grupy parametr·w pierwotnych. 

Algorytm autorstwa Johna Hardinga pozwala na analizň parametr·w numerycznych 

definiujŃcych model tr·jwymiarowy pod wzglňdem ich rzeczywistego wpğywu na geometriň 

lub inne cechy modelu. Redukcja liczby wymiar·w definiujŃcych model (np. do formy 

powierzchni dwuwymiarowej, Rys. 17) pozwala na efektywniejszŃ eksploracjň moŨliwych 

rozwiŃzaŒ przy jednoczesnym zwiňkszeniu czytelnoŜci wpğywu zmian wprowadzonych 

w parametrach na zmiany zachodzŃce w modelu (Harding, 2016). 
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Rys. 17. Proces treningu algorytmu sğuŨŃcego do redukcji liczby wymiar·w definiujŃcych 

projekt parametryczny stworzony przez Johna Hardinga. Na ilustracji przedstawiono 

proces redukcji parametr·w z piňciu do dw·ch, moŨliwych do zwizualizowania w postaci 

dwuwymiarowej pğaszczyzny (Harding, 2016). 

Sieci neuronowe pozwalajŃ teŨ na wydajniejsze przetwarzanie obszernych baz danych 

architektonicznych. System DANIEL opracowany przez Sharmň i in. sğuŨy do automatycznego 

przeszukiwania repozytori·w CAD-owskich rzut·w architektonicznych w celu odnalezienia 

przykğad·w projekt·w, kt·rych ukğad przestrzenny i funkcjonalny jest zbliŨony do zadanego 

rzutu. MoŨliwe zastosowania takiego systemu wydajŃ siň szerokie. Przykğadowo, projekty 

znalezione przez DANIEL mogŃ sğuŨyĺ za inspiracjň do dalszych prac projektowych lub mogŃ 

byĺ potencjalnymi pokrewnymi ofertami dla klient·w na rynku nieruchomoŜci. System moŨe 

takŨe byĺ przydatny przy zarzŃdzaniu obszernymi zbiorami projekt·w katalogowych, 

wyszukiwaniu historycznych projekt·w w duŨych biurach architektonicznych, wykrywaniu 

plagiat·w czy w rozstrzyganiu konkurs·w projektowych (Sharma, i in., 2017). 

Architektura: optymalizacja 

OstatniŃ kategoriŃ zastosowania sieci neuronowych w skali architektonicznej jest 

optymalizacja proces·w. Danymi do treningu sieci neuronowych sğuŨŃcych optymalizacji 

architektonicznej zazwyczaj sŃ dane bňdŃce wynikami symulacji komputerowych, symulacji 

Ŝrodowisk uczenia ze wzmacnianiem lub dane wygenerowane syntetycznie w spos·b 

zautomatyzowany. JuŨ w 1996 roku Jefrey Ignatius Kindangen wykorzystağ prostŃ, 

jednokierunkowŃ sieĺ neuronowŃ do optymalizacji naturalnej wentylacji w projektowanym 

budynku na podstawie danych symulacyjnych. Algorytm potrafiğ na uproszczonym modelu 

pomieszczenia modyfikowaĺ rozmiar i poğoŨenie okien w celu zapewnienia ukğadu 

gwarantujŃcego odpowiednie przewietrzanie pomieszczenia przy zadanym kŃcie natarcia 

wiatru (Kindangen, 1996). Sieci neuronowe mogŃ byĺ wykorzystywane pomocniczo jako 

algorytmy optymalizacyjne w bardziej zğoŨonych systemach generatywnych. Sevil Yazici 



70 

 

zastosowağ sieĺ neuronowŃ do optymalizacji wydajnoŜci strukturalnej generowanego 

parametrycznie projektu dwupğaszczyznowych przekryĺ wzglňdem mierzonego symulacyjnie 

odksztağcenia struktury poprzez dob·r materiağ·w o odpowiednich wğaŜciwoŜciach w r·Ũnych 

regionach struktury (Yazici, 2020). Jingyi Li i Hong Chen wytrenowali sieĺ neuronowŃ w celu 

optymalizacji zmiennych projektowych w budynku biurowym wzglňdem jego wydajnoŜci 

energetycznej. Bğňdy przewidywanych przez algorytm wartoŜci symulacji energetycznych 

w najgorszych przypadkach nie przekraczağy 15%, a oparta na gğňbokim uczeniu maszynowym 

optymalizacja pozwoliğa na znalezienie rozwiŃzaŒ projektowych oferujŃcych aŨ do 37,5% 

oszczňdnoŜci energetycznych wzglňdem bazowego projektu zaproponowanego przez architekta 

(Li i Chen, 2021). Tyson Hosmer i Panagiotis Tigas w pracach nad zautomatyzowanymi, 

robotycznymi moduğami konstrukcyjnymi w ustroju tensegrity16 wykorzystali sieci neuronowe 

jako algorytmy optymalizujŃce w symulacjach gğňbokiego uczenia ze wzmacnianiem. 

Algorytm sterujŃcy ruchem i naprňŨeniem poszczeg·lnych moduğ·w tensegrity pozwala na 

tworzenie ustroj·w zdolnych do samoorganizacji, dynamicznego i statycznego utrzymywania 

r·wnowagi oraz rekonfiguracji przestrzennej. System wytrenowany jest w symulacji 

komputerowej, jednak skutecznie moŨe byĺ aplikowany takŨe w fizycznym ustroju tensegrity. 

Dziňki zastosowaniu symulacji wieloagentowej liczne moduğy mogŃ wsp·ğpracowaĺ ze sobŃ, 

by osiŃgnŃĺ zadany cel. Geometria jest optymalizowana przez sieĺ neuronowŃ wzglňdem 

zadanej pozycji i parametr·w strukturalnych ustroju (Hosmer i Tigas, 2019). Dziňki 

zdolnoŜciom sieci neuronowych do przybliŨania zğoŨonych, nieliniowych funkcji, sŃ one 

dobrymi kandydatami do rozwiŃzywania problem·w optymalizacji wielokryterialnej, w kt·rej 

konieczna jest maksymalizacja kilku cel·w jednoczeŜnie. W 2018 roku David Newton 

zaproponowağ system sğuŨŃcy wielocelowej, jakoŜciowej optymalizacji projekt·w 

architektonicznych (MOQO, ang. Multi-Objective Qualitative Optimization). W algorytmie 

tym poszczeg·lne cele jakoŜciowe (jak horyzontalnoŜĺ, modularnoŜĺ czy strzelistoŜĺ obiektu) 

konwertowane byğy na podstawie badania ankietowego do postaci wartoŜci numerycznej. 

Na podstawie tych danych wytrenowano sieĺ neuronowŃ przypisujŃcŃ zadanym, 

zwokselizowanym modelom architektonicznym wynik dla kaŨdego z cel·w jakoŜciowych. 

 

16 Tensegrity ï (ang. tension + integrity; naprňŨenie + integralnoŜĺ) ustr·j konstrukcyjny, w kt·rym elementy 

przenoszŃce Ŝciskanie sŃ ze sobŃ poğŃczone poŜrednio poprzez ciňgna przenoszŃce rozciŃganie. Ustr·j zostağ 

opisany teoretycznie  i opatentowany na poczŃtku lat 60. przez Buckminstera Fullera (Fuller, 1961; Fuller, 1962) 

i r·wnolegle stosowany w instalacjach przestrzennych przez Kennetha Snelsona (Heartney, 2013). 
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Wynik ten sğuŨyğ nastňpnie za metrykň dla potrzeb dalszej optymalizacji modelu (Newton, 

2018). 

2.2.3. Detal, materiağy i komputerowe wspomaganie wytwarzania (CAM) ï zastosowania 

sieci neuronowych 

Detal, materiağy, CAM: ewaluacja i przetwarzanie danych 

Gğňbokie uczenie maszynowe stosowane jest takŨe w problemach dotyczŃcych skali detalu 

architektonicznego, materiağ·w oraz wytwarzania wspomaganego komputerowo. 

Przy ewaluacji i przetwarzaniu danych sieci neuronowe mogŃ operowaĺ na zmiennych 

liczbowych przedstawionych w formie tabularycznej, rňcznie oznaczanych modelach 

parametrycznych, szeregach czasowych, danych symulacyjnych czy fotografiach. Zesp·ğ pod 

kierownictwem Any Silvy z Politechniki w Lizbonie od 2011 roku bada moŨliwoŜci 

wykorzystania maszynowych metod stochastycznych i sieci neuronowych w modelowaniu 

przewidywanej ŨywotnoŜci materiağ·w elewacyjnych. W zaproponowanym podejŜciu dane 

wejŜciowe stanowi zbi·r numerycznych zmiennych charakteryzujŃcych stan materiağ·w 

elewacyjnych. W przypadku paneli kamiennych, zastosowanych do wykoŒczenia elewacji, 

zmienne te opisujŃ cechy materiağowe, jak typ wykoŒczenia, wiek, rodzaj kamienia, wielkoŜĺ 

paneli, a takŨe cechy Ŝrodowiskowe, jak ekspozycjň i odlegğoŜĺ od morza. Na podstawie tych 

danych algorytm ocenia przewidywane poziomy degradacji elewacji w skali od zera do stu lat 

(Silva, i in., 2011). Zesp·ğ opracowağ zbliŨony system sğuŨŃcy przewidywaniu ŨywotnoŜci 

powierzchni malowanych. Podobnie jak w przypadku elewacji kamiennych, cechy wejŜciowe 

dla sieci neuronowej opisywağy wiek, orientacjň oraz dystans od morza, ale dodatkowo takŨe 

wielkoŜĺ i wysokoŜĺ budynku, kolor i typ farby, odlegğoŜĺ od Ŧr·değ zanieczyszczeŒ, 

ekspozycjň na wilgoĺ, funkcjň budynku i teksturň powierzchni. W przypadku powierzchni 

malowanych algorytm jest w stanie trafnie oceniaĺ ŨywotnoŜĺ wykoŒczenia na jedenaŜcie lat 

w prz·d (Dias, i in., 2013). 

Wsp·ğczeŜnie bardzo aktualnym tematem sŃ aktywne i inteligentne materiağy architektoniczne. 

Gğňbokie uczenie maszynowe pozwala na zwiňkszenie kontroli nad wytwarzaniem materiağ·w 

tego typu i nad ich zachowaniem w trakcie eksploatacji. Daniil Koshelyuk i in. z IAAC 

w Barcelonie wykorzystali sieĺ neuronowŃ do interpretacji zmian opornoŜci prŃdu 

elektrycznego przepğywajŃcego przez membranň grafenowŃ w celu przewidywania kŃta ugiňcia 

odksztağconej powierzchni. Stworzony system pozwala na precyzyjne przybliŨanie 
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prawdopodobnej formy geometrycznej aktywnego materiağu poddanego dziağaniu siğ 

zewnňtrznych, umoŨliwiajŃc efektywniejszy nadz·r nad poddanym deformacji elementem 

(Koshelyuk, i in., 2019). Dan Luo, Jingsong Wang i Weiguo Xu stworzyli linearny elastomer 

o niejednorodnych przekrojach wzdğuŨ osi gğ·wnej. W zaleŨnoŜci od wykorzystanej sekwencji 

przekroj·w elastomer poddany obciŃŨeniu przyjmuje r·Ũne formy geometryczne. KorzystajŃc 

z ramienia robotycznego i danych symulacyjnych, autorzy elastomeru wytrenowali sieĺ 

neuronowŃ przetwarzajŃcŃ sekwencjň przekroj·w wzdğuŨ osi materiağu na przewidywanŃ pod 

obciŃŨeniem geometriň. Algorytm dziağa takŨe w drugŃ stronň, umoŨliwiajŃc przetworzenie 

zadanej geometrii docelowej na koniecznŃ do uformowania sekwencjň przekroj·w materiağu 

(Luo, i in., 2018). Gabriella Rossi i Paul Nicholas zastosowali sieci neuronowe do zwiňkszenia 

sztywnoŜci giňtych, elewacyjnych paneli blaszanych. W ramach proponowanego procesu 

w pierwszej kolejnoŜci docelowa geometria panelu kodowana jest w formie obrazu, w kt·rym 

poszczeg·lne kanağy opisujŃ krzywiznň docelowego panelu i punkty mocowania do elewacji. 

Nastňpnie na podstawie tych obraz·w sieĺ neuronowa przewiduje naprňŨenie w panelu 

wywoğane przez parcie wiatru i generuje ŜcieŨki dla wydruku 3D wzmacniajŃcego najbardziej 

obciŃŨone regiony panelu (Rys. 18). Wzmocnienia mogŃ byĺ takŨe implementowane w postaci 

podğuŨnych Ũeber wytğaczanych przez tandem dw·ch ramion robotycznych (po jednym 

na kaŨdŃ stronň panelu) (Rossi i Nicholas, 2020). 

 

Rys. 18. Wspomagane przez sieĺ neuronowŃ metody fabrykacji giňtych, blaszanych paneli 

elewacyjnych opracowane przez Gabriellň Rossi i Paula Nicholasa. Po lewej ï druk 3D 

wzmocnieŒ wygenerowanych przez sieĺ neuronowŃ w odpowiedzi na przewidywane 

obciŃŨenia wywoğane parciem wiatru. Po prawej ï wytwarzanie podobnych wzmocnieŒ 

w formie wytğoczonych w blasze podğuŨnych Ũeber (Rossi i Nicholas, 2020). 
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Ten sam zesp·ğ wytrenowağ sieĺ neuronowŃ sğuŨŃcŃ do generowania instrukcji dla numerycznie 

sterowanego koğa angielskiego w celu wytwarzania dwukrzywiznowych paneli blaszanych 

o zadanej geometrii. Sieĺ zostağa wytrenowana na rňcznie przygotowanych parach docelowych 

geometrii i odpowiadajŃcych im ŜcieŨek giňcia. Do tej pory koğo angielskie zazwyczaj byğo 

traktowane jako narzňdzie rňczne, przy pomocy kt·rego ciňŨko jest osiŃgnŃĺ powtarzalne, 

precyzyjne rezultaty. Sieci neuronowe pozwalajŃ na dokğadne przetwarzanie ksztağtu panelu 

na wğaŜciwe instrukcje dla koğa angielskiego. Zaproponowana zautomatyzowana metoda jest 

jednŃ z taŒszych opcji formowania elewacji wielokrzywiznowych (Rossi i Nicholas, 2018). 

CzňŜĺ z czğonk·w zespoğu zajmujŃcego siň wspomaganym przez gğňbokie uczenie maszynowe 

giňciem metalu zwr·ciğa siň w kierunku mniej sztywnych materiağ·w i przyjrzağa 

siň moŨliwoŜciom wykorzystania sieci neuronowych w projektowaniu tkanych cyfrowo 

dzianin, sğuŨŃcych za membrany osğaniajŃce wnňtrza przed sğoŒcem. Stworzony przez Paula 

Nicholasa, Martina Tamke i in. prototyp przetwarza zadane warunki zacienienia na pliki 

produkcyjne dla maszyny dziewiarskiej. System umoŨliwia architektom bardziej intuicyjne 

projektowanie detalu membrany zacieniajŃcej poprzez definiowanie oczekiwanego efektu 

Ŝwietlnego w projektowanej przestrzeni bez koniecznoŜci zagğňbiania siň w szczeg·ğy 

techniczne sztuki dziewiarskiej (Thomsen, i in., 2019). Sieci neuronowe mogŃ r·wnieŨ 

przetwarzaĺ projekty dzianych membran w celu osiŃgniňcia zğoŨonych form geometrycznych. 

Poprzez modyfikacjň w pliku produkcyjnym poszczeg·lnych typ·w Ŝcieg·w w r·Ũnych 

rejonach pğaszczyzny sieci neuronowe mogŃ kontrolowaĺ ksztağt, jaki osiŃgnie membrana 

po rozciŃgniňciu (Sinke, i in., 2021). Dechen Chen i in. przetestowali kilka r·Ũnych rodzaj·w 

sieci neuronowych w przewidywaniu geometrii wydruku 3D niepodpartego mostka (ang. 

bridging) w zaleŨnoŜci od przekazanych drukarce 3D instrukcji w formie szereg·w czasowych 

G-code. System zostağ wytrenowany przy pomocy prostego algorytmu widzenia maszynowego, 

interpretujŃcego geometriň krzywej, bňdŃcej efektem wydruku 3D drukarki sterowanej przez 

konkretnŃ sekwencjň instrukcji. W zadaniu przewidywania geometrii mostka na podstawie 

instrukcji najlepiej radziğa sobie sieĺ typu LSTM (ang. Long Short-Term Memory, sieĺ 

z mechanizmem dğugiej pamiňci kr·tkotrwağej). W zadaniu odwrotnym, polegajŃcym 

na przewidywaniu koniecznych instrukcji na podstawie zadanej krzywej lepiej radziğa sobie 

sieĺ jednokierunkowa (Chen, i in., 2019). Pradeep Devadass i in. uŨyli sieci neuronowych 

do mapowania relacji miňdzy parametrami wejŜciowego projektu mostu ğukowego 

na instrukcje sğuŨŃce do wytworzenia drewnianych element·w skğadowych z uwzglňdnieniem 

ograniczeŒ procesu fabrykacji. Wygenerowane przez sieĺ polecenia sterujŃ ramieniem 
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robotycznym przycinajŃcym odpowiednio drewniane moduğy na pile taŜmowej. Sama 

geometria mostu optymalizowana jest przez osobny algorytm genetyczny (Devadass, i in., 

2019). 

Podobnie jak w skali architektonicznej, w skali detalu i w wytwarzaniu wspomaganym 

komputerowo sieci neuronowe takŨe sŃ wykorzystywane do przybliŨania wynik·w 

kosztownych czasowo i obliczeniowo symulacji komputerowych. Effima Giannapoulou i in. 

dziňki gğňbokiemu uczeniu maszynowemu opracowali cyfrowŃ metodň projektowania 

cienkoŜciennych, rozgağňzionych ustroj·w powğokowych. Sieĺ neuronowa wytrenowana 

na parametrach wejŜciowych modeli parametrycznych zostağa wykorzystana do przewidywania 

cech strukturalnych generowanego modelu. Algorytm dziağa o wiele szybciej niŨ peğna 

symulacja, jest wystarczajŃco precyzyjny do eksploracji przestrzeni projektowej na wczesnych 

etapach prac i potrafi skutecznie przetwarzaĺ niespotkane w trakcie treningu wartoŜci 

parametr·w wejŜciowych (Giannopoulou, i in., 2019). W najmniejszej z analizowanych skal 

Runjia Tian, Yujie Wang i Onur Y¿ce G¿n zaproponowali wykorzystanie sieci typu LSTM, 

zwykle stosowanych do przetwarzania jňzyka naturalnego, do wspomagania generowania 

ergonomicznych podeszew w obuwiu na podstawie szereg·w czasowych opisujŃcych rozkğad 

ciŜnienia pod stopŃ w trakcie biegu i odpowiadajŃce mu deformacje powierzchni podeszwy. 

Zastosowanie to wykracza w prawdzie poza zakres CAAD, jednak przykğad ten bardzo dobrze 

pokazuje nieszablonowe moŨliwoŜci przetwarzania danych projektowych przy pomocy 

gğňbokiego uczenia maszynowego. Sieĺ neuronowa zostağa wykorzystana do konwersji 

wielowymiarowych danych wejŜciowych opisujŃcych obciŃŨenia podeszwy do formy sygnağu 

jednowymiarowego. Na tej podstawie osobny algorytm generatywny definiowağ aŨurowŃ, 

elastycznŃ strukturň podeszwy, by w jak najbardziej ergonomiczny spos·b przenosiĺ siğy 

dynamiczne w trakcie biegu. Podobna metodyka moŨe byĺ stosowana takŨe w problemach 

projektowych innego typu, w kt·rym podstawŃ do podejmowania decyzji projektowych 

sŃ pochodzŃce z pomiar·w szeregi czasowe (Tian i G¿n, 2020). CiekawŃ demonstracjň 

zdolnoŜci sieci neuronowych do zğoŨonego przetwarzania kontekst·w projektowych na 

przykğadzie detalu zaproponowali Jacek Markusiewicz i Ander Gortazar Balerdi. W czasie 

warsztat·w projektowych ze studentami autorzy opracowali algorytm gğňbokiego uczenia 

maszynowego rozpoznajŃcego, czy dany projekt parametryczny krzesğa jest projektem 

oryginalnym, czy plagiatem krzesğa DCW Cahrlesa i Raya Eamesa z lat 

40. dwudziestego wieku. Stworzenie algorytmu zostağo zainspirowane przez krzesğo Loti, 

bardzo zbliŨone do krzesğa DCW, popularne w Kraju Bask·w w latach 50. i 60. W celu 
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uchwycenia rozmytej granicy miňdzy plagiatem a projektem oryginalnym zorganizowano 

parametryczne warsztaty projektowe. Wygenerowane modele zostağy przy pomocy ankiety 

ocenione pod kŃtem Ăstopnia naŜladownictwaò. Na podstawie zebranych danych wytrenowano 

sieĺ neuronowŃ potrafiŃcŃ decydowaĺ, czy dane krzesğo jest plagiatem, czy nie (Markusiewicz 

i Balerdi, 2020). 

Detal, materiağy, CAM: algorytmy generatywne 

RozwiŃzania gğňbokiego uczenia maszynowego sŃ implementowane w r·Ũnorodnych 

algorytmach generatywnych. WŜr·d przykğad·w w mniejszych skalach Jose Luis Garcia 

del Castillo y L·pez zademonstrowağ system sterowania ramieniem robotycznym, sğuŨŃcym 

do cyfrowej fabrykacji, zdolnym odczytywaĺ intencje czğowieka w celu dokoŒczenia 

rozpoczňtego przez niego procesu. W zaprezentowanej implementacji sieĺ neuronowa 

rozpoznawağa fragment szkicu narysowanego przez czğowieka i proponowağa jego 

uzupeğnienie. JeŜli uŨytkownik zaakceptowağ propozycjň algorytmu, ramiň robotyczne 

koŒczyğo flamastrem rozpoczňty szkic (del Castillo y L·pez, 2019). Kacper Radziszewski i Jan 

Cudzik wytrenowali sieĺ neuronowŃ na przykğadach kapiteli kolumn korynckich 

przedstawionych w postaci zrasteryzowanych map gğňbi. Wytrenowana sieĺ potrafiğa 

generowaĺ nowe, oryginalne przykğady kapiteli inspirowanych przez kapitele korynckie 

(Cudzik i Radziszewski, 2018). Mostafa W. Alani i Bilal R. Al-Kaseem zebrali zestaw 

przykğad·w heksagonalnych rozet charakterystycznych dla architektury islamskiej z okresu od 

dziewiŃtego do piňtnastego wieku. Zebrane dane posğuŨyğy przeciwstawnej sieci neuronowej 

za zbi·r treningowy. Algorytm zostağ wykorzystany przez autor·w do wygenerowania 

projekt·w wsp·ğczesnych rozet opartych na przykğadach historycznych (Alani i Al -Kaseem, 

2021). 

W trochň wiňkszej skali Zandavali i Garcia skorzystali z sieci przeciwstawnych przy 

rozwiŃzywaniu problemu generowania wzor·w sğuŨŃcych do pisania instrukcji dla ramienia 

robotycznego odpowiedzialnego za ukğadanie cegieğ. Opracowana metoda brağa pod uwagň 

kolejnoŜĺ ukğadania cegieğ oraz siğy oddziağujŃce na strukturň w trakcie budowy, dziňki czemu 

moŨliwe byğo ksztağtowanie takŨe delikatnych nadwieszeŒ (Zandavali i Garcia, 2019). Yetkin 

i Sorgu­ uŨyli gğňbokiego uczenia maszynowego do eksploracji przestrzeni projektowej 

moŨliwych do wygenerowania struktur kratownicowych. Sieĺ neuronowa zostağa wytrenowana 

do tworzenia propozycji kratownic na podstawie zadanych wymagaŒ dotyczŃcych 

przemieszczenia pod obciŃŨeniem i poŨŃdanej masy konstrukcji (Yetkin i Sorgu­, 2019). Zheng 
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i in. stworzyli algorytm do generowania kielichowych, Ũebrowych konstrukcji stropowych 

moŨliwych do fabrykacji przy pomocy druku 3D. Forma otrzymanych projekt·w strop·w jest 

efektem neuronowej optymalizacji siğ wynikajŃcych z ciňŨaru struktury (Zheng, i in., 2020). 

Detal, materiağy, CAM: optymalizacja 

Niekt·re z zastosowaŒ wymienionych w poprzednich sekcjach mogğoby byĺ traktowanych 

poŜrednio jako zadania optymalizacyjne, jednak warto wspomnieĺ osobno o aplikacjach sieci 

neuronowych, w kt·rych optymalizacja proces·w jest bezpoŜrednim celem koŒcowym 

wykorzystania gğňbokiego uczenia maszynowego. W badaniach Gabreielli Rossi i Paula 

Nicholasa nad algorytmami sterujŃcymi dla robot·w wyposaŨonych w sensory haptyczne, 

uŨyto sieci neuronowych do optymalizacji generowania ŜcieŨek, w spos·b umoŨliwiajŃcy 

robotowi reagowanie na przeszkody obecne w jego bezpoŜrednim otoczeniu. Celem 

optymalizacji byğo proponowanie takich instrukcji, kt·re jednoczeŜnie zapewniajŃ 

najpğynniejszy ruch i minimalizujŃ ryzyko kolizji z przeszkodami. Sieĺ neuronowa byğa wiňc 

zastosowana do optymalizacji wielocelowej. Sterowany na podobnej zasadzie robot 

uniwersalny moŨe byĺ wdraŨany w procesach wytwarzania wspomaganego komputerowo 

w chaotycznych Ŝrodowiskach, w kt·rych system musi dostosowywaĺ siň np. do ludzi 

znajdujŃcych siň w przestrzeni roboczej i powinien odpowiednio reagowaĺ na sytuacje 

nieprzewidywalne (Rossi i Nicholas, 2019). PodobnŃ rolň odgrywajŃ sieci neuronowe 

w proponowanym przez Zhihao Fanga i in. ramowym projekcie wieloagentowego systemu 

sğuŨŃcego budowie struktur ceglanych przez r·j latajŃcych dron·w. W proponowanym systemie 

gğňbokie uczenie maszynowe r·wnieŨ odpowiada za optymalizacjň wielocelowŃ trajektorii lotu 

dron·w, tak by minimalizowaĺ ryzyko kolizji i maksymalizowaĺ trajektorie zbliŨajŃce drony 

do ich indywidualnych cel·w (Fang, i in., 2020). 

Detal, materiağy, CAM: klasyfikacja 

W projektowaniu architektonicznym wspomaganym komputerowo w skali detalu sieci 

neuronowe nie sŃ czňsto wykorzystywane w klasyfikacji. W projekcie ĂLace Wallò autorstwa 

Martina Tamke, Mateusza Zwierzyckiego, Andersa Holdena Deleurana i Yuliyaôi Ġinke 

Baranovskayaôey sieĺ neuronowa zostağa wykorzystana jako czňŜĺ skğadowa bardziej 

zğoŨonego systemu przestrzennego (Rys. 19). Gğňbokie uczenie maszynowe posğuŨyğo 

do eksploracji przestrzeni projektowej poprzez klasyfikacjň i grupowanie moŨliwych 

do uzyskania form instalacji wzglňdem obciŃŨeŒ poszczeg·lnych moduğ·w w rozpatrywanych 

sytuacjach. W ĂLace Wallò sieĺ neuronowa byğa odpowiedzialna za identyfikacjň moduğ·w 
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poddanych dziağaniom warunk·w brzegowych, w kt·rych ze wzglňdu na deformacje konieczne 

byğo przeprowadzenie dalszej optymalizacji. Sklasyfikowane przez sieĺ neuronowŃ moduğy 

przetwarzane byğy ponownie przez algorytm genetyczny, aŨ do osiŃgniňcia optymalnego 

rozwiŃzania mieszczŃcego siň w zadanych zakresach (Tamke, i in., 2017).  

Detal, materiağy, CAM: przewidywanie przyszğoŜci 

W trakcie badaŒ literaturowych trafiğem na jedno zastosowanie w skali detalu urbanistycznego, 

w kt·rym sieci neuronowe zostağy wykorzystywane do kr·tkoterminowego przewidywania 

przyszğoŜci. Jiaxu Wu i in. opracowali metodň przewidywania przyszğych trajektorii ruchu 

poszczeg·lnych pieszych w przestrzeni miejskiej na podstawie monitoringu wideo. MoŨliwoŜĺ 

dynamicznej ekstrapolacji ruchu pieszego w czasie rzeczywistym moŨe byĺ przydatna przy 

projektowaniu szczeg·ğowych rozwiŃzaŒ z zakresu Smart City i ulic aktywnych dynamicznie 

reagujŃcych na zachowanie poszczeg·lnych uŨytkownik·w w celu zwiňkszenia 

bezpieczeŒstwa lub komfortu korzystania z przestrzeni miejskiej (Wu, i in., 2019). W skali 

dğugoterminowej do przewidywania przyszğoŜci moŨna zaliczyĺ takŨe om·wiony wczeŜniej w 

kategorii ewaluacji i przetwarzania danych algorytm przewidujŃcy ŨywotnoŜĺ materiağ·w 

 

Rys. 19. Instalacja przestrzenna ĂLace Wallò autorstwa Tamke, Zwierzyckiego i in. W 

ĂLace Wallò sieci neuronowe zostağy wykorzystane do klasyfikacji moduğ·w, kt·re ze 

wzglňdu na zbyt duŨe deformacje w skali mikro uniemoŨliwiağy stworzenie docelowej formy 

w skali makro (Tamke, i in., 2017).  
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wykoŒczeniowych fasad (Dias, i in., 2013). W publikacji tej autorzy przewidywali stopieŒ 

zuŨycia elewacji na podstawie szeregu czynnik·w obejmujŃcych lokalizacjň, typ wykoŒczenia, 

wiek czy dystans od morza. 

2.3. Luka badawcza ï neuronowe przetwarzanie kontekst·w 

kompozycyjnych, przesğanki 

Jednym z zaskakujŃcych wniosk·w pğynŃcych z kwerendy jest bardzo mağa liczba publikacji 

dotyczŃcych kompozycji przestrzennej. Analizy kompozycyjne przeprowadzane sŃ praktycznie 

we wszystkich skalach projektowo-planistycznych. We wszystkich tych skalach dysponujemy 

teŨ wieloma danymi typu big-data, zawierajŃcymi w sobie wartoŜciowe informacje 

o kompozycji przestrzennej. ZaliczajŃ siň do nich miňdzy innymi bazy projekt·w 

architektonicznych (bazy projekt·w archiwalnych17, projekty skğadane w urzňdach, projekty 

konkursowe, bazy BIM-owskie), cyfrowe reprezentacje przestrzeni miast (bazy GIS, mapy, 

modele Digital Surface Model, zdjňcia satelitarne, geolokalizowane media spoğecznoŜciowe, 

sensory smart-city), czy nawet zdigitalizowane dzieğa sztuki (reprodukcje cyfrowe, skany 

fotogrametryczne, skany laserowe). Konteksty kompozycyjne czňsto sŃ rozlegğe, zğoŨone, 

logicznie rozmyte i trudne do oprogramowania metodami klasycznymi. Analizy przestrzenne 

wymagajŃ duŨo czasu i trzeba je w pewnym stopniu przeprowadzaĺ zar·wno przy 

projektowaniu architektonicznym, planowaniu urbanistycznym i przy zadaniach 

administracyjnych. Badacze poszukujŃ ostatnio moŨliwoŜci automatyzacji czňŜci analiz 

przestrzennych. Anna Jachimowicz z Politechniki Warszawskiej zauwaŨa, Ũe ze wzglňdu na 

ciŃgğy charakter planowania przestrzennego analizy nie powinny byĺ przeprowadzane 

jednorazowo. Automatyzacja proces·w analitycznych oferuje moŨliwoŜĺ wielokrotnego 

przetwarzania zmieniajŃcych siň uwarunkowaŒ, co pozwala zaoszczňdziĺ czas i zasoby biur 

projektowych oraz uğatwia uchwycenie proces·w ciŃgğych, dla kt·rych pojedynczy przekr·j 

danych w jednej chwili jest niewystarczajŃcy (Jachimowicz, 2022; Jachimowicz, 2023). Sieci 

neuronowe pozwalajŃ na automatyzacjň czňŜci proces·w, kt·re dotychczas byğy wykonywane 

przez ludzi, umoŨliwiajŃc przetworzenie duŨych zbior·w danych w kr·tkim czasie.  

 

17  Szczeg·lnie ciekawŃ polskŃ bazŃ projekt·w archiwalnych jest cyfrowa kolekcja Muzeum Architektury 

we Wrocğawiu. Obejmuje ona kilka tysiňcy zdigitalizowanych rysunk·w projektowych z okresu 

miňdzywojennego i powojennego w formie rastrowej (Muzeum Architektury we Wrocğawiu, 2019). 
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Coraz czňŜciej m·wi siň o zastňpowaniu analiz eksperckich przez narzňdzia cyfrowe. 

Czy jednak tak skomplikowany temat, jak kompozycja przestrzenna, moŨe byĺ uchwycony 

przez sieĺ neuronowŃ? Sieci neuronowe juŨ od lat biegle radzŃ sobie z klasyfikacjŃ obrazu 

[np. AlexNet (Krizhevsky, i in., 2012)], jego syntetyzowaniem [Dall-E (Ramesh, i in., 2021), 

Dall-E 2 (Ramesh, i in., 2022)] czy uzupeğnianiem brakujŃcych fragment·w [ImageGPT (Chen, 

i in., 2020), Stable Diffusion (Rombach, i in., 2022)]. Zadania te wymagajŃ praktycznego 

operowania zasadami kompozycyjnymi i pewnego Ărozumieniaò kompozycji przestrzennej 

jako cağoŜci. Mikoğaj MağkiŒski i Jacek MaŒdziuk przeprowadzili w 2022 roku badanie 

przeglŃdowe, w kt·rym bardzo szeroko przeanalizowali skutecznoŜĺ r·Ũnych algorytm·w 

uczenia maszynowego (w tym sieci neuronowych) w abstrakcyjnym rozumowaniu wizualnym 

polegajŃcym na rozwiŃzywaniu test·w matryc Ravena18. Wiele z badanych sieci neuronowych 

osiŃgağo wyniki zbliŨone do tych osiŃganych przez czğowieka, a niekt·re byğy od ludzi 

zdecydowanie lepsze (MağkiŒski i MaŒdziuk, 2022). SkutecznoŜĺ sieci neuronowych w tego 

typu testach jest silnŃ przesğankŃ za postawieniem przypuszczenia, Ũe wsp·ğczesne sieci 

neuronowe sŃ wystarczajŃco potňŨne, by m·c wykorzystaĺ je do rozwiŃzywania rzeczywistych 

problem·w kompozycyjnych. Nawet jeŜli sieci neuronowe nie bňdŃ w stanie zastŃpiĺ eksperta 

mogŃ byĺ wykorzystane jako narzňdzia wspomagajŃce podejmowanie decyzji lub posğuŨyĺ 

w procesie projektowym jako inspiracja. 

Ze 149 przeanalizowanych w kwerendzie pr·b wykorzystania sieci neuronowych 

w projektowaniu wspomaganym komputerowo 27 z nich dotyczyğo morfologii i typologii 

miast, a jedynie 13 poŜrednio odnosiğo siň do kompozycji przestrzennej (Rys. 20). 

W rozwiŃzaniach tych kompozycja przestrzenna traktowana  byğa zazwyczaj jako element 

skğadowy wiňkszych problem·w, a zagadnienia kompozycyjne nie byğy analizowane 

w oddzieleniu od innych zmiennych. WyjŃtkiem jest praca Briana Ho opisana w publikacji 

Making a New City Image, ale zakres rozwaŨaŒ kompozycyjnych przeprowadzonych przez 

autora byğ niestety dosyĺ ubogi i sprowadziğ siň jedynie do klasyfikacji Ădzielnicò 

i Ănie-dzielnicò w miastach na podstawie kolaŨy fotograficznych i odpowiadajŃcych 

im schwarzplan·w (Ho, 2020).  

 

18 Test matryc Ravena ï ang. Ravenôs Progressive Matrices, test inteligencji opracowany przez Johna C. Ravena 

w 1939 roku, polegajŃcy na przewidywaniu kompozycji wizualnej poprawnie wpisujŃcej siň w zadanŃ macierz 

kompozycji nadajŃcych kontekst (Raven, 2000). 
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Rys. 20. Artykuğy poŜrednio dotyczŃce morfologii urbanistycznej, kompozycji przestrzennej 

oraz artykuğy przeglŃdowe w publikacjach dotyczŃcych komputerowego wspomagania 

projektowania architektonicznego przy wykorzystaniu sieci neuronowych. Opracowanie 

wğasne. 

PodsumowujŃc, przeprowadzona kwerenda ujawnia, Ũe pomimo potencjağu sieci neuronowych 

w rozwiŃzywaniu problem·w pokrewnych do kompozycji przestrzennej, istnieje zaskakujŃco 

mağa liczba publikacji skupiajŃcych siň bezpoŜrednio na tym zagadnieniu. ChociaŨ technologia 

gğňbokiego uczenia maszynowego zdaje siň wystarczajŃco rozwiniňta, by wspieraĺ 

automatyzacjň analiz kompozycyjnych w r·Ũnych skalach projektowych i procesach 

urbanistycznych, temat ten pozostaje niedostatecznie eksplorowany w literaturze. Wyniki 

kwerendy sugerujŃ potrzebň dalszych badaŒ i rozwoju narzňdzi cyfrowych w tej dziedzinie. 

2.4. Punkty gğ·wne kompozycji przestrzennej 

2.4.1. Elementy kompozycyjne i ich przetwarzanie maszynowe 

Cyfrowe narzňdzia sğuŨŃce rozpoznawaniu i przetwarzaniu kontekst·w kompozycyjnych mogŃ 

byĺ przydatne wszňdzie tam, gdzie konieczne jest podejmowanie decyzji poprzez przesğanki 

wynikajŃce z uwarunkowaŒ kompozycyjnych. W myŜl Ustawy o planowaniu 

i zagospodarowaniu przestrzennym uwarunkowania kompozycyjno-estetyczne bezpoŜrednio 

przekğadajŃ siň na jakoŜĺ przestrzeni, jej harmoniň i sŃ jednym z wyznacznik·w osiŃgniňcia 

ğadu przestrzennego (Sejm RP, 2003). Ekstraktory zasad kompozycyjnych mogğyby uğatwiĺ 

urzňdom pracň przy sporzŃdzaniu plan·w og·lnych gmin, plan·w rewitalizacji, tworzeniu 

miejscowych plan·w zagospodarowania przestrzennego, podejmowaniu decyzji o warunkach 
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zabudowy i formuğowaniu dokument·w strategicznych. Uwarunkowania kompozycyjne mogŃ 

przekğadaĺ siň na podziağ funkcjonalny miasta, a w szczeg·lnoŜci na lokalizacjň waŨnych 

funkcji publicznych. W skali urbanistycznej pracownie projektowe mogğyby wykorzystywaĺ 

sieci neuronowe przy projektowaniu ukğad·w urbanistycznych wpisujŃcych siň w okolicznŃ 

zabudowň. Dziňki neuronowym ekstraktorom zasad kompozycyjnych deweloperom ğatwiej 

byğoby identyfikowaĺ kompozycyjnie podkreŜlone lokalizacje nowych inwestycji, co przekğada 

siň na ich atrakcyjnoŜĺ i wartoŜĺ. Biura architektoniczne takŨe zyskağyby moŨliwoŜĺ 

zautomatyzowanego odczytywania uwarunkowaŒ przestrzennych projektowanej inwestycji. 

Dobrym punktem wyjŜcia do przeanalizowania moŨliwoŜci aplikacji sieci neuronowych 

w problematyce kompozycji przestrzennej jest przyjrzenie siň klasycznym elementom 

kompozycyjnym, opracowanym przez teoretyk·w oraz praktyk·w formy i kompozycji 

architektoniczno-urbanistycznej. Juliusz ŧ·rawski w pracy O Budowie Formy 

Architektonicznej wyr·Ũnia nastňpujŃce elementy i aspekty kompozycji przekğadajŃce siň na jej 

charakter, estetykň oraz na spoistoŜĺ formalnŃ: 

¶ CzňŜci proste, z kt·rych skğada siň kompozycja. Odczytywane jako osobne elementy 

wiňkszych cağoŜci (s. 18). 

¶ Grupy element·w, kt·re same stanowiŃ kompozycjň punkt·w skğadowych, ale same 

stajŃ siň punktami w kompozycji bardziej zğoŨonej (s. 28). 

¶ Punkty gğ·wne oraz punkty waŨne umieszczone w miejscach formalnie podkreŜlonych, 

przez co wybijajŃ siň spomiňdzy innych punkt·w (s. 48, 118). 

¶ Dominanty, czyli przyciŃgajŃce uwagň formy silne (s. 28). 

¶ Liczbň element·w, kt·re daje siň percepcyjnie od siebie odr·Ũniĺ i policzyĺ w liczbie 

od jednego do piňciu, a kt·re powyŨej tej liczby stanowiŃ niepoliczalnŃ grupň Ăwieluò 

(s. 27). 

¶ PoğoŨenie elementu, kt·ry moŨe byĺ osadzony w kompozycji spoiŜcie lub rzucony 

bardziej swobodnie (s. 90). 

¶ OsiowoŜĺ i powiŃzanŃ z niŃ symetriň osiowŃ (s. 36, 79). 

¶ KŃty ustanowione przez osie, kt·re, jeŜli sŃ ortogonalne, sprzyjajŃ spoistoŜci formy 

(s. 79). 

¶ Rytm, kt·ry musi mieĺ wiňcej niŨ 3 lub 4 elementy skğadowe (w zaleŨnoŜci od 

otaczajŃcego kontekstu), poniewaŨ inaczej odczytywany jest jedynie jako pewien ukğad 

osiowy (s. 62, 74, 110). 
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¶ Pole dziağania formalnego oznaczajŃce obszar oddziağywania elementu w kompozycji 

(s. 103, 117). 

¶ WytycznŃ generalnŃ, czyli gğ·wnŃ zasadň kompozycyjnŃ decydujŃcŃ miňdzy innymi  

o swobodnoŜci lub spoistoŜci ukğadu (s. 120). 

Opr·cz powyŨszych ŧ·rawski wyr·Ũnia takŨe powiŃzane z nimi rodzaje form przestrzennych: 

¶ Formy oraz otoczenie stanowiŃce dla nich tğo. Tğo takŨe moŨe siň skğadaĺ z form, jednak 

w zestawieniu z formŃ silniejszŃ o mocnym konturze zostajŃ one percepcyjnie 

zepchniňte do roli tğa (s. 66). 

¶ Formy spoiste (uporzŃdkowane, czytelne, harmonijne) oraz formy swobodne (bezğadne, 

z nieczytelnŃ wytycznŃ generalnŃ, organiczne) (s. 23). 

¶ Silniejsze formy matki i podporzŃdkowane im formy skğadowe (s. 30). 

¶ Formy zaleŨne od czňŜci i formy od nich niezaleŨne (s. 31). 

¶ Ograniczone formy skoŒczone i otwarte formy nieskoŒczone (ŧ·rawski, 1962, s. 101). 

W ksiŃŨce Architecture Form, Space, & Order Francis D.K. Ching trochň szerzej niŨ ŧ·rawski 

wyr·Ũnia wiňcej podstawowych element·w kompozycyjnych i podaje rodzaje zğoŨonych z nich 

kompozycji. Ching proponuje nastňpujŃcy podziağ typologiczny kompozycji przestrzennych: 

¶ Kompozycje oparte na siatkach regularnych (s. 66, 230). 

¶ Kompozycje oparte na siatkach nieregularnych (s. 72). 

¶ Kompozycje centralne (s. 198). 

¶ Kompozycje radialne (s. 216). 

¶ Kompozycje liniowe (s. 206). 

¶ Kompozycje klastrowe (s. 222). 

¶ Kompozycje hierarchiczne, w kt·rych jedne elementy sŃ waŨniejsze od innych (s. 212). 

W obrňbie tych typ·w kompozycyjnych Ching wyr·Ũnia nastňpujŃce elementy oraz zasady 

ich porzŃdkowania: 

¶ Punkty i centra, czyli percepcyjnie nierozdzielane elementy podstawowe odczytywane 

jako obiekty bezwymiarowe (s. 4, 216). 

¶ Pğaszczyzny odczytywane jako podstawowe elementy dwuwymiarowe (s. 14). 

¶ ObjňtoŜci odczytywane jako podstawowe elementy tr·jwymiarowe (s. 14). 

¶ Dominanty podkreŜlone przez wğasnŃ formň lub umiejscowienie (s. 206). 
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¶ Data (l. poj. Datum), czyli elementy odniesienia zbierajŃce i organizujŃce kompozycjň 

w cağoŜĺ podobnie do piňciolinii w zapisie nutowym (s. 366). 

¶ Grupy element·w tworzŃce wiňksze cağoŜci. JuŨ dwa punkty zaczynajŃ wyznaczaĺ 

miňdzy sobŃ pochodnŃ oŜ (s. 6). 

¶ Linie, osie i naprowadzenia, czyli elementy podstawowe o jednym z wymiar·w 

zdecydowanie wiňkszym od pozostağych lub grupy element·w uğoŨonych liniowo 

(s. 8, 62, 206, 242, 340). 

¶ Symetrie osiowe lub punktowe (s. 222, 348). 

¶ Rytmy proste, niejednostajne lub progresywnie zmienne (s. 382). 

¶ PodobieŒstwa czňŜci odczytywane jako pokrewieŒstwo fragment·w kompozycji 

(s. 222). 

¶ Klastry obejmujŃce wiele wyr·ŨniajŃcych siň z otoczenia element·w podstawowych 

tworzŃcych percepcyjnie czytelnŃ cağoŜĺ (s. 68). 

¶ Skale oznaczajŃce rozmiary element·w lub wizualne postrzeganie ich rozmiar·w 

zaleŨne od poğoŨenia obserwatora (s. 293, 330, 333). 

¶ Proporcje bňdŃce wzajemnymi relacjami miňdzy rozmiarami element·w (s. 29). 

¶ Hierarchie wedğug rozmiar·w, form czy lokalizacji (s. 358). 

¶ Transformacje, oznaczajŃce przetworzenie kompozycji lub ich czňŜci zachowujŃce 

pierwotne znaczenie (s. 402).. 

¶ Krawňdzie, czyli liniowe granice formy (s. 82). 

¶ NaroŨniki bňdŃce zağamaniami krawňdzi i punktowymi ograniczeniami formy (s. 82). 

¶ Peğnie, czyli tr·jwymiarowe objňtoŜci ograniczajŃce pustŃ przestrzeŒ (s. 96). 

¶ Pustki, czyli przestrzenie miňdzy elementami peğnymi (s. 96). 

¶ Pňtle oznaczajŃce ciŃgğe obrysy biegnŃce przez kompozycjň lub dookoğa niej (s. 222). 

¶ ścieŨki stanowiŃce sekwencyjny, linearny plan poruszania siň uŨytkownika 

w przestrzeni (s. 264). 

¶ ZakoŒczenia osi, ŜcieŨki lub rytmu (s. 278). 

¶ WejŜcia i otwarcia wyznaczajŃce poczŃtek nowej ŜcieŨki (Ching, 2007, s. 250, 283). 

W Elementach Kompozycji Urbanistycznej Kazimierz Wejchert zwraca uwagň gğ·wnie 

na kompozycjň tkanki miejskiej i wyr·Ũnia: 

¶ Elementy krystalizujŃce, wok·ğ kt·rych narasta reszta kompozycji (s. 52). 
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¶ Ulice i drogi, czyli liniowe elementy przeznaczone do ruchu uŨytkownik·w przestrzeni 

(s. 56). 

¶ Rejony wyr·ŨniajŃce siň pod jakimŜ wzglňdem od innych obszar·w (s. 59). 

¶ Linie i pasma graniczne bňdŃce wyraŦnymi ograniczeniami przestrzeni lub stanowiŃce 

przerwy miňdzy poszczeg·lnymi rejonami (s. 64). 

¶ Dominanty ukğadu przestrzennego, czyli elementy o duŨym znaczeniu (s. 67). 

¶ Wybitne elementy krajobrazu bňdŃce swoistŃ wizyt·wkŃ danej przestrzeni (s. 71). 

¶ Punkty wňzğowe, w kt·rych stykajŃ siň elementy przestrzenne o r·Ũnych strukturach 

(s. 71). 

¶ Znaki szczeg·lne unikalne dla konkretnej przestrzeni i wyr·ŨniajŃce jŃ (Wejchert, 1984, 

s. 74, 90). 

W odr·Ũnieniu od Wejcherta, Kevin Lynch pisze o mentalnych, dwuwymiarowych mapach 

przestrzeni miejskiej. W The Image of the City opisuje nastňpujŃce elementy kompozycyjne: 

¶ Drogi, czyli linie, wzdğuŨ kt·rych przemieszcza siň uŨytkownik przestrzeni (s. 49). 

¶ Wňzğy, czyli miejsca przecinania siň element·w liniowych (s. 72). 

¶ Charakterystyczne elementy krajobrazu, czyli punkty orientacyjne, na podstawie 

kt·rych uŨytkownicy okreŜlajŃ swoje poğoŨenie (s. 78). 

¶ Rejony, czyli elementy powierzchniowe (s. 66). 

¶ Krawňdzie rozumiane jako linie rozgraniczajŃce obszary oraz bariery i nieciŃgğoŜci 

przestrzeni (Lynch, 1960, s. 62). 

Wymienione powyŨej elementy kompozycyjne, zasady ich porzŃdkowania oraz typy 

kompozycji przestrzennych wydajŃ siň moŨliwe do przedstawienia maszynowego. Modele sieci 

neuronowych wykazujŃce przestrzenne uprzedzenie dotyczŃce struktury danych (Mitchell, 

2017), takich jak sieci CNN, mogŃ dobrze radziĺ sobie z przetwarzaniem element·w 

kompozycyjnych (DzieduszyŒski, 2022b) charakteryzowanych przez ich relacje geometryczne 

(punkty gğ·wne, osie kompozycyjne, osie symetrii, rejony, klastry, rozmiary, proporcje, etc.). 

Modele sekwencyjne takie jak RNN, LSTM czy transformery moŨna wykorzystaĺ 

do przetwarzania element·w uporzŃdkowanych sekwencyjnie w pewne logiczne ciŃgi (ŜcieŨki, 

drogi, rytmy, hierarchie lub transformacje ukğadu na osi czasu). 
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2.4.2. Punkty gğ·wne w teorii kompozycji przestrzennej 

Jednym z waŨniejszych element·w kompozycyjnych, na kt·re zwracajŃ uwagň teoretycy, 

sŃ punkty gğ·wne i punkty formalnie podkreŜlone. Ich waga wynika z psychosomatycznych 

uwarunkowaŒ czğowieka, kt·ry przyciŃgany jest przez podkreŜlone kompozycyjnie, 

dominujŃce formy. Zjawisko to trafnie podsumowuje w swojej pracy o ksztağtowaniu panoram 

miejskich Karolina SobczyŒska: 

Ă[W] (é) obserwatorze przestrzeni miasta, powstajŃ wraŨenia og·lne pochodzŃce 

od cağoŜci obrazu, ale teŨ nastňpuje rejestracja czŃstkowa niekt·rych element·w, 

po kt·rych przesuwa siň jego wzrok. DominujŃce doznanie powstaje w momencie, kiedy 

wzrok czğowieka zatrzymuje siň na formie architektonicznej, kt·ra w jakiŜ spos·b 

wyr·Ũnia siň od pozostağych form lub formie, kt·ra stanowi gğ·wny punkt kompozycji 

przestrzennej. (é) TendencjŃ czğowieka obserwujŃcego jakŃŜ formň czy kompozycjň 

z pewnej odlegğoŜci jest poszukiwanie punktu gğ·wnego, dominanty ukğadu.ò 

(SobczyŒska, 2021, s. 64) 

Wedğug ŧ·rawskiego punkty gğ·wne to waŨne punkty kompozycji przestrzennej umieszczone 

w miejscach formalnie podkreŜlonych. WybijajŃ siň one na pierwszy plan spomiňdzy innych 

punkt·w i sŃ potencjalnym miejscem dla umieszczenia dominanty. Opr·cz punkt·w gğ·wnych 

sŃ takŨe punkty waŨne, kt·re takŨe sŃ formalnie podkreŜlone, jednak nie zawsze stanowiŃ 

dla kompozycji pojedynczy punkt gğ·wny. W punkcie formalnie podkreŜlonym niekoniecznie 

musi znajdowaĺ siň jakiŜ obiekt architektoniczny. Punkt gğ·wny moŨe byĺ pustkŃ, przejŜciem, 

potencjağem dla pojawienia siň czegoŜ lub kogoŜ. ŧ·rawski odr·Ũnia takŨe od punkt·w 

gğ·wnych jŃdra kompozycji, kt·rych waŨnoŜĺ nie wynika z kompozycji formalnej, 

a jest uwarunkowana przez ich znaczenie funkcjonalne. Przykğadowo jŃdrem kompozycji 

w piramidzie jest ukryta komora grobowa, a podkreŜlony formalnie jest jej szczyt. Zesp·ğ jŃdra 

nie musi byĺ formalnie podkreŜlony przez punkt gğ·wny, ale gdy tak siň dzieje, sprzyja 

to spoistoŜci formy (ŧ·rawski, 1962). 

Ching takŨe poŜrednio nawiŃzuje do idei punkt·w gğ·wnych, jednak nie nazywa ich wprost. 

M·wi o dominantach ze wzglňdu na umiejscowienie, wyznaczonych przykğadowo przez 

zakoŒczenie zağoŨenia osiowego czy centralnoŜĺ punktu. Drugorzňdnymi punktami formalnie 

podkreŜlonymi sŃ takŨe r·Ũne akcenty wizualne. Formalnie podkreŜlone bywajŃ naroŨniki, 

jednak nie kaŨdy naroŨnik ma wystarczajŃcŃ wagň, by od razu uzyskaĺ rangň punktu gğ·wnego. 



86 

 

Ching zwraca uwagň takŨe na punkty wyznaczone przez wňzğy zağoŨeŒ sieciowych 

oraz zakoŒczenia i rozpoczňcia waŨnych dla uŨytkownik·w przestrzeni ŜcieŨek (Ching, 2007). 

Wejchert m·wi o dw·ch kategoriach element·w kompozycyjnych, wpisujŃcych siň w kategoriň 

gğ·wnych punkt·w formalnie podkreŜlonych. Pierwszymi sŃ dominanty ukğadu przestrzennego 

wyr·ŨniajŃce siň w skali architektonicznej ze wzglňdu na swoje umiejscowienie w kompozycji 

miejskiej, unikalnoŜĺ oraz topografiň terenu (np. jako punkty najwyŨsze). Dominanty mogŃ 

takŨe byĺ podkreŜlone przez naprowadzenia widokowe, otwarcia szczelinowe, otwarcia wŃskie 

lub kierunkowe. Druga kategoria to znaki szczeg·lne, czyli punkty w mieŜcie o nieco mniejszej 

wadze, kt·re, mimo Ũe nie sŃ dominantami, zapisujŃ siň w mapie mentalnej uŨytkownik·w 

miast ze wzglňdu na swojŃ unikalnoŜĺ (mogŃ to byĺ przykğadowo atrakcyjne rzeŦby czy 

elewacje). Wejchert w kontekŜcie komunikacyjnym wyr·Ũnia takŨe punkty wňzğowe 

umoŨliwiajŃce zmianň trybu transportu, kt·re majŃ bardzo waŨnŃ pozycjň w mapach 

mentalnych uŨytkownik·w miast, jednak niekoniecznie muszŃ stanowiĺ formalnie podkreŜlone 

punkty gğ·wne (Wejchert, 1984). Kevin Lynch zwraca uwagň na punkty orientacyjne (ang. 

landmarks), kt·re mogŃ mieĺ r·Ũne skale, ale niezaleŨnie od rozmiar·w 

sŃ dobrze zapamiňtywalne ze wzglňdu na znaczŃcŃ lokalizacjň w kompozycji przestrzennej. 

Punkty orientacyjne czňsto sŃ podkreŜlone przez ich wysokoŜĺ i widocznoŜĺ, przez co stanowiŃ 

formy wyr·ŨniajŃce siň z tğa (Lynch, 1960). 

PodsumowujŃc, w kontekŜcie przestrzeni miejskiej punkty gğ·wne to waŨne geometrycznie 

punkty znajdujŃce siň w miejscach formalnie podkreŜlonych. PodporzŃdkowujŃ one sobie 

cağoŜĺ okolicznej kompozycji przestrzennej. W pojedynczym zağoŨeniu moŨe wystňpowaĺ 

jeden punkt gğ·wny, kilka r·wnorzňdnych i najwaŨniejszych punkt·w formalnie podkreŜlonych 

lub kompozycja moŨe byĺ takich punkt·w pozbawiona. W takim przypadku wszystkie 

elementy kompozycyjne znajdujŃce siň w polu percepcji sŃ r·wnie waŨne (MaryŒczuk, 2012). 

Punkty gğ·wne mogŃ mieĺ zar·wno charakter pozytywowy (znaczŃca forma wyr·ŨniajŃca siň 

z tğa) lub negatywowy (pustka bňdŃca potencjağem do pojawienia siň czegoŜ). Punkt taki moŨe 

wiňc stanowiĺ dominantň przestrzennŃ, ale takŨe byĺ placem miejskim ï miejscem dla 

aktywnoŜci publicznych. Jego umiejscowienie moŨe byĺ podkreŜlone przez kompozycjň 

miejskŃ oraz topografiň terenu. Przykğadowo, podkreŜlenie takie moŨe mieĺ formň przeciňcia 

czy zakoŒczenia osi, lub zağoŨenia radialnego, kierujŃcego uwagň na punkt centralny. 

Ze wzglňdu na swojŃ lokalizacjň, widocznoŜĺ i znaczŃcŃ skalň punkty gğ·wne mogŃ peğniĺ 

funkcjň punkt·w orientacyjnych. 
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2.4.3. Punkty gğ·wne spontaniczne i projektowane 

Punkty gğ·wne zazwyczaj krystalizujŃ siň w przestrzeni miejskiej spontanicznie na skutek 

nawarstwienia wielu, rozğoŨonych w czasie decyzji projektowych, plan·w i zdarzeŒ 

przypadkowych. Co wiňcej, poszczeg·lne zespoğy kompozycyjne zdefiniowane na r·Ũnych 

ukğadach punkt·w formalnie podkreŜlonych wzajemnie siň na siebie nakğadajŃ i nawarstwiajŃ 

(Mironowicz i Ossowicz, 1997). Kompozycja przestrzenna jest fenomenem rozpiňtym 

w czasie. Katarzyna Pluta zwraca uwagň, Ũe Ă[r]ola kompozycji w ksztağtowaniu miasta polega 

na ochronie jego kulturowego oblicza z zastosowaniem historycznej kontynuacjiò (Pluta, 2014, 

s. 79). Projektanci inspirowani zastanŃ topografiŃ, ukğadem komunikacyjnym, symbolicznym 

znaczeniem lokalizacji, czy wczeŜniejszŃ zabudowŃ mogŃ intuicyjnie podkreŜlaĺ kolejnymi 

interwencjami rangň danego miejsca zwiňkszajŃc stopniowo jego wagň w kompozycji 

przestrzennej. Jak pisze w Jňzyku wzorc·w Christopher Alexander o wzorcach formujŃcych 

siň w skali urbanistycznej: 

ĂTe wzorce nigdy nie mogŃ byĺ çzaprojektowaneè czy çzbudowaneè za jednym 

zamachem ï wzrastajŃ one po kawağku, sŃ projektowane w spos·b, w kt·rym kaŨde 

pojedyncze dziağanie zawsze pomaga w tworzeniu lub generowaniu wzorc·w 

globalnych(é)ò [tğumaczenie wğasne] (Alexander, i in., 1977, s. XIX). 

Spontaniczne wydarzenia formujŃce jedne punkty gğ·wne mogŃ doprowadzaĺ jednoczeŜnie 

do zatarcia pozycji innych punkt·w. Przykğadem organicznie ewoluujŃcego punktu gğ·wnego 

moŨe byĺ opisany przez Kevina Lyncha gmach State House w Bostonie. Miejsce to poczŃtkowo 

byğo podkreŜlone przez topografiň terenu jako zağamanie krawňdzi wzg·rza Beacon Hill. 

Dodatkowo jedna z gğ·wnych dr·g bostoŒskich (obecnie Beacon Street), skrňcajŃc nagle wraz 

z ukğadem terenu, wyznaczyğa swojŃ osiŃ domagajŃcy siň zaakcentowania punkt. Ekspozycja 

widokowa przeğoŨyğa siň na decyzjň o zlokalizowaniu tam w 1798 roku zaprojektowanego 

przez Charlesa Bulfincha gmachu miejskiego. PowiŃzanie miejsca z waŨnŃ funkcjŃ jeszcze 

bardziej zwiňkszyğo jego rangň, przez co gmach byğ wielokrotnie rozbudowywany, a w 1874 

roku jego szczyt zaakcentowano zğotŃ kopuğŃ. W 1960 roku, gdy Lynch prowadziğ swoje 

badania, zğota kopuğa wybijajŃca siň na tle nieba, widoczna z kaŨdego punktu Parku Boston 

Common i znajdujŃca siň na zakoŒczeniu kilku osi komunikacyjnych, zdecydowanie stanowiğa 

punkt gğ·wny cağego zağoŨenia urbanistycznego Beacon Hill (Lynch, 1960). W kolejnych 

latach jednak, z kaŨdym ukoŒczonym bostoŒskim wieŨowcem, ranga State House stopniowo 

malağa. Obecnie ginŃca wŜr·d betonowych i szklanych prostopadğoŜcian·w zğota kopuğa 
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stanowi punkt formalnie podkreŜlony jedynie w lokalnej skali naroŨnika parku Boston 

Common (Rys. 21). 

O ile opisywane przez Alexandra wzorce spoğeczno-przestrzenne potrzebujŃ czasu, 

by siň w peğni uformowaĺ, to czysto formalnie rozumiane punkty gğ·wne mogŃ jednak takŨe 

byĺ tworzone przez celowe, pojedyncze decyzje projektowe. świadomie projektujŃc otwarcia 

widokowe i formujŃc linie naprowadzajŃce, architekt czy urbanista moŨe tworzyĺ cağoŜciowe 

kompozycje rozpiňte na planowanych punktach gğ·wnych. Przykğadem moŨe byĺ ujazdowskie 

zağoŨenie plac·w gwiaŦdzistych z lat 70. osiemnastego wieku, w kt·rym centra plac·w 

stanowiŃ r·wnorzňdne wzglňdem siebie wňzğy zağoŨenia sieciowego (Szwankowski, 1970). 

Osie wyznaczone wŜr·d podwarszawskich p·l (Zannoni, 1772; Aubert i Tardieu, 1788) stağy 

siň szkieletem pod jedno z najbardziej rozpoznawalnych warszawskich zağoŨeŒ 

urbanistycznych (Rys. 22).  

2.4.4. Punkty gğ·wne a skala kompozycji 

ZağoŨenie ujazdowskie dobrze ilustruje kolejnŃ cechň punkt·w gğ·wnych (i og·lnie 

kompozycji przestrzennych), mianowicie ich charakter fraktalny. W zaleŨnoŜci od przyjňtej 

skali analizowanej przestrzeni bňdziemy zwracaĺ uwagň na punkty gğ·wne o r·Ũnych polach 

oddziağywania formalnego. W skali cağej warszawskiej dzielnicy śr·dmieŜcie plac Zbawiciela 

stanowi jedynie jeden z kilku formalnie podkreŜlonych punkt·w wňzğowych cağego zağoŨenia 

  

Rys. 21. Zğota kopuğa State House w Bostonie 

ginŃca na tle nowszych wieŨowc·w, m.in. One 

Beacon Street z roku 1972 (fot. Google Maps, 

2023) 

Rys. 22. Widok na plac Zbawiciela 

bňdŃcy punktem gğ·wnym zağoŨenia 

gwiaŦdzistego (fot. Google Maps, 2023) 
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ujazdowskiego. JeŜli zbliŨymy siň do tr·jkŃta wyznaczonego przez osie ulic WaryŒskiego, 

Koszykowej i al. Armii Ludowej, to plac Zbawiciela przyjmie charakter pojedynczego punktu 

gğ·wnego jako centrum zağoŨenia gwiaŦdzistego. Gdy zbliŨymy siň jeszcze bardziej do samego 

placu, nasza uwaga padnie juŨ bezpoŜrednio na koŜci·ğ NajŜwiňtszego Zbawiciela jako 

dominanty przestrzennej lub na sam centralny punkt placu wyznaczony przez przeciňcie osi 

widokowych (jeŜli koŜci·ğ Zbawiciela nie pojawi siň akurat w polu naszej percepcji)19. Punkty 

gğ·wne nie wystňpujŃ w pojedynczej, wğaŜciwej sobie skali. UwidaczniajŃ siň wzglňdnie 

pğynnie w zaleŨnoŜci od przyjňtego w danej chwili zakresu pola postrzegania i mogŃ 

funkcjonowaĺ w skali zar·wno urbanistycznej, architektonicznej, jak i detalu. W skali 

wielkomiejskiej punkty gğ·wne bňdŃ budowane przez elementy takie jak: bramy, ciŃgi 

komunikacyjne, ulice wlotowe do miasta, stağe elementy przestrzenne planu miasta, zağoŨenia 

przestrzenne w duŨej skali, ukğad komunikacyjny oraz gğ·wne elementy toŨsamoŜci miasta 

takie jak doliny rzeczne i skarpy (Pluta, 2001). W mniejszej skali pojedynczego placu punkty 

gğ·wne bňdŃ wyznaczane przez detal Ŝcian, podğogi i stropu wnňtrza urbanistycznego. Detale 

te uczytelniajŃ i harmonizujŃ kompozycjň przestrzennŃ. Najwiňksze znaczenie majŃ detale 

podğogi urbanistycznej, takie jak: naprowadzajŃce tafle wody, rysunki na posadzce, mağa 

architektura, zr·Ũnicowania materiağowe, porňcze, pochylnie i murki. W drugiej kolejnoŜci 

wpğyw majŃ Ŝciany wnňtrza przez samŃ tektonikň pierzei, ale teŨ szpalery zieleni, pergole, 

skarpy, elementy rytmiczne, bramy czy tablice reklamowe. W skali tej najmniejszŃ wagň ma 

pğaszczyzna stropu dysponujŃca zadaszeniami, ğŃcznikami architektonicznymi czy liniami 

energetycznymi (Pluta, 2014). 

2.4.5. Znaczenia punkt·w gğ·wnych 

Znaczenie funkcjonalne i spoğeczne 

Punkty gğ·wne nie sŃ jedynie stricte geometrycznym fenomenem zaleŨnym od fizycznego 

zagospodarowania miasta. Elementy te zawsze bňdŃ miağy swoje znaczenia takŨe w wymiarach 

funkcjonalnym, spoğecznym, symbolicznym i ekonomicznym. Ze wzglňdu na ich wagň 

w kompozycji przestrzennej punkty gğ·wne naturalnie zyskujŃ takŨe na atrakcyjnoŜci w sferze 

 

19  Napiňcie miňdzy tymi dwoma kandydatami na punkt gğ·wny kompozycji uzyskağo swojŃ symbolicznŃ 

kulminacjň w momencie zlokalizowania w centrum placu Zbawiciela sğynnej tňczy projektu artystki Julity W·jcik. 

Ğuk tňczy jeszcze bardziej zaakcentowağ przeciňcie osi ulic i odciŃgnŃğ uwagň od koŜcioğa Zbawiciela. 
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funkcjonalnej. Radialne przeciňcie kilku osi multimodalnego transportu wyznacza punkt 

dla wňzğa przesiadkowego. Dominanta wysokoŜciowa ze wzglňdu na swoje gabaryty pozwala 

na lokalizacjň w swoim wnňtrzu atrakcyjnych funkcji o duŨej intensywnoŜci. Naprowadzenia 

i ekspozycje widokowe zwiňkszajŃ rangň miejsca w mapach mentalnych uŨytkownik·w 

przestrzeni, zwiňkszajŃc wartoŜĺ ekonomicznŃ miejsca i przekğadajŃc siň na potrzebň 

lokowania funkcji spoğecznie waŨnych. Niemiecki geograf i etnograf Friedrich Ratzel w swojej 

Antropogeografii postawiğ wrňcz tezň, Ũe Ũadne miasto nie moŨe powstaĺ bez istnienia 

pierwotnego punktu gğ·wnego wyznaczonego przez centralnoŜĺ, skrzyŨowanie szlak·w 

komunikacyjnych i dostňpnoŜĺ topograficznŃ (Ratzel, 1882). Osada zlokalizowana w takim 

miejscu dziağa jako punkt ŜciŃgajŃcy kontakty, zar·wno z otaczajŃcych teren·w wiejskich, 

jak i z sŃsiednich miast. Punkty gğ·wne mogŃ dziağaĺ jak generatory rozwoju organizujŃce 

strukturň cağych miast (Mironowicz, 2013).  

W Jňzyku Wzorc·w Christopher Alexander, wychodzŃc od spoğecznych zağoŨeŒ formowania 

siň miast, m·wi o dw·ch skalach centr·w w tkance urbanistycznej. W skali obszar·w 

zamieszkanych przez 300 tysiňcy mieszkaŒc·w identyfikuje intensywne centra miejskie bňdŃce 

jŃdrami dla cağych region·w miejskich. Przy proponowanym przez Alexandra ukğadzie 

palczastych zatok miejsko-wiejskich 20 , centra takie majŃ tendencjň do formowania 

siň na przeciňciu osi stykajŃcych siň ze sobŃ podğuŨnych zatok miejskich (Alexander, i in., 

1977, s. 59). W bardziej lokalnej skali obszar·w zamieszkağych przez 7 tysiňcy mieszkaŒc·w 

Alexander pisze o centrach wsp·lnotowych, wynikajŃcych ze struktury sŃsiedzkiej miasta. 

Centra te sŃ uwarunkowane przez dzienne migracje mieszkaŒc·w, presjň ekonomicznŃ i ukğad 

morfologiczny klastr·w sŃsiedzkich. Tom Brennan w latach 40. zauwaŨyğ na przykğadzie 

angielskiego miasta Wolverhampton, Ũe zlewiska funkcjonalne centr·w lokalnych nie majŃ 

formy zbliŨonej do okrňg·w, a bardziej do p·ğokrňg·w, w kt·rych handlowe centra lokalne 

powiŃzane z wňzğami komunikacyjnymi przesuniňte sŃ w kierunku gğ·wnego centrum cağego 

miasta (Brennan, 1948). Wynika to z determinujŃcej dzienne migracje ludnoŜci siğy 

przyciŃgania centrum gğ·wnego oddziağujŃcego na obszarze cağego miasta (Rys. 23).  

 

20 Ang. City Country Fingers oznaczajŃce wydğuŨone pasma gňstej zabudowy miejskiej o szerokoŜci do jednej 

mili , rozdzielone przez bardziej naturalne pasma zabudowy wiejskiej o szerokoŜci minimum jednej mili 

(Alexander, i in., 1977, s. 25) 
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Rys. 23. Zlewiska centr·w 

lokalnych Brennana. Centra 

lokalne przesuniňte 

sŃ w kierunku gğ·wnego 

centrum miasta [na 

podstawie (Brennan, 1948)]  

Rys. 24. Centra 

ekscentryczne Alexandra. 

ZnajdujŃce siň na granicach 

miňdzy obszarami 

spoğecznoŜci [na podstawie 

(Alexander, i in., 1977)]  

Rys. 25. ZbliŨenie 

na centrum ekscentryczne 

Alexandra. NaprowadzajŃ 

na nie ŜcieŨki i bariery 

wyznaczajŃce obszar 

spoğecznoŜci. Opracowanie 

wğasne 

Alexander rozwija myŜl Brennana i proponuje struktury Ăcentr·w ekscentrycznychò 

zlokalizowanych na granicy pomiňdzy sŃsiadujŃcymi ze sobŃ spoğecznoŜciami. Centrum takie 

obsğuguje gğ·wnie spoğecznoŜĺ znajdujŃcŃ siň w wiňkszym oddaleniu od centrum gğ·wnego 

miasta (Rys. 24). Ekscentryczne centra powinny krystalizowaĺ siň w okolicy bramy ğŃczŃcej 

sŃsiednie spoğecznoŜci. Lokalizacja taka generuje naprowadzenia geometryczne ï z jednej 

strony przez ŜcieŨki, ulice i przejŜcia zbiegajŃce siň w rejonie bramy, z drugiej przez bariery 

wyznaczajŃce granice odrňbnych spoğecznoŜci, Bariery naprowadzajŃce na centrum mogŃ mieĺ 

formň pierzei zabudowy, szpaler·w zieleni, barier topograficznych, ciek·w wodnych czy linii 

kolejowych (Rys. 25). Centra ekscentryczne charakteryzujŃ siň najwiňkszŃ w sŃsiedztwie 

gňstoŜĺ zabudowy (z gradientem intensywnoŜci malejŃcym w miarň oddalania siň od centrum 

gğ·wnego miasta). W obrňbie centr·w ekscentrycznych znajdujŃ siň waŨne przestrzenie 

publiczne, takie jak ulice i place handlowe uzupeğnione o wňzğy komunikacyjne. Centra te 

powstajŃ wzdğuŨ barier i gğ·wnej osi naprowadzajŃcej na bramň w granicy otaczajŃcej obszar 

zamieszkania danej spoğecznoŜci. Przez to centra takie zyskujŃ formň podkowy z lekkim 

wybrzuszeniem na jej osi symetrii (Alexander, i in., 1977, s. 90, 151). 
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Znaczenie symboliczne 

PodkreŜlona formalnie lokalizacja punkt·w gğ·wnych przekğada siň na ich duŨŃ rangň 

symbolicznŃ. Punkty gğ·wne zapisujŃ siň w mapach mentalnych uŨytkownik·w przestrzeni. 

W przypadku dominant wysokoŜciowych i obiekt·w wykorzystujŃcych topografiň terenu 

fizycznie g·rujŃ one nad resztŃ krajobrazu i sŃ widoczne z wielu lokalizacji. średniowieczne 

zamki zakğadano na wzg·rzach nie tylko ze wzglňd·w obronnych. Miağy one przypominaĺ 

o swojej obecnoŜci, symbolizowaĺ wğadzň, autorytet i wzbudzaĺ w mieszkaŒcach podgrodzia 

poczucie bezpieczeŒstwa. Symbole z definicji obejmujŃ jednoczeŜnie wiele znaczeŒ. Widoczne 

na dziesiŃtki kilometr·w zamki obronne z jednej strony obiecywağy zysk i wyznaczağy kierunek 

dla zmierzajŃcych do miasta kupc·w, a z drugiej budziğy strach i odstraszağy potencjalnych 

najeŦdŦc·w. Przez wieki podporzŃdkowywania sobie okolicznej kompozycji przestrzennej 

punkty gğ·wne stajŃ siň elementami dziedzictwa historycznego i kulturowego. ZnajdujŃce 

siň w podkreŜlonych kompozycyjnie punktach waŨne funkcje administracyjne, religijne, 

edukacyjne czy spoğeczne oddziağujŃ na cağe pokolenia stopniowo wpisujŃc siň coraz mocniej 

w toŨsamoŜĺ mieszkaŒc·w dzielnic czy miast. Obiekty takie jak Zamek na Wawelu, WieŨa 

Eiffla, Akropol czy pomnik Waszyngtona oddziağujŃ w kulturze tak szeroko, Ũe funkcjonujŃ 

jako ikony dla cağych narod·w. 

Nastawieni przyszğoŜciowo projektanci, Ŝwiadomi tych relacji, takŨe przy wsp·ğczesnych 

realizacjach mogŃ ksztağtowaĺ symbolikň projektowanych miejsc. Krystyna 

Guranowska-Gruszecka zwraca uwagň na przykğady wzglňdnie nowych warszawskich 

dominant wysokoŜciowych funkcjonujŃcych jako punktowe podkreŜlenia rangi wňzğ·w 

miejskoŜci. Warto wspomnieĺ miňdzy innymi o Bğňkitnym WieŨowcu podkreŜlajŃcym wagň 

placu Bankowego i sprzňgajŃcym jego cağe zağoŨenie kompozycyjne w cağoŜĺ. Innymi 

wysokoŜciowcami peğniŃcym podobnŃ rolň sŃ Intraco, wyznaczajŃcy granicň 

śr·dmieŜcia P·ğnocnego czy Plac Unii wyznaczajŃcy granicň śr·dmieŜcia Poğudniowego 

(Guranowska-Gruszecka, 2018). 

Znaczenie ekonomiczne 

Nasycone symbolicznie, dobrze skomunikowane punkty gğ·wne czňsto powiŃzane 

sŃ z aktywnymi i atrakcyjnymi ekonomicznie przestrzeniami publicznymi. Wiňksza 

intensywnoŜĺ zabudowy wiŃŨe siň z duŨym zagňszczeniem r·Ũnego rodzaju funkcji 

stymulujŃcych interakcje miňdzy nimi. Mieszanka wzajemnie wspierajŃcych siň obiekt·w 

usğugowych, handlowych, kulturalnych, rekreacyjnych, edukacyjnych i administracyjnych 



93 

 

tworzy stymulujŃcŃ rozw·j miejsca sieĺ lokalnych powiŃzaŒ. Christopher Alexander ŜciŜle 

ğŃczy ideň ekscentrycznych centr·w sŃsiedzkich z ich funkcjami komercyjnymi proponujŃc 

lokalizacjň w ich obrňbie ulic i promenad handlowych oraz wňzğ·w aktywnoŜci lokalnej 

(Alexander, i in., 1977). Jan Gehl takŨe zwraca uwagň na fenomen zagňszczenia sieci 

aktywnoŜci miejskich oraz interakcji miňdzyludzkich w obrňbie intensywnych, dostňpnych 

i dobrze zintegrowanych funkcjonalnie przestrzeniach publicznych (Gehl, 1971). Kompozycja 

urbanistyczna jest w duŨej mierze procesem komercyjnym. Sğawomir Gzell pisze: 

ĂPowiada siň, Ũe urbanistyka preferuje sytuacjň w kt·rej strumieŒ pieniňdzy 

z niesprecyzowanego Ŧr·dğa pomagağ bňdzie w tworzeniu piňknych krajobraz·w 

dla samej miğoŜci do urody otaczajŃcego nas Ŝwiata. Tak nie jest. KaŨdy urbanista wie 

(choĺby z wykğadanej na uczelniach) historii urbanistyki, Ũe teoria ĂwartoŜci rzeczy 

piňknejò (é) obowiŃzuje od dawna ï trzeba tylko to zrozumieĺ. DziŜ teŨ urbanistyka 

powiada, Ũe nie ma kontradyktoryjnoŜci miňdzy tym, co komercyjne a tym, 

co zakomponowane, albo inaczej: kontradyktoryjnoŜĺ ta moŨe nie wystňpowaĺ 

i nie powinna.ò (Gzell, 2013, s. 236) 

Ceny nieruchomoŜci charakteryzujŃ siň bardzo duŨym zr·Ũnicowaniem i sŃ pochodnŃ wielu 

czynnik·w, jednak ze wzglňdu na prestiŨowŃ lokalizacjň moŨna spodziewaĺ siň, Ũe wartoŜĺ 

dziağek znajdujŃcych siň w obrňbie lub pobliŨu kompozycyjnego punktu gğ·wnego moŨe 

byĺ wyŨsza niŨ dziağek okolicznych. Harmonia kompozycji bezpoŜrednio przekğada siň na 

estetykň przestrzeni, a walory estetyczne sŃ jednym z kryteri·w decydujŃcych o cenie 

nieruchomoŜci (śleszyŒski, i in., 2018). W przypadku punkt·w gğ·wnych wyznaczonych przez 

przeciňcie osi, w kt·rych jedna z nich stanowi krawňdŦ urbanistycznŃ (jak w proponowanych 

przez Alexandra centrach ekscentrycznych) wartoŜĺ ekonomiczna terenu jest dodatkowo 

zwiňkszona przez pozytywny wpğyw krawňdzi kompozycyjnych na ceny nieruchomoŜci. 

Lokalizacje znajdujŃce siň w przestrzeniach stykowych charakteryzujŃ siň wiňkszymi walorami 

krajobrazowymi w stosunku do przestrzeni wewnňtrznych obszar·w (Paszkowski, 2007). 

Mocnym przykğadem tego efektu jest krajobrazowy wpğyw krawňdzi tworzonej przez skarpň 

warszawskŃ na wyŨsze ceny nieruchomoŜci znajdujŃcych siň w jej obrňbie (śleszyŒski, i in., 

2018; Achmatowicz-Otok i Jarosz, 1996). Kompozycyjne punkty gğ·wne o ponadlokalnej skali 

oddziağywania, stanowiŃce jednoczeŜnie ikony dziedzictwa kulturowego mogŃ zwiňkszaĺ 

potencjağ turystyczny danego miejsca, a nawet cağego miasta. Ze wzglňdu na znaczenie 
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ekonomiczne punkt·w gğ·wnych, ich rozpoznawanie, wzmacnianie i tworzenie powinno leŨeĺ 

w sferze zainteresowaŒ deweloper·w budujŃcych nasze miasta.  

2.4.6. Rola punkt·w gğ·wnych w planowaniu przestrzennym 

Analizy kompozycyjne oraz rozpoznawanie i wyznaczanie punkt·w gğ·wnych zajmujŃ waŨnŃ 

rolň w planowaniu przestrzennym. W publikacji Przestrzenie publiczne miast europejskich: 

Projektowanie urbanistyczne prof. Katarzyna Pluta pisze: 

Ă(é)Kompozycja urbanistyczna stanowi gğ·wne kryterium urody kaŨdego miasta, jest 

to czynnik, kt·ry decyduje o jakoŜci przestrzeni (é). PoczŃtkiem wszelkich prac 

zwiŃzanych z poprawŃ krajobrazu miasta, wykorzystujŃcych teorie kompozycji 

urbanistycznej, powinna byĺ analiza morfologii stanu istniejŃcego. Dotyczy 

to zwğaszcza stanu istniejŃcego.ò (Pluta, 2014, s. 79-81) 

Ustawa o planowaniu i zagospodarowaniu przestrzennym jest podstawowym aktem prawnym 

regulujŃcym planowanie przestrzenne w Polsce. W artykule 2. zaznacza, Ũe uwarunkowania 

kompozycyjno-estetyczne sŃ jednymi z kluczowych wyznacznik·w osiŃgniňcia ğadu 

przestrzennego (Sejm RP, 2003). IstniejŃce i projektowane osie naprowadzeŒ widokowych 

wskazujŃcych na lokalne punkty gğ·wne sŃ waŨnymi aspektami ŜwiadczŃcymi o jakoŜci 

przestrzeni miejskiej. Ich uwzglňdnianie jest jednym z waŨniejszych obowiŃzk·w 

spoczywajŃcych na urbanistach pr·bujŃcych osiŃgnŃĺ ğad przestrzenny. CytujŃc Jana Gehla: 

ĂPatrzenie na Ũycie miasta ï oto jedna z najwaŨniejszych i najpopularniejszych jego 

atrakcji. (é) Urbanista powinien jednak poŜwiňcaĺ uwagň takŨe widokowi na inne 

atrakcje: wodň, drzewa, kwiaty, fontanny czy architekturň, bo tylko wtedy moŨemy 

m·wiĺ o peğniejszej dbağoŜci o dobrŃ jakoŜĺ miasta. (é) PoniewaŨ niezakğ·cony widok 

na miejskie atrakcje jest tak istotny, to pole widzenia i wyznaczajŃce je linie muszŃ byĺ 

traktowane r·wnie powaŨnie jak same widoki.ò (Gehl, 2014, s. 148) 

W ŧyciu miňdzy budynkami Gehl definiuje przestrzeŒ projektowŃ planowania przestrzennego 

rozpinajŃc jŃ na piňciu wymiarach reprezentujŃcych moŨliwe do podjňcia dziağania 

planistyczne. KaŨdy z tych wymiar·w opisywany jest przez dwa przeciwne sobie kierunki: 

¶ Rozpraszanie i gromadzenie. 

¶ Segregowanie i integrowanie. 

¶ Odpychanie i zapraszanie. 

¶ Zamykanie i otwieranie. 
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¶ Zmniejszanie i zwiňkszanie (Gehl, 1971). 

Punkty gğ·wne sŃ elementami kompozycji maksymalizujŃcymi te procesy. MajŃ potencjağ 

do gromadzenia ludzi i integracji funkcji ze wzglňdu na naprowadzajŃce na punkt osie i 

otwarcia widokowe. MogŃ charakteryzowaĺ siň zwiňkszonŃ w stosunku do otoczenia 

intensywnoŜciŃ ï z jednej strony aktywnoŜci mieszkaŒc·w, a z drugiej ï zlokalizowanej 

w obrňbie punktu zabudowy.  

Wprowadzone do polskiej teorii planistycznej przez Zbigniewa Zuziaka Ăwňzğy miastaò 

oznaczajŃce intensywne, wielowarstwowe, metropolitalne struktury przestrzenno-funkcjonalne 

czňsto tworzŃ siň w pobliŨu lub bezpoŜrednio w obrňbie urbanistycznych punkt·w gğ·wnych 

(Guranowska-Gruszecka i Ğaskarzewska, 2018). Krystyna Guranowska-Gruszecka 

i Mağgorzata Ğaskarzewska piszŃ o wňzğach miasta nastňpujŃco: 

ĂWňzğy miasta mogŃ dotyczyĺ r·Ũnych zagadnieŒ: gğ·wnie przestrzennych 

i funkcjonalnych tworzy je zabudowa ksztağtowana jako identyfikacja miasta 

wyr·ŨniajŃca siň dominacjŃ przestrzennŃ np. poprzez wysokoŜĺ lub intensywnoŜĺ, 

o wyr·ŨniajŃcej siň funkcji ï np. nowe centra usğugowe, administracyjne, koncentracje 

miejsc pracy, centra kultury a takŨe koncentracje funkcji 

rekreacyjnych. IstotŃ tych miejsc powinna byĺ dbağoŜĺ o toŨsamoŜĺ kulturowŃ.ò 

(Guranowska-Gruszecka i Ğaskarzewska, 2018, s. 10) 

Trochň innym terminem sŃ definiowane osobno Ăwňzğy miejskoŜciò. O ile wňzğy miasta moŨna 

wyr·Ũniĺ gğownie w skali cağej metropolii to wňzğy miejskoŜci mogŃ przyjmowaĺ r·Ũne skale, 

a gğ·wnym ich wyznacznikiem jest zwiňkszony poziom aktywnoŜci miejskiej w ich obrňbie: 

ĂWňzğy miejskoŜci (WM) ï to wielowarstwowe formy zagospodarowania 

przestrzennego odpowiadajŃce koncentracjom funkcji, czyli aktywnoŜciom, zwiŃzanym 

z miejskoŜciŃ. Przykğadami wňzğ·w miejskoŜci sŃ: centra miast, centra dzielnicowe 

i osiedlowe, a takŨe inne koncentracje funkcjonalno-przestrzenne, np. miejsca 

czy obszary wok·ğ przystank·w transportu zbiorowego, gdzie intensywnoŜĺ zabudowy 

roŜnie odpowiednio do dostňpnoŜci komunikacyjnej centralnego miejsca danego 

skupiska i gdzie wyksztağciğ siň lub pojawia siň pewien typ przestrzeni urbanistycznej, 

kt·ry moŨna uznaĺ jako przestrzeŒ publicznŃ. W przypadku ukğad·w miejskich majŃcych 

silny zwiŃzek z gospodarkŃ opartŃ na wiedzy (é), istotnŃ rolň odgrywajŃ wňzğy 
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miejskoŜci odpowiadajŃce kampusom uniwersyteckim, parkom nauki, parkom 

technologicznym itp.ò (Guranowska-Gruszecka i Ğaskarzewska, 2018, s. 11) 

Punkty formalnie podkreŜlone czňsto podawane sŃ jako przykğady miejsc sprzyjajŃcych 

formowaniu siň wňzğ·w miejskoŜci. Anna Jeziorska podaje jako przykğad wspomniany juŨ 

wczeŜniej Plac Zbawiciela w Warszawie bňdŃcy kompozycyjnym centrum zağoŨenia 

gwieŦdzistego (Jeziorska, 2018). Do podobnych wniosk·w doszli urbaniŜci z Oddziağu 

Warszawskiego SARP w Studium Koncepcyjnym dotyczŃcym centr·w lokalnych w Warszawie 

z 2015 roku. W badaniu ankietowym majŃcym pom·c w identyfikacji centr·w lokalnych 

zauwaŨono, Ũe warto, by centrum takie wyr·Ũniağo siň jakimŜ punktem charakterystycznym 

nadajŃcym mu niepowtarzalny charakter. Jako przykğad Krzysztof Herman w jednym 

z aneks·w podaje park im. Zasğawa Malickiego w Warszawie, w kt·rym punktem ogniskowym 

cağego zespoğu parkowo-mieszkaniowego jest centralny staw (Herman, 2015). Wiele 

proponowanych w studium centr·w lokalnych powiŃzanych jest ze znaczŃcymi wňzğami 

komunikacyjnymi, przeciňciami osi naprowadzajŃcych, dominantami przestrzennymi 

i miejscami intensyfikacji aktywnoŜci miejskiej (SARP, Oddziağ Warszawski, 2015). 

Punkty gğ·wne i punkty kompozycyjnie podkreŜlone uwzglňdniane sŃ w procesie planowania 

przestrzennego. Dobrym przykğadem byğa trzydziesta piŃta wersja, paryskiego planu 

urbanistycznego PLU (fr. Plan Local dôUrbanisme de Paris). Plan ten chroniğ istniejŃce 

zağoŨenia kompozycyjne i ekspozycje widokowe (Rys. 26, Rys. 27). Nowsze wersje 

PLU podporzŃdkowujŃ wszelkie interwencje projektowe obowiŃzujŃcej logice kompozycyjnej 

(Le Conseil de Paris, 2023). W PLU znajdujŃ siň zapisy identyfikujŃce i chroniŃce 

najwaŨniejsze dla kompozycji urbanistycznej punkty orientacyjne oraz obiekty wsp·ğtworzŃce 

elementy ciŃgğe naprowadzajŃce na te punkty (Le Conseil de Paris, 2023). 
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Rys. 26. Strefy ochronne z wyraŦnie oznaczonymi 

punktami gğ·wnymi pochodzŃce z trzydziestej piŃtej 

wersji paryskiego planu urbanistycznego PLU dla 

obszaru P·l Elizejskich (Le Conseil de Paris, 2015). 

Rys. 27. Legenda do rysunku stref 

ochronnych z trzydziestej piŃtej 

wersji PLU (Le Conseil de Paris, 

2015). 

RozwaŨania na temat punkt·w gğ·wnych znaleŦĺ moŨna takŨe w opracowaniach 

planistycznych polskich miast. Za przykğady moŨna podaĺ dokumenty planistyczne Warszawy 

i Ğodzi. W obecnie obowiŃzujŃcym Studium UwarunkowaŒ i Kierunk·w Zagospodarowania 

Przestrzennego Warszawy z 2006 roku (ze zmianami z 2021 roku) wskazane centra dzielnicowe 

i lokalne takŨe sŃ ŜciŜle powiŃzane z kompozycjŃ przestrzennŃ: 

ĂDla tworzenia element·w identyfikacji przestrzennej w strukturze przestrzennej miasta 

(é) istotne jest zaakcentowanie centr·w dzielnicowych i lokalnych jako dominant 

(wyr·Ũnik·w) urbanistycznych o wysokich walorach architektonicznych. (é) 

[Wymagane jest] ksztağtowanie zabudowy centr·w w spos·b tworzŃcy sp·jnŃ 

kompozycjň przestrzennŃ, podkreŜlajŃcŃ rangň miejsca, miňdzy innymi poprzez 

wprowadzanie wysokiego standardu rozwiŃzaŒ architektonicznych, technicznych 

i materiağowych.ò (Prezydent m.st. Warszawy, 2006 ze zmianami, s. 106) 

Projekt nowego Studium Warszawy z 2023 roku rozwija tň myŜl i wyznacza trzy hierarchie 

centr·w urbanistycznych. W najwiňkszej skali zdefiniowanych jest piňĺ Ăbram 

wielkomiejskichò peğniŃcych funkcjň centr·w ponaddzielnicowych. PowiŃzane sŃ one 

z multimodalnymi wňzğami komunikacyjnymi (takŨe komunikacji dalekobieŨnej), koncentrujŃ 

one funkcje usğugowe, miejsca pracy i charakteryzujŃ siň wysokŃ intensywnoŜciŃ zabudowy. 

Ranga bram wielkomiejskich powinna byĺ podkreŜlona przez dominanty wysokoŜciowe 
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sprzňgajŃce kompozycjň przestrzennŃ. KolejnŃ kategoriň stanowiŃ centra dzielnicowe 

funkcjonujŃce w skali pojedynczych dzielnic21. One takŨe majŃ potencjağ do wiŃzania siň 

z kompozycjŃ przestrzennŃ w celu podkreŜlenia ich toŨsamoŜci, wzmocnienia indywidualnych 

cech i budowania ich rozpoznawalnoŜci. W najmniejszej skali studium definiuje centra lokalne 

obsğugujŃce obszary wyznaczone przez zasiňg pieszego spaceru. Studium dopuszcza 

lokalizacjň dominant wysokoŜciowych i miejscowych podwyŨszeŒ zabudowy wzglňdem 

otoczenia w celu podkreŜlenia kompozycji urbanistycznej centr·w lokalnych, dzielnicowych 

i bram wielkomiejskich. Dominanty takie powinny byĺ powiŃzane z osiami kompozycyjnymi 

i widokowymi oraz z panoramami i sylwetami miasta. Studium rekomenduje, by kompozycja 

urbanistyczna byğa budowana takŨe przy wykorzystaniu niskiej, Ŝredniej i wysokiej zieleni 

miejskiej (Prezydent m.st. Warszawy, 2023). 

Studium Ğodzi z 2018 roku wskazuje obiekty wyr·ŨniajŃce siň w krajobrazie miasta ze wzglňdu 

na znaczenie kompozycyjne, kubaturň, formň, wysokoŜĺ lub walory architektoniczne. Punkty 

te stanowiŃ waŨny element analiz krajobrazowych, polegajŃcych miňdzy innymi 

na sprawdzaniu ich widocznoŜci z osi widokowych i z punkt·w widokowych. W czňŜci 

kierunkowej studium zalecono zagospodarowywanie teren·w sŃsiednich wyr·ŨniajŃcych siň 

obiekt·w, zapewniajŃce ich odpowiedniŃ ekspozycjň i relacje widokowe. Nowe obiekty 

projektowane jako wyr·ŨniajŃce siň w krajobrazie powinny byĺ lokalizowane 

z uwzglňdnieniem powiŃzanych z nimi ciŃg·w widokowych (Prezydent miasta Ğodzi, 2018). 

Archiwalne studium Ğodzi z 2010 roku uwzglňdnia dwa punkty gğ·wne. Pierwszy z nich, czyli 

tzw. ĂĞ·dzki Manhattanò z centralnym wňzğem komunikacyjnym, wyznaczony jest przez 

przeciňcie dw·ch gğ·wnych osi krystalizujŃcych plan Ğodzi (osi historycznej p·ğnoc-poğudnie 

i osi wsp·ğczesnej wsch·d-zach·d). Drugi punkt to Atlas Arena, bňdŃca dominantŃ 

w zamkniňciu kompozycyjnym wewnňtrznej osi krystalizujŃcej wsch·d-zach·d (Prezydent 

miasta Ğodzi, 2010).  

2.4.7. Automatyczne rozpoznawanie punkt·w gğ·wnych 

O ile projektowanie punkt·w gğ·wnych w kompozycjach przestrzennych leŨy gğ·wnie w sferze 

zainteresowaŒ architekt·w, urbanist·w, planist·w, artyst·w i projektant·w interfejs·w 

 

21  Nazwa Ăcentrum dzielnicoweò jest trochň niefortunna, poniewaŨ sugeruje pojedynczy punkt 

administracyjno-usğugowy obsğugujŃcy danŃ dzielnicň. W rzeczywistoŜci autorzy studium wyznaczyli 

w wiňkszoŜci dzielnic po kilka centr·w dzielnicowych. 
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graficznych, to, ze wzglňdu na ich rozlegğe znaczenia opisane powyŨej, rozpoznawanie 

punkt·w gğ·wnych jest przydatne takŨe w innych branŨach. Ekstrakcja punkt·w formalnie 

podkreŜlonych moŨe byĺ przydatna nie tylko w praktyce projektowej, lecz takŨe w pracy 

jednostek samorzŃdu terytorialnego, administracji, deweloper·w, inwestor·w, rzeczoznawc·w 

majŃtkowych, aktywist·w oraz moŨe byĺ wykorzystywana przez samych mieszkaŒc·w 

zainteresowanych jakoŜciŃ urbanistycznŃ ich miast. 

Wraz ze stopniowym wchodzeniem otaczajŃcych nas miast do sfery wirtualnej i pojawianiem 

siň ich cyfrowych reprezentacji, moŨliwoŜci automatyzacji analiz przestrzennych stajŃ siň coraz 

wiňksze. PojawiajŃ siň coraz to nowsze narzňdzia GIS-owskie, operujŃce na r·Ũnorodnych 

danych Ŧr·dğowych, a istniejŃce bazy danych stajŃ siň coraz obszerniejsze i dokğadniejsze. 

Kompozycja przestrzenna jest jednak dziedzinŃ mocno subiektywnŃ, w literaturze brak jest 

wsp·lnego jňzyka i konstrukcji teoretycznej pozwalajŃcej na technicznŃ analizň element·w 

kompozycyjnych (Mironowicz, 2013). Co wiňcej, zautomatyzowane rozpoznawanie punkt·w 

gğ·wnych w kompozycjach przestrzennych jest dosyĺ niszowym problemem i nie jest szeroko 

dyskutowane w literaturze. Za inspiracjň i podstawň metodycznŃ mogŃ jednak posğuŨyĺ 

narzňdzia stosowane do rozwiŃzywania problem·w pokrewnych. 

Wskazywanie pewnych istotnych punkt·w jest dosyĺ szeroko stosowane jako narzňdzie 

wspomagajŃce i uczytelniajŃce cyfrowe interfejsy graficzne. Przykğadem moŨe byĺ program 

AutoCad, kt·ry juŨ w wersji 2.0 z 1984 roku wprowadziğ opcjň ĂOSNAPò (ang. Object Snap) 

pozwalajŃcŃ na automatyczne przyciŃganie kursora do pewnych punkt·w referencyjnych takich 

jak centrum okrňgu, Ŝrodek lub zakoŒczenie odcinka albo miejsce przeciňcia linii (Hurley, 

2008). Funkcja ĂOSNAPò jest na tyle intuicyjna, Ũe 30 lat p·Ŧniej w najnowszych wersjach 

programu dziağa ona niemal identycznie jak w wersji 2.0. Rozpoznawanie tych punkt·w oparte 

jest na bardzo prostych zasadach matematycznych i nie uwzglňdnia bardziej zğoŨonych zasad 

kompozycyjnych, chociaŨ biorŃc pod uwagň moŨliwoŜci obliczeniowe wsp·ğczesnego sprzňtu 

komputerowego, zdecydowanie mogğaby uwzglňdniaĺ takŨe punkty istotne na wyŨszych 

poziomach abstrakcji kompozycyjnej.  

Innym przykğadem automatycznego rozpoznawania pewnych istotnych punkt·w 

sŃ wsp·ğczesne sterowniki aparat·w fotograficznych w telefonach kom·rkowych, kt·re 

potrafiŃ automatycznie rozpoznawaĺ waŨne elementy znajdujŃce siň w kadrze (jak np. twarze) 

i ustawiaĺ na nich ostroŜĺ. Niekt·re z nich dostarczajŃ takŨe uŨytkownikom informacji o tym, 

jak ustawiĺ aparat w przestrzeni, aby kompozycja na zdjňciu byğa  jak najlepiej wykadrowana. 
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Jednym z takich system·w jest program Camera51 z 2014 roku (Rehm, 2014). Algorytm 

w programie Camera51 opracowany zostağ przez Ofriego Masada i Ariela Shamira z firmy 

ArtInCam Ltd (Rys. 28). Program wykorzystuje nieneuronowe metody rozpoznawania obrazu 

do ekstrakcji ze zdjňcia podstawowych, dwuwymiarowych element·w kompozycyjnych 

w postaci jednolitych obszar·w i ich geometrycznych centr·w, klastr·w zgrupowanych ze sobŃ 

obszar·w, gğ·wnych element·w liniowych i osiowych, punkt·w Ŝwietlnych oraz ludzkich 

sylwetek i twarzy. Nastňpnie dla rozpoznanych element·w obliczane sŃ funkcje reprezentujŃce 

najbardziej zbliŨone moŨliwe zasady kompozycyjne, obejmujŃce: 

¶ Zasadň tr·jpodziağu kadru (podziağ kadru na 3 r·wne czňŜci horyzontalne i wertykalne. 

Elementy liniowe powinny pokrywaĺ siň z liniami definiujŃcymi podziağ, a obiekty 

punktowe i obszarowe powinny pokrywaĺ siň z punktami przeciňcia linii podziağu). 

¶ Zasadň przekŃtnych (linie skoŜne powinny pokrywaĺ siň z przekŃtnymi kadru). 

¶ Zasadň przestrzeni (wykorzystanie tğa kompozycji do podkreŜlenia elementu 

pozytywowego). 

¶ Zasadň kompozycji centralnej (elementy punktowe i obszarowe powinny znajdowaĺ 

siň w centrum kadru). 

¶ Zasadň kompozycji symetrycznej (z osiŃ symetrii umieszczonŃ w centrum kadru). 

¶ Zasadň zğotego podziağu (podziağ kadru na czňŜci odpowiadajŃce zğotemu podziağowi). 

Funkcje te sŃ nastňpnie sumowane dla rozpoznanych element·w kompozycyjnych 

i na tej podstawie generowane jest maksimum funkcji pochodnej zğoŨonej z wybranej sumy 

zasad kompozycyjnych. Punkt ten reprezentuje poğoŨenie centrum nowego kadru. UŨytkownik 

otrzymuje na ekranie aparatu intuicyjnŃ instrukcjň jak przesunŃĺ aparat, by poprawiĺ 

kadrowanie kompozycji (Masad i Shamir, 2017). 
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Rys. 28. Zrzut ekranu z trybu deweloperskiego programu Camera51, pokazujŃcy 

rozpoznane przez aplikacje elementy kompozycyjne. Ikona w centrum ekranu pokazuje, 

w jaki spos·b przesunŃĺ aparat, by polepszyĺ kompozycjň kadru (Masad i Shamir, 2017). 

Punkty gğ·wne og·lnie moŨna traktowaĺ jako swego rodzaju maksima w wielowymiarowej 

przestrzeni cech kompozycyjnych. W ich obrňbie dochodzi do przeciňcia osi, nağoŨenia 

na siebie p·l ekspozycji widokowych, intensyfikacji aktywnoŜci miejskich, zagňszczenia 

znaczeŒ symbolicznych, a czňsto teŨ punkty gğ·wne znajdujŃ siň na szczytach wzniesieŒ 

lub stanowiŃ dominantň przestrzennŃ. Problem w tym, Ũe sam gradient Ăkompozycyjnej 

waŨnoŜci punktuò zaleŨny jest od wielu nakğadajŃcych siň na siebie czynnik·w, kt·re ciňŨko 

jednoznacznie zidentyfikowaĺ i opisaĺ numerycznie. MoŨna pr·bowaĺ w takich przypadkach 

poszukiwaĺ ğatwo mierzalnych wskaŦnik·w skorelowanych z wystňpowaniem punkt·w 

gğ·wnych. W kontekŜcie urbanistycznym w analizach przestrzennych czňsto stosowana jest 

tak zwana metoda Ătransectowaò, nazywana takŨe metodŃ profili urbanistycznych. Metoda 

ta opiera siň na podziale morfologicznym miasta na strefy przy pomocy wybranych 

wskaŦnik·w urbanistycznych (Duany i Talen, 2002). Gğ·wnym wskaŦnikiem skğadowym 

zazwyczaj jest gňstoŜĺ zabudowy. Za przykğad takiego systemu moŨna podaĺ ĂSmartCodeò, 

opracowany przez firmň DPZ CoDesign, kt·ry stanowi modelowy szablon do projektowania 

urbanistycznego. W SmartCode wyszczeg·lniono zbi·r stref uszeregowanych od teren·w 

naturalnych przez strefň wiejskŃ, podmiejskŃ, miejskŃ, Ŝr·dmiejskŃ aŨ po rdzeŒ urbanistyczny 

(Duany Plater-Zyberk & Company, 2003). ZakğadajŃc za Christopherem Alexandrem, 
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Ũe lokalne i globalne punkty centralne w miastach skorelowane sŃ z maksimami intensywnoŜci 

tkanki miejskiej, gradienty profili Ătransectowychò moŨna wykorzystaĺ do wskazywania 

potencjalnych punkt·w gğ·wnych w duŨych skalach urbanistycznych. Sam proces 

rozpoznawania stref Ătransectowychò moŨe byĺ przeprowadzany automatycznie na podstawie 

wskaŦnik·w GIS-owskich (Jachimowicz, 2023). 

W projektowaniu architektonicznym wspomaganym komputerowo czňsto do odczytywania 

podobnych, ukrytych gradient·w i odnajdywania ich maksim·w wykorzystuje siň uczenie 

maszynowe i sieci neuronowe. Opr·cz zastosowaŒ om·wionych szczeg·ğowo w kwerendzie 

zastosowania gğňbokiego uczenia maszynowego w CAAD za przykğad moŨna podaĺ 

opracowany przez badaczy z IAAC system ĂContext Decoderò, sğuŨŃcy do okreŜlania jakoŜci 

miejsc w przestrzeni publicznej na podstawie oŜmiu wskaŦnik·w, obejmujŃcych miňdzy 

innymi gňstoŜĺ zaludnienia i zabudowy, mapň komfortu termicznego, indeks powiŃzaŒ 

z r·Ũnymi trybami transportu czy popularnoŜĺ danego miejsca wŜr·d mieszkaŒc·w. System ten 

zostağ przetestowany na przykğadzie Neapolu i potrafiğ trafnie oceniaĺ atrakcyjnoŜĺ 

poszczeg·lnych stref (Marsillo, i in., 2022). Sieci neuronowe dobrze nadajŃ 

siň do odczytywania tego typu kontekst·w, moŨna wiňc oczekiwaĺ, Ũe dobrze poradzŃ sobie 

takŨe w przetwarzaniu problem·w kompozycyjnych. JeŜli pobierzemy z Internetu niewielkŃ 

sieĺ neuronowŃ typu ViT (Dosovitskiy, i in., 2021), wytrenowanŃ do rozpoznawania obiekt·w 

znajdujŃcych siň na zadanych zdjňciach i pokaŨemy jej przykğady prostych kompozycji 

przestrzennych, zauwaŨymy, Ũe sieĺ taka bňdzie przykğadağa wagň do punkt·w formalnie 

podkreŜlonych (Rys. 29). Dzieje siň tak pomimo faktu, Ũe sieĺ ta nie zostağa wytrenowania 

stricte do czytania kompozycji przestrzennych. Pr·buje ona tylko rozpoznaĺ, czy dany obraz 

przedstawia kota, drzewo czy ğaŒcuch. 
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Rys. 29. Wizualizacja wybranych gğowic uwagi sieci neuronowej przetwarzajŃcej proste 

kompozycje przestrzenne naszkicowane przez Juliusza ŧ·rawskiego (ŧ·rawski, 1962). 

Kolorem czerwonym oznaczone sŃ miejsca w obrazie, kt·re dana gğowica uwagi uznağa 

za istotne. Wykorzystana sieĺ to Vision Transformer (Dosovitskiy, i in., 2021) wytrenowany 

przez Rossa Wightmana (Wightman, 2019) do rozpoznawania klas ze zbioru obraz·w 

ImageNet (Russakovsky, i in., 2015). Sieĺ nie pr·buje odczytywaĺ kontekst·w 

kompozycyjnych, tylko stara siň rozpoznaĺ, co znajduje siň na obrazie (w tym przypadku 

wszystkie szkice ŧ·rawskiego zostağy rozpoznane jako zdjňcia ğaŒcuch·w). Sieĺ zwraca 

uwagň na r·Ũne fragmenty obrazu, jednak duŨŃ wagň przykğada takŨe do punkt·w formalnie 

podkreŜlonych. Opracowanie wğasne. 

Najbardziej zbliŨonŃ do rozpoznawania punkt·w gğ·wnych metodň proponuje Bill Hillier, 

w ksiŃŨce Space is the machine. Tw·rca teorii skğadni przestrzeni opisuje rdzenie integracji 

(ang. Integration cores). Hillier definiuje integracjň jako miarň przestrzeni bňdŃcŃ odwrotnoŜciŃ 

sumy liczby osobnych przestrzeni, jakie musi przejŜĺ obserwator poruszajŃcy siň miňdzy 

wszystkimi tymi przestrzeniami po kolei. Punkty, w kt·rych dochodzi do maksymalizacji tej 

miary, to rdzenie integracji (Hillier, 2007). W publikacji zaprezentowane sŃ dwie metody ich 

wyznaczania. Pierwsza to dwuwymiarowa analiza nakğadajŃcych siň element·w wypukğych 

przeprowadzana przy pomocy komputerowej symulacji ruchu uŨytkownika przestrzeni w skali 

lokalnej. Druga to analiza jednowymiarowych element·w liniowych, polegajŃca na integracji 
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w skali globalnej wszystkich element·w liniowych r·wnolegğych do krawňdzi kwartağ·w 

zabudowy. Obie metody przynoszŃ podobne rezultaty (Rys. 30). 

 

Rys. 30. Dwie metody wyznaczania rdzeni integracji zaproponowane przez Billa Hilliera. 

U g·ry ï metoda analizy nakğadajŃcych siň element·w wypukğych, u doğu ï metoda analizy 

jednowymiarowych element·w liniowych. Metody zostağy zaprezentowane na dw·ch 

modelach tkanki miejskiej, jednej z czytelnym punktem gğ·wnym, drugiej bez takiego 

punktu. Obie metody dajŃ zbliŨone rezultaty (Hillier, 2007). 

PodsumowujŃc, automatyczne rozpoznawanie punkt·w gğ·wnych w kompozycjach 

przestrzennych, z uwagi na ich funkcjonalne, spoğeczne, symboliczne i ekonomiczne znaczenie, 

moŨe znaleŦĺ szerokie zastosowanie na wielu polach. Punkty te sŃ istotnie nie tylko 

dla urbanist·w i architekt·w, lecz takŨe dla jednostek administracyjnych, deweloper·w, 

rzeczoznawc·w oraz mieszkaŒc·w miast. Choĺ istniejŃ narzňdzia do automatycznego 

wskazywania pewnych kluczowych punkt·w, problematyka automatyzacji rozpoznawania 

punkt·w gğ·wnych w kompozycjach przestrzennych nie byğa do tej pory eksplorowana. BiorŃc 

pod uwagň zğoŨonoŜĺ ukğad·w przestrzennych i wielowymiarowoŜĺ opisujŃcych je cech, sieci 

neuronowe wydajŃ siň obiecujŃcym narzňdziem, kt·re moŨe sprostaĺ temu zadaniu. 
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2.5. Uwarunkowania do wykorzystania sieci neuronowych w CAAD 

2.5.1. Sieci neuronowe ï narzňdzie wielu dyscyplin 

W celu peğniejszego zrozumienia potencjağu sieci neuronowych mogŃcych posğuŨyĺ 

do rozwiŃzania problemu rozpoznawania kompozycyjnych punkt·w gğ·wnych, naleŨy 

przyjrzeĺ siň ich strukturze, historii i zasadom dziağania. Na samym poczŃtku warto dokonaĺ 

rozr·Ũnienia miňdzy uczeniem maszynowym, gğňbokim uczeniem maszynowym i sieciami 

neuronowymi a sztucznŃ inteligencjŃ. Wszystkie te pojňcia stosowane sŃ w literaturze dosyĺ 

nieprecyzyjnie, autorzy czňsto decydujŃ siň na korzystanie z dziağajŃcych na wyobraŦniň pojňĺ 

w celu przykucia uwagi, ale niekoniecznie zgodnie z rzeczywistŃ tematykŃ publikacji. Gğňbokie 

sieci neuronowe (nazywane w tej pracy synonimicznie z gğňbokim uczeniem maszynowym) 

sŃ podkategoriŃ uczenia maszynowego. Wielu autor·w kaŨde zastosowanie uczenia 

maszynowego nazywa ĂsztucznŃ inteligencjŃò (AI od ang. Artificial Intelligence). AI jest 

terminem nierozerwalnie budzŃcym skojarzenia z jej przedstawieniami w fantastyce naukowej. 

M·wiŃc Ăsztuczna inteligencjaò widzimy oczyma wyobraŦni komputer HAL9000 z Odysei 

Kosmicznej Kubricka (2001: A Space Odyssey, 1968), Skynet z Terminatora (The Terminator, 

1984) czy zab·jcze maszyny z Matrixa (The Matrix, 1999). OkreŜlenie, czym rzeczywiŜcie jest 

sztuczna inteligencja, nie jest celem niniejszej dysertacji, jednak z utylitarnego punktu widzenia 

uwaŨam, Ũe naduŨywanie tego terminu moŨe prowadziĺ do niekorzystnych skutk·w. JuŨ 

w latach 50. tw·rca jednej z pierwszych sieci neuronowych Frank Rosenblatt pr·bowağ 

podniecaĺ opiniň publicznŃ zestawiajŃc sw·j wynalazek z popularnymi wyobraŨeniami science 

fiction. Jak pisağ w 1958 roku New York Times: 

ĂMarynarka Wojenna pokazağa dzisiaj embrion elektronicznego komputera, kt·ry 

zgodnie z przewidywaniami bňdzie w stanie chodziĺ, m·wiĺ, widzieĺ, pisaĺ, 

samodzielnie siň reprodukowaĺ i bňdzie Ŝwiadomy swojej egzystencji. (é) Dr Frank 

Rosenblatt, projektant Perceptronu przeprowadziğ demonstracjň. Powiedziağ, 

Ũe maszyna bňdzie pierwszym urzŃdzeniem myŜlŃcym jak ludzki m·zg. (é) 

[P]owiedziağ, Ũe Perceptrony mogŃ byĺ wysyğane ku planetom jako mechaniczni 

odkrywcy kosmosu. (é) P·Ŧniejsze Perceptrony bňdŃ potrafiğy rozpoznawaĺ ludzi 

i woğaĺ ich po imieniu, oraz bňdŃ natychmiastowo tğumaczyĺ mowň z jednego jňzyka 

na mowň lub tekst w innym jňzyku.ò [tğumaczenie wğasne] (New York Times, The, 1958, 

s. 9) 
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Sieci neuronowe sŃ w gruncie rzeczy prostymi w zağoŨeniach, ğatwymi w implementacji 

algorytmami uczŃcymi siň statystycznie przetwarzaĺ dane wejŜciowe na dane wyjŜciowe. Takie 

pragmatyczne podejŜcie do sieci neuronowych zdecydowanie ujmuje im trochň uroku, 

ale myŜlenie o nich w kategorii Ăsztucznej inteligencjiò wydaje siň zbyt romantyczne, 

nacechowane emocjonalnie i moŨe onieŜmielaĺ ich potencjalnych uŨytkownik·w. 

Przed przejŜciem do dalszej czňŜci wywodu warto pokr·tce, na intuicyjnym poziomie, 

przedstawiĺ podstawy dziağania sieci neuronowych i ich historiň. Mimo, Ũe w ramach naszej 

dziedziny gğňbokie uczenie maszynowe wydaje siň technikŃ nowatorskŃ, w swoich zağoŨeniach 

sieci neuronowe nie sŃ niczym nowym. Ich podstawy teoretyczne byğy opracowane w latach 

50. dwudziestego wieku, a w praktyce byğy stosowane w ramach CAAD juŨ od lat 

90. dwudziestego wieku (Openshaw, 1993; Stevenson, 1994a; Stevenson, 1994b; Black, 1995; 

Kindangen, 1996). 

PierwszŃ sieciŃ neuronowŃ byğ opracowany w latach 50. dwudziestego wieku SNARC Marvina 

Minskyôego (ang. Stochastic Neural Analog Reinforcement Calculator). Gğ·wne inspiracje 

teoretyczne dla Minskyôego (Minsky i Sykes, 2017) stanowiğy: teoria matematycznego opisu 

biologicznych sieci neuronowych Warrena McCullocha i Waltera Pittsa z lat 40. dwudziestego 

wieku (McCulloch i Pitts, 1943), ksiŃŨka o matematycznej biofizyce Nicolasa Rashevskyôego 

z lat 30. (Rashevsky, 1938) oraz jeszcze starsza pr·ba opisu psychologii jako Ŝcisğej dziedziny 

naukowej opracowana w 1895 roku przez Sigmunta Freuda (Freud, 1950/1895)22. Sieĺ ta byğa 

urzŃdzeniem mechaniczno-elektrycznym potrafiŃcym uczyĺ siň na zasadzie uczenia 

ze wzmacnianiem. SNARC zostağ przetestowany na problemie nawigacji w labiryncie. 

Za kaŨdym razem gdy podejmowağ prawidğowŃ decyzjň, zostawağ nagradzany przez operatora. 

SNARC byğ modelem stochastycznym, w kt·rym poğŃczenia miňdzy neuronami byğy 

 

22 W Projekcie Naukowej Psychologii Freud nie tylko zaproponowağ swojŃ dosyĺ ezoterycznŃ i niepodpartŃ 

eksperymentalnie teoriň sieci neuronowych (McCarley, 1998), ale przedstawiğ miňdzy innymi takŨe pomysğ zasad 

ĂprzyjemnoŜciò i ĂnieprzyjemnoŜciò sterujŃcych systemami biologicznymi. Wedğug Freuda systemy takie 

wyposaŨone sŃ w sprzňŨenie zwrotne, pozwalajŃce na wzmacnianie zachowaŒ skutkujŃcych otrzymaniem 

bodŦc·w przyjemnych i osğabianie zachowaŒ skutkujŃcych otrzymaniem bodŦc·w nieprzyjemnych. Idea ta 

stanowi podstawň pod wsp·ğczeŜnie rozumiany trening sieci neuronowych, w kt·rym poğŃczenia miňdzy 

neuronami przynoszŃce sieci korzyŜĺ ulegajŃ wzmocnieniu, podczas gdy poğŃczenia niekorzystne ulegajŃ 

osğabieniu (Freud, 1950/1895). Freudowi nie udağo siň za Ũycia opublikowaĺ ĂProjektuò w formie publikacji 

naukowej. Zostağa ona wydana dopiero w latach 50. dwudziestego wieku. 
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probabilistyczne. Szansa, Ũe sygnağ z poprzedniego neuronu aktywuje neuron kolejny, zaleŨağa 

od elektronicznie ustawionego prawdopodobieŒstwa. Im czňŜciej dany neuron aktywowağ siň 

przy jednoczesnym otrzymaniu przez sieĺ nagrody, tym bardziej zwiňkszağo 

siň prawdopodobieŒstwo aktywacji neuronu (Minsky i Sykes, 2011). 

 

Rys. 31. Szkic Sigmunta Freuda z 1885 roku, bňdŃcy prawdopodobnie pierwszym 

koncepcyjnym modelem sieci neuronowej. Rysunek przedstawia przepğyw energii od bodŦca 

ὗȭ– przez neuron ὥ do neuronu ὦ (Freud, 1950/1895) . Teoria Freuda byğa dosyĺ 

niejasna, niepoparta empirycznie i ostatecznie okazağa siň bğňdna (McCarley, 1998), jednak 

stağa siň jednŃ z wielu inspiracji dla tw·rc·w pierwszych funkcjonalnych sieci 

neuronowych z lat 50. dwudziestego wieku (Minsky i Sykes, 2017). 

We wsp·ğczesnych sieciach neuronowych poğŃczenia miňdzy neuronami dziağajŃ trochň 

inaczej. Poszczeg·lne sygnağy wejŜciowe do neuronu sŃ najpierw skalowane przez wagň siğy 

poğŃczenia, a potem sŃ ze sobŃ sumowane. JeŜli suma osiŃgnie pewnŃ granicznŃ wartoŜĺ, 

neuron ulega aktywacji. PierwszŃ sieciŃ wykorzystujŃcŃ tň wsp·ğczesnŃ zasadň byğ perceptron 

Rosenblatta opracowany juŨ kilka lat po SNARCu. PoczŃtkowo perceptron zostağ opisany 

teoretycznie jako model biologicznego m·zgu (Rosenblatt, 1958), potem zostağ zbudowany 

w formie fizycznego urzŃdzenia (Rosenblatt, 1961). Perceptron byğ w praktyce 

jednowarstwowŃ sieciŃ neuronowŃ, zdolnŃ dokonywaĺ prostej klasyfikacji na podstawie 

bodŦc·w optycznych. W sieciach neuronowych informacje potrzebne do rozwiŃzania danego 

problemu sŃ zapisywane w sile poğŃczeŒ miňdzy danymi wejŜciowymi, neuronami mogŃcymi 

ulec aktywacji i danymi wyjŜciowymi (Rys. 32). 
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Rys. 32. Diagram perceptronu elementarnego z jednym neuronem dokonujŃcym klasyfikacji 

binarnej. Dane wejŜciowe zespolone sŃ stağym poğŃczeniem z jednostkami asocjacyjnymi 

ĂAò. PoğŃczenia miňdzy jednostkami ĂAò a jednostkŃ responsywnŃ ĂRò sŃ skalowane 

wzglňdem wag, w kt·rych zapisana jest ĂzdolnoŜĺò perceptronu do rozwiŃzania danego 

problemu. Jednostka ĂRò, kt·rŃ dzisiaj nazwalibyŜmy neuronem, liczy ŜredniŃ waŨonŃ 

sygnağ·w wejŜciowych i przepuszcza jŃ przez schodkowŃ funkcjň aktywacji. Efektem jest 

dana wyjŜciowa: klasa przyjmujŃca wartoŜĺ -1 lub 1. Ilustracja przygotowana 

na podstawie (Rosenblatt, 1961). 

W przypadku perceptron·w wagi poğŃczeŒ mogğy byĺ ustalane rňcznie przez operatora 

na podstawie eksperyment·w lub automatycznie przez jeden z moŨliwych 

algorytm·w zmieniajŃcych wagi poğŃczeŒ w przypadku bğňdnej klasyfikacji danych 

treningowych (Hay, i in., 1960; Widrow i Hoff, 1960). W praktyce, algorytmy treningowe byğy 

bardzo powolne (czas potrzebny na wytrenowanie perceptronu wzrastağ wykğadniczo wraz 

ze wzrostem poziomu trudnoŜci problemu) (Olazaran, 1996) i pozwalağy na trenowanie jedynie 

perceptron·w jednowarstwowych (Hawkins, 1961). Stanowiğo to powaŨny problem. Gğ·wnŃ 

wadŃ jednowarstwowego perceptronu Rosenblatta byğa zdolnoŜĺ do przeprowadzania jedynie 

liniowej separacji uczonych klas. Innymi sğowy, jednowarstwowa sieĺ neuronowa nie jest 

w stanie rozwiŃzaĺ problemu alternatywy wykluczajŃcej (XOR), co bardzo ogranicza 

jej moŨliwoŜci (Minsky i Papert, 1969). Konieczne sŃ minimum dwie warstwy, by m·c 

reprezentowaĺ alternatywň wykluczajŃcŃ, a co za tym idzie ï mieĺ aparat do operowania peğnŃ 

logikŃ matematycznŃ (Rys. 33).  
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Rys. 33. Por·wnanie rozwiŃzania problemu alternatywy wykluczajŃcej przez 

jednowarstwowŃ i dwuwarstwowŃ sieĺ neuronowŃ. Klas XOR nie da siň oddzieliĺ przy 

pomocy jednej prostej. Jednowarstwowa sieĺ neuronowa nieprawidğowo klasyfikuje wyjŜcie 

y dla x1=-1 i x2=-1. Dwuwarstwowa sieĺ neuronowa rozwiŃzuje problem bez trudu. 

Zamiast aktywacji schodkowej zastosowano jej r·Ũniczkowalne przybliŨenie: funkcjň 

sigmoidalnŃ. Ilustracja oparta na wynikach symulacji przeprowadzonej w przeglŃdarkowej 

implementacji jednokierunkowej sieci neuronowej ConvNetJS (Karpathy, 2014). 

Problemy perceptron·w jednowarstwowych, trudnoŜci z trenowaniem perceptron·w 

wielowarstwowych, ograniczona moc obliczeniowa  i zbyt optymistyczne obietnice gğoszone 

przez Rosenblatta doprowadziğy w latach 70. do gğňbokiego zawodu Ŝrodowiska wczesnego 

uczenia maszynowego sieciami neuronowymi i zwr·cenia siň w kierunku poszukiwania 

symbolicznej sztucznej inteligencji opartej na ŜciŜle zdefiniowanej logice i zasadach 

heurystycznych (Olazaran, 1996). Tak zwana Ăpierwsza zima sztucznej inteligencjiò, podczas 

kt·rej mağo kto zajmowağ siň sieciami neuronowymi, trwağa aŨ do poğowy lat 80., kiedy to 

Goeffrey Hinton spopularyzowağ metodň, umoŨliwiajŃcŃ efektywne trenowanie 

wielowarstwowych sieci neuronowych ï propagacjň wstecznŃ. W swoim artykule, Learning 

representations by back-propagating errors opublikowanym w Nature, Hinton zdefiniowağ 
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podstawy teoretyczne wsp·ğczesnych, gğňbokich sieci neuronowych potrafiŃcych samodzielnie 

uczyĺ siň na podstawie danych treningowych (Hinton, i in., 1986). 

 

Rys. 34. Sieĺ neuronowa przeksztağcajŃca wektor wejŜciowy X na wektor wyjŜciowy Y. 

Przykğadowo: moŨemy wytrenowanej sieci pokazaĺ zdjňcie kota i na wyjŜciu otrzymaĺ 

prawidğowo zidentyfikowanŃ etykietň ĂKOT!ò. Opracowanie wğasne. 

PodstawŃ dziağania sieci neuronowej jest przetworzenie wielowymiarowego wektora 

wejŜciowego X na wielowymiarowy wektor wyjŜciowy Y. O przetwarzanych wektorach 

moŨemy myŜleĺ jako o uporzŃdkowanych ciŃgach danych liczbowych, albo o strzağkach 

lub punktach rozpiňtych w wielowymiarowej, abstrakcyjnej przestrzeni. W praktyce wektor 

wejŜciowy moŨe reprezentowaĺ prawie dowolny typ danych ï zdjňcie kota (zapisane w formie 

ciŃgu wartoŜci jasnoŜci pikseli), model GIS-owski miasta czy zwokselizowanŃ bryğň 

architektonicznŃ. Wektor wyjŜciowy moŨe byĺ interesujŃcŃ nas klasŃ obiektu, przybliŨeniem 

funkcji matematycznej czy innym, prawie dowolnym efektem przeksztağcenia obiektu 

wejŜciowego (Rys. 34). 

Sieĺ neuronowa podejmuje decyzje na etapie Ăpropagacji w prz·dò. W fazie tej informacje 

przekazane sieci na wejŜciu przepğywajŃ przez kolejne neurony zorganizowane w warstwach. 

Im wiňcej warstw ma sieĺ, tym jest gğňbsza. W klasycznej, jednokierunkowej sieci neuronowej 

pojedynczy neuron w danej warstwie poğŃczony jest ze wszystkimi neuronami w warstwie 

poprzedniej i wszystkimi neuronami w warstwie kolejnej. Neurony w ramach jednej warstwy 
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nie sŃ ze sobŃ wzajemnie poğŃczone. KaŨde poğŃczenie ma przypisanŃ konkretnŃ wagň (ang. 

weight). W ramach neuronu najpierw liczona jest suma waŨona sygnağ·w pğynŃcych 

do neuronu z poprzedniej warstwy, potem do sumy dodawany jest pr·g (ang. bias) i wynik 

przepuszczany jest przez nieliniowŃ, r·ŨniczkowalnŃ funkcjň aktywacji (Rys. 35). 

 

Rys. 35. Diagram propagacji w prz·d na poziomie pojedynczego neuronu. Sygnağy 

wejŜciowe ὼ sumowane sŃ zgodnie z ich wagami ύᴂ, do sumy dodawana jest wartoŜĺ 

progu bô. Wynik przepuszczany jest przez nieliniowŃ, r·ŨniczkowalnŃ funkcjň aktywacji. 

WartoŜĺ funkcji stanowi sygnağ dla neuron·w w kolejnej warstwie. Opracowanie wğasne 

na podstawie (Hinton, i in., 1986). 

Sieĺ neuronowa uczy siň na etapie Ăpropagacji wstecznejò, w kt·rym progi neuron·w 

i poğŃczenia miňdzy konkretnymi neuronami sŃ odpowiednio wzmacniane lub osğabiane w celu 

optymalizacji rozwiŃzania zadania. Parametry (wagi i progi) aktualizowane sŃ proporcjonalnie 

do pochodnej czŃstkowej funkcji kosztu23  (metryka tego, jak Ŧle sieĺ radzi sobie 

w rozwiŃzywaniu danego problemu) wzglňdem danego parametru. Dziňki temu, Ũe funkcja 

aktywacji kaŨdego neuronu jest r·Ũniczkowalna, moŨna obliczyĺ pochodnŃ wzglňdem kaŨdego 

parametru. Z kaŨdym krokiem propagacji wstecznej w czasie treningu funkcja kosztu maleje, 

 

23 Warto w tym miejscu dokonaĺ rozr·Ũnienia miňdzy funkcjŃ kosztu (ang. cost function) i funkcjŃ straty (ang. loss 

function). Funkcja straty oznacza bğŃd sieci przy przewidywaniu konkretnego przykğadu treningowego, funkcja 

kosztu oznacza uŜredniony bğŃd sieci na cağym zestawie przykğad·w treningowych. Potocznie oba te pojňcia 

sŃ uŨywane zamiennie. 










































































































































































































































































































































