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Streszczenie

Bardzo szybki rozw·j dziedziny przetwarzania jňzyka naturalnego (ang. Natural Language

Processing), a w szczeg·lnoŜci pojawienie siň nowych modeli jňzyka (BERT, RoBERTa, T5,

GPT-3) spowodowağ gwağtowny wzrost skutecznoŜci w rozwiŃzywaniu standardowych proble-

m·w. Wpğynňğo to r·wnieŨ znaczŃco na jakoŜĺ wynik·w w tematyce ekstrakcji informacji ze

zwykğego tekstu. Przykğadowo, dla zadania wykrywania jednostek nazewniczych (ang. Named

Entity Recognition, NER) w samym tylko 2018 roku udağo siň osiŃgnŃĺ przyrost o 1.88 pp miary

F1 dla zbioru CoNLL 2003 (wczeŜniej na taki przyrost trzeba byğo czekaĺ 11 lat). Te sukcesy

spopularyzowağy uŨycie technik ekstrakcji informacji w celu automatyzacji proces·w bizneso-

wych, gdzie wiňkszoŜĺ dokument·w posiada bogatŃ strukturň graficznŃ.

Celem niniejszej rozprawy doktorskiej jest zbadanie moŨliwoŜci istniejŃcych metod wyko-

rzystywanych do ekstrakcji informacji z dokument·w o bogatej strukturze graficznej, koncep-

tualizacja problem·w, jakie wystňpujŃ w tej dziedzinie, oraz zaproponowanie wğasnego mecha-

nizmu, kt·ry poprawia jakoŜĺ dotychczasowych rozwiŃzaŒ.

Wszystkie postawione cele pracy zostağy zrealizowane, czego efektem koŒcowymbyğo utwo-

rzenie nowego modelu LAMBERT, kt·ry dziňki wstrzykniňciu informacji o pozycji token·w na

stronie osiŃga znaczŃco lepsze wyniki na trzech zbiorach domenowych: Kleister NDA, Charity

oraz SROIE.

2



Abstract

The rapid development of the domain of Natural Language Processing (NLP), and particularly

the introduction of new language models (BERT, RoBERTa, T5, GPT-3) resulted in large im-

provements in solving standard problems. This also substantially influenced the quality of in-

formation extraction from plain text. For instance, in case of Named Entity Recognition (NER),

only in 2018 an increase of F1 score on the CoNLL 2003 dataset by 1:88 was achieved. Before

that, reaching a similar increase took 11 years! These successes enabled the adoption of infor-

mation extraction techniques in the field of business process automation, where the majority of

documents are not simply plain text, but are endowed with rich layout structure.

The goal of this thesis is the investigation of capabilities of existing methods used for infor-

mation extraction from visually rich documents, conceptualization of the problems occurring in

this field, and finally proposing a new mechanism which improves the quality of hitherto used

solutions.

All the presented aims of the thesis have been reached, giving rise to the LAMBERT layout-

aware language model. Thanks to injecting the information about token positions on the page, it

achieves significant improvements on three datasets from the domain of end-to-end information

extraction from visually rivh documents: Kleister-NDA, Kliester-Charity and SROIE.
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Podziňkowania

NajwiňkszŃ satysfakcjň odczuwamy wğaŜnie wtedy, gdy dajemy innym coŜ z siebie,

gdy za cel stawiamy sobie poprawienie warunk·w Ũycia innych ludzi, gdy przyğŃ-

czamy siň do jakiejŜ wiňkszej sprawy i staramy siň wywrzeĺ pozytywny wpğyw na

otaczajŃcy Ŝwiat. ï Nick Vujicic

Chciağbym bardzo serdecznie podziňkowaĺ mojemu promotorowi Przemysğawowi Bieckowi za

wsparcie naukowe orazmotywacjň, kt·rej mi dostarczağ w czasie cağej naszej wsp·ğpracy, szcze-

g·lnie podczas tworzenia niniejszej rozprawy doktorskiej. Wyrazy podziňkowania chciağbym

r·wnieŨ zğoŨyĺ moim opiekunom naukowym z ramienia firmy: Ğukaszowi Garncarkowi,Annie

Wr·blewskiej oraz Filipowi GraliŒskiemu (bez was niniejsza praca r·wnieŨ by nie powstağa).

Dziňkujň r·wnieŨ wszystkim wsp·ğautorom publikacji, z kt·rymi miağem moŨliwoŜĺ praco-

waĺ na r·Ũnym etapie mojego rozwoju naukowego. Od wszystkich nich nauczyğem siň bardzo

duŨo i Ũağujň, Ũe sam czňsto nie mogğem daĺ od siebie wiňcej, choĺbym chciağ. Pragnň r·wnieŨ

podziňkowaĺ wszystkim osobom, z kt·rymi miağem okazjň rozmawiaĺ o sprawach naukowych,

za ich cenne rady i pomysğy, kt·rymi mnie obdarzyli (na szczeg·lne wyr·Ũnienie zasğugujŃ

osoby z laboratorium MI2).

Chciağbym r·wnieŨ podziňkowaĺ wszystkim wsp·ğpracowaniom z firmy Applica.ai, z kt·-

rymi miağem okazjň pracowaĺ (jesteŜcie wspaniali). DziňkujŃ r·wnieŨ wsp·ğtw·rcom firmy

Adamowi Dancewiczowi i Piotrowi Surmie za moŨliwoŜĺ realizacji doktoratu wdroŨeniowego

w pracy oraz chňĺ tworzenia firmy, gdzie rozw·j pracownika odgrywa waŨnŃ rolň.

Na koniec chciağbym podziňkowaĺ swojej najukochaŒszej Ũonie Oldze za cierpliwoŜĺ, po-

moc, troskň oraz mŃdre rady, kt·rymi mnie obdarza na co dzieŒ. Moim dzieciom: Agacie i

Arturowi - praca ta powstawağa wsp·lnym wysiğkiem. Moim rodzicom, rodzeŒstwu, przyjacio-

ğom za wsp·lnie spňdzone chwile i wyrozumiağoŜĺ, kiedy nie byğo na nie czasu.
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1 Wprowadzenie

1.1 Motywacja

Ekstrakcja informacji (ang. Information Extraction, IE) jest bardzo waŨnym aspektem zagad-

nienia robotyzacji proces·w biznesowych (ang. Robotic Process Automation, RPA) zwiŃzanych

z przetwarzaniem dokument·w. Przewiduje siň, Ũe w 2022 roku cağa branŨa zwiŃzana z au-

tomatyzacjŃ bňdzie warta ponad 600 miliard·w dolar·w (w 2020 roku warta byğa okoğo 480

miliard·w dolar·w) [39]. ZnaczŃcy postňp technologiczny w dziedzinie przetwarzania jňzyka

naturalnego (ang. Natural Language Processing, NLP) sprawia, Ũe automatyczne przetwarza-

nie dokument·w jest moŨliwe i staje siň bardzo waŨnŃ czňŜciŃ wspomnianej branŨy. Istnieje

jednak nastňpujŃcy problem: wiňkszoŜĺ dokument·w biznesowych zawiera w sobie nie tylko

zwykğy tekst, ale r·wnieŨ r·Ũnego rodzaju struktury (przykğadowo: tabele, listy, tekst pogru-

biony czy formularze), kt·re uniemoŨliwiajŃ poprawne przetwarzanie aktualnie istniejŃcymi

metodami (przetwarzajŃcymi tekst w postaci sekwencji token·w). Na dodatek da siň zauwa-

Ũyĺ, Ũe mechanizmy pojawiajŃce siň od poczŃtku 2019 roku, uwzglňdniajŃce nie tylko tekst, ale

w jakiŜ spos·b strukturň dokument·w, nie dziağajŃ lepiej od ostatnio wprowadzonych modeli

jňzyka [18, 29, 14, 8, 24].

Nieodzownie zatem pojawia siň potrzeba zrozumienia problem·w wynikajŃcych z ekstrak-

cji dokument·w o bogatej strukturze graficznej (ang. Visually Rich Documents, VRDs) oraz za-

proponowania rozwiŃzania uwzglňdniajŃcego aspekty struktury dokumentu. Ma to szczeg·lne

znaczenie dla rozwoju technologicznego wielu firm, w kt·rych obieg informacji odbywa siň

poprzez r·Ũnego rodzaju dokumenty przekazywane w postaci plik·w PDF, Word itp.

1.2 Opis problemu

1.2.1 Ekstrakcja informacji

WyobraŦmy sobie sytuacjň, w kt·rej ktoŜ pracujŃcy jako historyk ma za zadanie uporzŃdkowaĺ

dokumenty o charakterze biograficznym. Przykğadowo, majŃc do dyspozycji tekst1:

Urodziğ siň 29 wrzeŜnia 1881 w domu nr 13 przy ulicy JagielloŒskiej we Lwowie,

w Ũydowskiej rodzinieArtura Edlera iAdeli (z domu Landau) vonMises·w. Ojciec

Ludwiga byğ absolwentem Politechniki w Zurychu. Potem pracowağ w austriackim

1ťr·dğo:
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Ministerstwie Kolei jako inŨynier. Ludwig byğ najstarszym z tr·jki chğopc·w. Je-

den z braci umarğ w dzieciŒstwie, natomiast Richard zostağ znanymmatematykiem.

W latach 1892ï1900 Ludwig vonMises uczňszczağ do prywatnej szkoğy podstawo-

wej we Lwowie.

chce wydobyĺ informacjň o imieniu, nazwisku i dacie narodzin opisywanej osoby (w tym wy-

padku odpowiednio: , , ). Taki proces nazywamy ekstrakcjŃ

informacji, czyli zamianŃ danych nieustrukturyzowanych (ang. unstructured data) w postaci

tekstu do postaci danych posiadajŃcych strukturň (ang. structured data) [15].

1.2.2 Ekstrakcja informacji z dokument·w o bogatej strukturze graficznej

Na Rysunku 12 zaprezentowano dwa przypadki ekstrakcji informacji: 1) ze zwykğego tekstu,

2) z dokumentu o bogatej strukturze graficznej. Intuicja podpowiada nam, Ũe do rozumienia

tych dw·ch zaprezentowanych przykğad·w potrzebujemy innych umiejňtnoŜci odczytywania

informacji. Mianowicie, w przypadku 1) musimy rozumieĺ jňzyk (strukturň zdania, znaczenie,

itp.), podczas gdy w przypadku 2) Ũeby w peğni zrozumieĺ treŜĺ przekazu, potrzebna nam jest

dodatkowo informacja o strukturze tego dokumentu (m.in. ukğadu i relacji wzglňdem siebie

poszczeg·lnych sğ·w w przestrzeni dwuwymiarowej).

Opisany powyŨej przykğad 2) jest jedynie prostym ukazaniem r·Ũnic pomiňdzy wydobywa-

niem informacji ze zwykğego tekstu a wydobywaniem ich z dokumentu o bogatej strukturze gra-

ficznej. NaleŨy zwr·ciĺ uwagň, Ũe istnieje bardzo duŨo przykğad·w ukğad·w stron, za pomocŃ

kt·rych czğowiek koduje informacje ï szczeg·lnie w domenie biznesowej (Rysunek 2) [54].

W okresie rozpoczňcia badaŒ przedstawianych w niniejszej pracy (2018 rok) nie byğo jeszcze w

Ŝwiecie nauki wystarczajŃcej ŜwiadomoŜci wyzwaŒ, z jakimi naleŨy sobie poradziĺ, przetwarza-

jŃc dokumenty o bogatej strukturze graficznej, co r·wnieŨ stanowiğo problem do rozwiŃzania.

1.2.3 Zagadnienie powiŃzane ï wstňpne przetwarzanie dokument·w

Bardzo duŨa czňŜĺ dokument·w dostňpnych na komputerachma postaĺ plik·wPDF (ang.Porta-

ble Document Format). Z jednej strony wiŃŨe siň to z zaletami w postaci uniwersalnego sposobu

odczytu danych. Z drugiej strony wadŃ tego formatu jest to, Ũe nie posiada on Ũadnych stan-

dard·w dotyczŃcych sposobu zapisu informacji tekstowych, jego struktury oraz grafiki, kt·ra

2ťr·dğo:
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Rysunek 1: Ekstrakcja informacji ze zwykğego tekstu (przypadek 1) i z dokumentu o bogatej

strukturze graficznej (przypadek 2).

Rysunek 2: Przykğady dokument·w biznesowych z bogatŃ strukturŃ graficznŃ (faktura, CV,

ogğoszenie o pracň).

moŨe byĺ umieszczona na stronie. Dodatkowo, w takich dokumentach mogŃ pojawiaĺ siň tre-

Ŝci pochodzŃce ze skaner·w reprezentowane jako obrazki. Opisane problemy rozwiŃzywane sŃ

najczňŜciej przez narzňdzia do optycznego rozpoznawania znak·w (ang. Optical Character Re-

cognition, OCR) [44]. Na ich wejŜciu podajemy zazwyczaj plik PDF lub obrazek, a na wyjŜciu

otrzymujemy listň sğ·w (niekt·re narzňdzia zwracajŃ r·wnieŨ listň znak·w) wraz z odpowia-

dajŃcymi im wsp·ğrzňdnymi na stronie oraz numerami stron. Do najpopularniejszych og·lnie

dostňpnych narzňdzi naleŨy Tesseract, kt·rego uŨywaliŜmy do rozwiŃzania problemuwstňpnego
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przetwarzania dokument·w [19].

1.3 Cel pracy

Celem przedstawionej rozprawy doktorskiej byğo zbadanie moŨliwoŜci istniejŃcych metod wy-

korzystywanych do ekstrakcji informacji z dokument·w o bogatej strukturze graficznej, kon-

ceptualizacja problem·w, jakie wystňpujŃ w dziedzinie oraz zaproponowanie wğasnego mecha-

nizmu, kt·ry poprawia jakoŜĺ dotychczasowych rozwiŃzaŒ.

1.4 Struktura rozprawy doktorskiej

Niniejsza rozprawa skğada siň w gğ·wnej mierze ze zbioru artykuğ·w naukowych, kt·re zostağy

doğŃczone na koŒcu pracy w formie dodatku. Publikacje te zostağy poprzedzone 4 sekcjami,

kt·re wprowadzajŃ czytelnika do tematyki rozprawy.

Sekcja 1. przedstawia motywacjň, opis problemu oraz cel pracy.

Sekcja 2. zawiera prezentacjň gğ·wnych wynik·w rozprawy i jest podzielona na cztery pod-

sekcje (kaŨda z nich opiera siň na jednym artykule). W podsekcji 2.1 weryfikujň aktualne moŨ-

liwoŜci istniejŃcych metod. W podsekcji 2.2 opisujň spos·b tworzenia nowych zbior·w danych

do ekstrakcji informacji. Zaprezentowanie nowego por·wnania do mierzenia postňp·w w dzie-

dzinie znajduje siň w podsekcji 2.3. Wreszcie w podsekcji 2.4 wprowadzam i opisujň nowŃ

architekturň modelu z uwzglňdnieniem struktury dokumentu.

Sekcja 3. obejmuje prezentacjň mojego dorobku naukowego.

Sekcja 4. to podsumowanie cağoŜci pracy i jej wkğadu w rozw·j dziedziny.
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2 OsiŃgniňte wyniki

2.1 Zbadanie moŨliwoŜci istniejŃcych metod

Publikacja, na kt·rej oparty jest rozdziağ: Tomasz Stanislawek, Anna Wr·blewska, Alicja

W·jcicka, Daniel Ziembicki, and Przemyslaw Biecek. Named Entity Recognition ð Is There

a Glass Ceiling? In Proceedings of the 23rd Conference on Computational Natural Language

Learning (CoNLL), pages 624ï633, Hong Kong, China, November 2019. Association for Com-

putational Linguistics.

Wkğad autora rozprawy doktorskiej: pomysğ oraz konceptualizacja badania; przygotowanie

metodologii badania; implementacja oraz ewaluacja poszczeg·lnych metod przedstawionych w

publikacji; przeprowadzenie wszystkich eksperyment·w; anotacja zbioru danych oraz kontrola

sp·jnoŜci i poprawnoŜci cağego procesu; analiza wynik·w; pisanie publikacji.

2.1.1 Wprowadzenie

Metody stosowane do wykrywania jednostek nazwanych sŃ czňsto uŨywane do problemu eks-

trakcji informacji z dokument·w [29, 55]). Dodatkowo, bardzo szybki rozw·j dziedziny prze-

twarzania jňzyka naturalnego (wprowadzenie modelu Transformera [51] czy pojawienie siň mo-

deli jňzyka [33, 8]) w ostatnich latach spowodowağ znaczŃcy wzrost skutecznoŜci tychŨe metod.

Przykğadowo, wyniki ewaluacji na jednym z najpopularniejszych zbior·w danych dla jňzyka an-

gielskiego CoNLL 2003 wzrosğy tylko w roku 2018 z poziomu 91.21 do poziomu 93.09 miary

F1 (wczeŜniej, taki przyrost skutecznoŜci osiŃgniňto w ciŃgu 11 lat) [48, 2, 25, 1]. BiorŃc pod

uwagň powyŨsze, istotne stağo siň zrozumienie, jakie typy bğňd·w zostağy rozwiŃzane przez

najnowsze modele, jakie sŃ sğabe i mocne strony poszczeg·lnych mechanizm·w, i w koŒcu, co

stanowi najwiňksze wyzwanie dla wszystkich modeli. NajwiňkszŃ wartoŜciŃ tej pracy badaw-

czej byğo to, Ũe dziňki niej udağo siň wskazaĺ konkretne problemy, z kt·rymi aktualne modele

wciŃŨ sobie nie radzŃ.

2.1.2 Zaproponowana metodologia

Do weryfikacji moŨliwoŜci istniejŃcych metod przygotowaliŜmy metodologiň, kt·ra skğadağa

siň z nastňpujŃcych etap·w:
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Bğňdy zbioru danych (DE) ZaleŨnoŜci na poziomie dokumentu (DL)

Bğňdy anotacji (DE-A) - oczywiste bğňdy

anotacji

Koreferencja na poziomie dokumentu (DL-CR) - przy-

padki wystňpowania obiektu w zdaniu, kt·ry wystňpuje r·w-

nieŨ w innym zdaniu w tym samym dokumencie

Liter·wki sğowne (DE-WT) - liter·wki

sğowne w jednostce nazwanej

Struktura dokumentu (DL-S) - struktura dokumentu od-

grywa znaczŃcŃ rolň, np. obiekty wystňpujŃ w tabelce

Zğa segmentacja na poziomie sğowa/zda-

nia (DE-BS) - przypadki, gdzie sğowo lub

zdanie zostağo Ŧle podzielone na segmenty

Kontekst dokumentu (DL-C) - przypadki, gdzie potrzebny

jest cağy kontekst dokumentu, aby prawidğowo zaanotowaĺ

jednostkň nazwanŃ

ZaleŨnoŜci na poziomie zdania (SL) Og·lne wğaŜciwoŜci (G)

Struktura zdania (SL-S) - syntaktyczne

wğaŜciwoŜci lingwistyczne stanowiŃce

mocnŃ wskaz·wkň o danym obiekcie

DwuznacznoŜĺ (G-A) - przypadki, w kt·rych jednostki na-

zwane sŃ uŨyte w innym znaczeniu, niŨ zazwyczaj stosowany

Kontekst zdania (SL-C) - przypadki, gdzie

kontekst zdania jest wystarczajŃcy

Niesp·jnoŜĺ anotacji (G-I) - r·Ũna anotacja na poziomie

zbioru dla tych samych jednostek nazwanych

Trudne przypadki (G-HC) - r·Ũna moŨliwoŜĺ interpretacji

Tablica 1: Taksonomia z kategoriami lingwistycznymi, przedstawiajŃca najbardziej prawdopo-

dobne przyczyny bğňd·w

.

1. Selekcja zbioru danych, na kt·rym przeprowadzono badanie: wybrany zostağ angielski

zbi·r CoNLL z 2003 r., wspomniany we wstňpie.

2. Wybranie metod do ekstrakcji jednostek nazwanych, kt·re znaczŃco przyczyniğy siň do

postňp·w w dziedzinie: Stanford (CRF), CMU (LSTM-CRF), ELMO, BERT-base oraz

Flair [10, 22, 33, 8, 32, 1].

3. Odtworzenie wynik·w dla wybranych metod wraz z zebraniem bğňd·w (przykğad·w, na

kt·rych konkretny model zwr·ciğ nieprawidğowy wynik).

4. PrzeglŃd pr·bki zebranych bğňd·ww celu zdefiniowania taksonomii opisujŃcej z perspek-

tywy lingwistycznej najbardziej prawdopodobne Ŧr·dğo bğňd·w (Tablica 1).

5. Anotacja kaŨdego przykğadu do uprzednio zdefiniowanej taksonomii (jeden przykğadmoŨe

byĺ przypisany do kilku kategorii jednoczeŜnie).

6. Analiza wynik·w.
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Model DE-WT DE-BS SL-S SL-C DL-CR DL-S DL-C G-A G-HC G-I Og·ğem

Stanford 10 38 46 448 372 202 247 219 72 19 703

CMU 6 39 21 378 316 107 175 183 68 20 554

ELMO 9 33 13 250 198 97 144 98 65 21 395

Flair 8 33 16 223 184 100 146 101 59 20 370

BERT 10 40 11 300 263 117 170 94 65 20 472

Tablica 2: Liczba bğňd·w dla wybranego modelu i kategorii lingwistycznej.

2.1.3 Prezentacja i om·wienie wynik·w

Informacja o liczbie bğňd·w popeğnianych przez poszczeg·lne modele znajduje siň w Tablicy 2.

Pierwszym istotnym wnioskiem pğynŃcym z otrzymanych wynik·w jest to, Ũe nowoczesne me-

chanizmy bazujŃce na modelach jňzyka (trenowane w trybie nienadzorowanym na duŨych zbio-

rach danych) takie jak ELMO, BERT oraz Flair majŃ najmniej bğňd·w i rozwiŃzujŃ najwiňcej

problem·w w kategoriach SL-C (kontekst na poziomie zdania) oraz G-A (dwuznacznoŜĺ sğ·w

stanowiŃcych jednostkň nazwanŃ). WciŃŨ jednak nie potrafiŃ rozwiŃzywaĺ og·lnych proble-

m·w zwiŃzanych z trudnymi przypadkami (G-HC), niesp·jnoŜciŃ anotacji (G-I) oraz liter·w-

kami jňzykowymi (DE-WT). Wspomniane bğňdy wraz z oczywistymi pomyğkami anotacji (DE-

A) wskazujŃ na jeden z moŨliwych kierunk·w rozwoju tej dziedziny, czyli budowy narzňdzi

do walidacji poprawnoŜci zbioru danych. Dodatkowo, tworzenie wolnych od bğňd·w zbior·w

testowych bňdzie poprawiaĺ walidacjň r·Ũnych modeli, szczeg·lnie, jeŜli r·Ũnice miňdzy nimi

sŃ niewielkie.

Wszystkie przebadane rozwiŃzania w tamtym okresie bazowağy wyğŃcznie na kontekŜcie

zdania. Natomiast wysoka liczba bğňd·w popeğnianych przez modele na poziomie zaleŨnoŜci

dokumentu (DL-CR, DL-C, DL-S) podpowiada, Ũe Ũeby osiŃgnŃĺ jeszcze lepsze wyniki, mu-

simy budowaĺ rozwiŃzania bazujŃce na cağym kontekŜcie dokumentu.

Rozpatrywany zbi·r danych zawierağ w sobie dokumenty z wiadomoŜci sportowych lub

raport·w gieğdowych, w kt·rych struktura dokumentu (dane umieszczone w tabelce lub na-

gğ·wku) odgrywa istotnŃ rolň w zrozumieniu treŜci. Wysoka liczba bğňd·w w kategorii zwiŃza-

nej ze strukturŃ dokumentu (DL-S) informuje nas o kolejnym potencjalnym kierunku rozwoju

dziedziny, jakim jest uwzglňdnienie tychŨe informacji (np. pozycji sğ·w na stronie). NaleŨy

wspomnieĺ, Ũe w tamtym okresie istniağy juŨ pr·by ekstrakcji informacji z uwzglňdnieniem

pozycji na stronie, ale bazowağy one gğ·wnie na technikach pochodzŃcych z dziedziny wizji

komputerowej, przez co nie dawağy tak dobrych wynik·w jak stosowane w·wczas modele jň-

zyka [18, 23, 13].
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2.1.4 Znaczenie przeprowadzonego badania

W poprzednim rozdziale om·wione zostağy gğ·wne wyniki i wnioski przeprowadzonego bada-

nia oraz wynikajŃce z nich moŨliwe kierunki rozwoju: budowa narzňdzi wykrywajŃcych bğňdy

zbioru danych, uwzglňdnianie cağego kontekstu dokumentu czy branie pod uwagň struktury do-

kumentu. Z perspektywy rozwiŃzania problemu ekstrakcji informacji z dokument·w o bogatej

strukturze graficznej najbardziej poŨŃdanym kierunkiem byğo uwzglňdnienie struktury doku-

mentu (np. pozycji poszczeg·lnych sğ·w na stronie), w zwiŃzku z czym dalsza czňŜĺ przepro-

wadzonych badaŒ skupiğa siň na tym zagadnieniu.

2.2 Kleister ï zbiory danych do testowania nowych metod

Publikacja, na kt·rej oparty jest rozdziağ: Tomasz Stanisğawek, Filip GraliŒski, Anna Wr·-

blewska, Dawid LipiŒski, Agnieszka Kaliska, Paulina Rosalska, Bartosz Topolski, and Prze-

mysğaw Biecek. Kleister: Key information extraction datasets involving long documents with

complex layouts. In Josep Llad·s, Daniel Lopresti, and Seiichi Uchida, editors, Document

Analysis and Recognition ï ICDAR 2021, pages 564ï579, Cham, 2021. Springer International

Publishing.

Wkğad autora rozprawydoktorskiej: konceptualizacja oraz przygotowaniemetodologii pracy;

implementacja oraz ewaluacja poszczeg·lnych metod przedstawionych w publikacji; przepro-

wadzenie wszystkich eksperyment·w; analiza wynik·w; pisanie publikacji; pisanie odpowiedzi

do recenzent·w.

2.2.1 Wprowadzenie

Opracowanie nowych metod do ekstrakcji informacji dla dokument·w o bogatej strukturze gra-

ficznej wymaga dostňpnoŜci dopasowanych do problemu zbior·w danych, na kt·rych moŨna

testowaĺ ich skutecznoŜĺ. W poğowie 2019 roku istniağ tylko jeden publiczny zbi·r SROIE

(ekstrakcja informacji ze skan·w paragon·w), kt·ry jednak nie uwzglňdniağ wszystkich proble-

m·w domenowych (np. przetwarzanie dokument·w wielostronicowych) [13]. Ponadto wiňk-

szoŜĺ metod, kt·ra powstawağa w tamtym okresie, byğa testowana na prywatnych zbiorach da-

nych [29, 18, 23]. BiorŃc pod uwagň powyŨsze, zaistniağa potrzeba utworzenia publicznego

zbioru danych. Praca tu omawiana wprowadza dwa angielskie zbiory danych: Kleister NDA
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i Kleister Charity (Rysunek 3). Ponadto szczeg·ğowo przedstawione sŃ dodatkowe wyzwania,

przed kt·rymi stoi dziedzina ekstrakcji kluczowych informacji. Wszystkie dokumenty udo-

stňpnione sŃ w postaci plik·w PDF, co umoŨliwi wykorzystanie wielu modalnoŜci przez model

(tekst, pozycje token·w w tekŜcie czy obrazek odpowiadajŃcy konkretnej stronie).

Rysunek 3: Przykğady stron ze zbior·wKleister NDAi Charity. Niebieskie prostokŃty wskazujŃ

obiekty do ekstrakcji.

2.2.2 Podstawowe informacje i statystyki zbior·w danych

Zbi·r Kleister NDAskğada siň z dokument·w utworzonych cyfrowo (nie wymagajŃ krokuOCR-

a) zawierajŃcych umowy o zachowaniu poufnoŜci, kt·re pochodzŃ z bazy EDGAR3. ĞŃcznie

udağo siň przygotowaĺ zbi·r 540 dokument·w (zbi·r trenujŃcy: 254, walidadyjny: 83, testowy:

203) skğadajŃcych siň z 3 229 stron. W przypadku drugiego zbioru, Kleister Charity, dokumenty

zawierajŃ sprawozdania roczne organizacji charytatywnych i zostağy ŜciŃgniňte bezpoŜrednio ze

strony w postaci plik·w

PDF. Zbi·r Charity skğada siň z 2 788 dokument·w (zbi·r trenujŃcy: 1729, walidadyjny: 440,

testowy: 609), co przekğada siň na 61 643 stron.

Do kaŨdego dokumentu zostağa przypisana lista obiekt·w, kt·re naleŨy z niego wyciŃgnŃĺ.

Nie jest to wiňc typowe zadanie rozpoznawania jednostek nazewniczych, poniewaŨmamy infor-

macjň o obiekcie na poziomie dokumentu, a nie na poziomie tekstu (nie wiemy, gdzie dokğadnie

ta informacja w dokumencie wystňpuje). W Tablicy 3 pokazane sŃ podstawowe statystyki dla

3
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obu zbior·w wraz z podaniem przykğad·w wartoŜci obiekt·w do ekstrakcji (wszystkie obiekty

zostağy znormalizowane do standardowej postaci zgodnej z jego typem).

Zbi·r Nazwa obiektu Typ obiektu Liczba Liczba unikalnych Przykğad obiektu

N
D
A

party OGRANIZACJA/OSOBA 1,035 912 Ajinomoto Althea Inc.

jurisdiction LOKALIZACJA 531 37 New York

effective_date DATA 400 370 2005-07-03

term CZAS TRWANIA 194 22 P12M

C
h
ar
it
y

post_town ADRES 2,692 501 BURY

postcode ADRES 2,717 1,511 BL9 ONP

street_line ADRES 2,414 1,353 42-47 MINORIES

charity_name ORGANIZACJA 2,778 1,600 Mad Theatre Company

charity_number NUMER 2,763 1,514 1143209

report_date DATA 2,776 129 2016-09-30

income KWOTA 2,741 2,726 109370.00

spending KWOTA 2,731 2,712 90174.00

Tablica 3: Wykaz obiekt·w do ekstrakcji dla zbior·w Kleister NDA i Charity.

2.2.3 Zaproponowany mechanizm do ekstrakcji informacji

Kluczowym elementem zaproponowanej metody jest wykorzystanie takich samych modeli, ja-

kie stosuje siň do rozpoznawania jednostek nazewniczych. W zadaniu ekstrakcji kluczowych

informacji posiadamy anotacje jedynie na poziomie dokumentu, dlatego teŨ musimy dodaĺ mo-

duğy wspierajŃce, kt·re pozwolŃ nam wykorzystaĺ moŨliwoŜci tagera sekwencyjnego. Rysu-

nek 4 przedstawia cağy schemat zaimplementowanego mechanizmu, na kt·ry skğadajŃ siň nastň-

pujŃce elementy:

1. Moduğ do przetwarzania plik·w PDF - kaŨdy plik PDF musi byĺ zamieniony do postaci

pliku json zawierajŃcego informacjň o sğowach, ich pozycjach na stronie oraz numerze

strony, z kt·rej pochodzŃ. Dla cağego zbioru przetestowane zostağy r·Ũne silniki sto-

sowane do optycznego rozpoznawania znak·w: Azure CV, Tesseract oraz Textract456.

Dodatkowo, dla dokument·w ze zbioru Kleister NDA uŨyto narzňdzia djvu, poniewaŨ

4

- uŨyto wersji 3.0
5 - uŨyto wrsji 4.1.1
6 - uŨyto wersji z 1 Marca 2020
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zostağy one utworzone cyfrowo 7.

2. Moduğ do automatycznego tagowania - potrzebny na etapie trenowania w celu automa-

tycznego oznaczania jednostek nazewniczych na poziomie tekstu, tak aby moduğ tagujŃcy

m·gğ siň nauczyĺ. To narzňdzie oparte zostağo o zestaw wyraŨeŒ regularnych, kt·re wy-

krywa okreŜlonŃ wartoŜĺ na r·Ũne sposoby w zaleŨnoŜci od typu obiektu.

3. Moduğ tagujŃcy - bazuje na algorytmach do rozpoznawania jednostek nazewniczych, w

kt·rym przetestowane zostağy nastňpujŃce modele: Flair, BERT, RoBERTa, LayoutLM,

LAMBERT [1, 8, 24, 57, 11] (Sekcja 2.4).

4. Moduğ normalizujŃcy - sprowadza wszystkie obiekty wykryte przez moduğ tagujŃcy do

postaci standardowej dla kaŨdego typu danych. Przykğadowo, wszystkie obiekty typu

DATA zostanŃ znormalizowane do postaci zgodnej ze standardem ISO 8601 (fragmenty

tekstuNovember 29, 2019 oraz 11/29/19 zostanŃ znormalizowane do postaci 2019-11-29).

5. Moduğ agregujŃcy - mechanizm do wyboru ostatecznej odpowiedzi zwracanej przez sys-

tem bazujŃcy na danych z poprzedniego moduğu. Jest on potrzebny z racji tego, Ũe moduğ

tagujŃcy moŨe zwracaĺ wiňcej niŨ jednŃ odpowiedŦ.

Rysunek 4: Schemat ekstrakcji kluczowych informacji skğadajŃcy siň z kilku moduğ·w. Wyr·Ũ-

niamy dwa etapy: treningu (przepğyw informacji oznaczony kolorem niebieskim) oraz predykcji

(przepğyw informacji oznaczony kolorem zielonym).

2.2.4 Prezentacja i om·wienie wynik·w

Wyniki ewaluacji poszczeg·lnych modeli zaprezentowano wTablicy 4. R·Ũnice w jakoŜci dzia-

ğania pomiňdzy najlepszym modelem a czğowiekiem pokazujŃ trudnoŜĺ tego zadania. Podczas

7 ,
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Zbi·r Nazwa narzňdzia Flair BERT RoBERTa LayoutLM LAMBERT Czğowiek
N
D
A

Azure CV 78.03±0.12 77.67±0.18 79.33±0.68 77.43±0.29 80.57±0.25

97.86%
pdf2djvu 77.83±0.26 78.20±0.17 81.00±0.05 78.47±0.76 81.77±0.09

Tesseract 76.57±0.49 76.60±0.30 77.81±0.97 77.70±0.48 81.03±0.23

Textract 77.37±0.08 74.83±0.45 79.49±0.32 77.40±0.40 77.37±0.08

C
h
ar
it
y
(*
) Azure CV 81.17±0.12 78.33±0.08 81.50±0.23 81.53±0.23 83.57±0.29

97.45%Tesseract 72.87±0.81 71.37±1.25 76.23±0.15 77.53±0.20 81.50±0.07

Textract 78.03±0.12 73.30±0.43 80.08±0.15 80.23±0.41 82.97±0.21

Tablica 4: Szczeg·ğowe wyniki modeli oraz r·Ũnych narzňdzi do przetwarzania plik·w PDF dla

zbioru testowego uŜrednione na podstawie 3-krotnego uruchomienia eksperymentu (zastoso-

wano miarň F1 z uwzglňdnieniem standardowego odchylenia). Poziom skompilowania zdania

dla czğowieka mierzony jest jako procent zgodnoŜci anotacji dw·ch os·b na pr·bce 100 doku-

ment·w. (*) pdf2djvu nie dziağa na dokumentach skanowanych.

gdy inne zadania z tej dziedziny sŃ juŨ praktycznie rozwiŃzane (na zbiorze SROIE najlepszymo-

del osiŃga wynik na poziomie 98.36 miary F1
8) [13] wprowadzony zbi·r przynosi dodatkowe

wyzwania, do kt·rych naleŨy zaliczyĺ:

Å Anotacje na poziomie dokumentu. WzwiŃzku z brakiem informacji o pozycji obiekt·w

w tekŜcie naleŨy budowaĺ dodatkowe moduğy wspomagajŃce prace tager·w sekwencyj-

nych lub przygotowaĺ rozwiŃzania dziağajŃce w oparciu o model typu seq2seq [46, 37].

Å Bogata struktura graficzna. Modele dziağajŃce wyğŃcznie w oparciu o tekst (Flair,

BERT oraz RoBERTa) dziağajŃ wyraŦnie sğabiej od modeli uwzglňdniajŃcych r·wnieŨ

informacje o strukturze dokumentu (LayaoutLM bazujŃcy na modelu BERT oraz LAM-

BERT bazujŃcy na modelu RoBERTa). Szczeg·lnie widoczne jest to dla obiekt·w, kt·re

znajdujŃ siň w tabelkach lub formularzach.

Å Optyczne rozpoznawanie znak·w. Wyb·r narzňdzia do przetwarzania plik·w PDF byğ

bardzo istotny w kontekŜcie jakoŜci ekstrakcji. Okazuje siň, Ũe w niekt·rych przypadkach

byğ on bardziej istotny niŨ sam wyb·r modelu. Najlepszym narzňdziem z przebadanych

okazağ siň Azure CV.

Å Dğugie dokumenty. Na bardzo dğugich dokumentach zaobserwowano znaczŃce pogor-

szenie siň skutecznoŜci modelu [43].

8Stan na dzieŒ 25 wrzeŜnia 2021 roku.
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2.3 DUE ï benchmark do mierzenia postňp·w w dziedzinie rozumienia

dokument·w

Publikacja, na kt·rej oparty jest rozdziağ: Ğukasz Borchmann*, Michağ Pietruszka*, Tomasz

Stanislawek*, Dawid Jurkiewicz, Michağ Turski, Karolina Szyndler, and Filip GraliŒski. DUE:

End-to-end document understanding benchmark. 2021. (*) R·wny wkğad w wykonanŃ pracň.

Komentarz: Publikacja jest w trakcie recenzji na konferencjň NeurIPS 2021 (recenzje moŨna

zobaczyĺ na stronie ).

Wkğad autora rozprawy doktorskiej: konceptualizacja i metodologia badania (udziağ w sta-

ğych spotkaniach zespoğu); przeglŃd literatury i przygotowania listy potencjalnych zbior·w,

kt·re moŨna wykorzystaĺ; zaprojektowanie schematu danych do przechowywania danych w

ujednoliconym formacie; przygotowanie danych dla zbior·w Kleister Charity, DeepForm, Tab-

fact; poprawa zbior·w danych PWC oraz DeepForm; metodologia utworzenia zbior·w diagno-

stycznych; organizacja i kontrola anotacji; analiza wynik·w; poprawa pierwszej wersji publi-

kacji.

2.3.1 Wprowadzenie

Zaprezentowane w sekcji 2.2 zbiory Kleister tyczyğy siň wyğŃcznie tematyki ekstrakcji kluczo-

wych informacji, kt·ra to jest czňŜciŃ wiňkszej dziedziny rozumienia dokument·w (ang. Docu-

ment Understanding). W tym rozdziale om·wiony zostanie benchmark opracowany z myŜlŃ o

wszystkich zadaniach zwiŃzanych z przetwarzaniem dokument·w o bogatej strukturze graficz-

nej. Tego typu techniki mierzenia postňp·w wybranego zagadnienia stağy siň bardzo popularne,

nie tylko w dziedzinie NLP, ale r·wnieŨ w innych dziedzinach, takich jak rozumienie obra-

z·w [53, 52, 58, 7]. Dziňki tej pracy naukowcy majŃ moŨliwoŜĺ bardziej generycznego rozwiŃ-

zywania problem·w zwiŃzanych z przetwarzaniem dokument·w o bogatej strukturze graficznej.

Do najwaŨniejszych osiŃgniňĺ tej pracy naleŨy zaliczyĺ:

1. PrzeglŃd listy zadaŒ zwiŃzanych z dziedzinŃ oraz przeformuğowanie trzech zadaŒ: PWC,

WTQ, TabFact.
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Nazwa zbioru

LicznoŜĺ (tys.) Wkğad do zbior·w

Domena Typ zadania

Z
b
i·
r
tr
en
u
jŃ
cy

Z
b
i·
r
w
al
id
u
jŃ
cy

Z
b
i·
r
te
st
o
w
y

O
b
li
cz
en
ie
tr
u
d
n
o
Ŝc
i

P
o
p
ra
w
a
zb
io
ru

P
rz
ef
o
rm
u
ğo
w
an
ie

P
o
p
ra
w
a
p
o
d
zi
ağ
u

U
je
d
n
o
li
ce
n
ie
fo
rm
at
u

Z
b
i·
r
d
ia
g
n
o
st
y
cz
n
y

Kleister Charity [43] 1.73 0.44 0.61 � � � � + + Finansowa Ekstrakcja informacji z dğugich dokument·w

PWC [17] 0.2 0.06 0.12 + + + + + + Naukowa Ekstrakcja informacji z publikacji naukowych

DeepForm [47] 0.7 0.1 0.3 + + � + + + Finansowa Ekstrakcja informacji z dokument·w biznesowych

DocVQA [27] 10.2 1.3 1.3 � � � � + + Biznesowa Zadawanie pytaŒ na dokumentach biznesowych

InfographicsVQA [26] 4.40 0.50 0.60 � � � � + + Og·lna Zadawanie pytaŒ na infografikach

TabFact [5] 13.2 1.7 1.7 � � + � + + Og·lna Problem Natural Language Inference na tabelkach

WTQ [31] 1.4 0.3 0.4 + � + + + + Og·lna Zadawanie pytaŒ na tabelkach

Tablica 5: Zestawienie wybranych zbior·w danych wraz z ich podstawowymi wğaŜciwoŜciami

i wkğadem do zbior·w.

2. Wyczyszczenie zbior·w danych wraz z przygotowaniem jednolitego formatu do ich prze-

chowywania i procesowania.

3. Implementacja podstawowych metod weryfikacji jakoŜci modeli.

4. Identyfikacja wyzwaŒ, przed jakimi stoi dziedzina, m.in. poprzez przygotowanie zbior·w

diagnostycznych.

2.3.2 Wybrane zbiory danych

Podczas tworzenia benchmarku przejrzane zostağo ponad 30 zbior·w danych, z kt·rych wy-

brano 7 speğniajŃcych kryteria najwyŨszej jakoŜci (tylko anotacja manualna), trudnoŜci (r·Ũnica

miňdzy najlepszym rozwiŃzaniem a poziomem trudnoŜci dla czğowieka musi byĺ duŨa) oraz li-

cencji (Tablica 5) [4]. Uwzglňdnione zbiory pokrywajŃ szerokie spektrum zdaŒ, poczŃwszy od

ekstrakcji informacji, a skoŒczywszy na zadawaniu pytaŒ na tabelkach. Zebrane i poprawione

zbiory stanowiŃ gğ·wny wkğad tej pracy, gdyŨ dziňki nim pozostali naukowcy mogŃ skupiĺ siň

wyğŃcznie na przygotowaniu nowych rozwiŃzaŒ.

2.3.3 Zbiory diagnostyczne

Poza przygotowaniem zestawu zbior·w danych z domeny rozumienia dokument·w zostağ utwo-

rzony zbi·r diagnostyczny wspomagajŃcy analizň poszczeg·lnych modeli w konkretnych kate-

goriach problemu. Szczeg·lnie waŨne jest to, byŜmy rozumieli dziağanie poszczeg·lnych mo-
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deli, tak aby wiedzieĺ, co jest silnŃ, a co sğabŃ stronŃ nowego modelu [40]. Zaproponowana

taksonomia wyglŃd nastňpujŃco:

Å ťr·dğo odpowiedzi (rozumiane jako relacja pomiňdzy odpowiedziŃ a treŜciŃ dokumentu):

ekstraktywne lub abstrakcyjne.

Å Format wyjŜcia: lista odpowiedzi lub pojedyncza odpowiedŦ.

Å Typ wyjŜcia: organizacja, lokalizacja, osoba, numer, data/czas/czas trwania, odpowiedŦ

tak/nie.

Å ťr·dğo wskaz·wki do udzielenia odpowiedzi: tabela/lista, czysty tekst, element graficzny,

struktura dokumentu, pismo odrňczne.

Å Operacje: zliczanie, arytmetyka, por·wnanie, normalizacja.

Å Liczba odpowiedzi (ile razy szukana wartoŜĺ wystŃpiğa w dokumencie): jednokrotnie lub

wielokrotnie.

2.3.4 Przedstawienie i om·wienie wynik·w

Doprzeprowadzenia eksperyment·wwybrano prosty i wydajmymodelT5 [37] oraz jego uspraw-

nienia polegajŃce na dodaniu relatywnego kodowania 2D (model T5+2D) [34, 11, 56]. Oba te

modele dodatkowo wytrenowano na dokumentach z domeny biznesowej, o bardziej skompli-

kowanej strukturze dokument·w (modele T5+U i T5+2D+U).

Wszystkie wyniki, razem z odwoğaniem siň do najlepszego zewnňtrznego wyniku oraz po-

ziomu trudnoŜci zadania dla czğowieka znajdujŃ siň w Tablicy 6. WystňpujŃ znaczŃce r·Ũnice

pomiňdzy uzyskanymi wynikami a poziomem, z jakim czğowiek radzi sobie z danym zdaniem.

Dodatkowo nasze modele nieznaczenie odbiegajŃ od jakoŜci najlepszych wynik·w, jakie udağo

siň osiŃgnŃĺ. Dzieje siň tak, poniewaŨ byğy one dostosowane do konkretnego problemu oraz

uwzglňdniağy dodatkowo komponent wizyjny, kt·ry nie jest tak prosto zaimplementowaĺ.

Najwiňkszy przyrost osiŃgniňty zostağ dziňki przetrenowaniu modelu na dokumentach o bo-

gatej strukturze graficznej (T5+U oraz T5+2D+U). Podejrzewamy, Ũe oryginalny model T5 nie

zawierağ w zbiorze trenujŃcym zbyt wiele skomplikowanych struktur (tabelki czy formularze),

przez co nie radzi sobie z nimi. Ponadto widoczna jest poprawa dziňki dodaniu informacji o

relatywnej pozycji pomiňdzy tokenami, co tylko potwierdza waŨnoŜĺ cech strukturalnych przy

dziağaniu modelu.
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Zbi·r danych
Wynik (metryka uzaleŨniona od zadania)

T5 T5+2D T5+U T5+2D+U Najlepszy zewnňtrzny wynik Czğowiek

DocVQA 72.5 74.1 76.4 81.3 87.1 [34] 98.1

InfographicsVQA 37.8 43.1 37.0 46.1 61.2 [34] 98.0

Kleister Charity 57.9 57.7 75.1 75.9 83.6 [11] 97.5

PWC 24.2 25.2 25.1 27.3 ð 51.1

DeepForm 73.4 74.8 82.0 83.2 ð 98.5

WTQ 32.5 33.4 38.1 44.0 ð 76.7

TabFact 52.2 53.7 67.9 70.6 ð 92.1

Razem 49.8 51.6 56.8 64.4 n/a 88.3

Tablica 6: Najlepsze wyniki dla wybranego modelu w relacji do poziomu trudnoŜci dla czğo-

wieka oraz najlepszego wyniku osiŃganego przez dopasowany do zadania model. Znak ð jest

wstawiany w miejsce, gdzie nie ma Ũadnego wyniku, poniewaŨ zbi·r zostağ zmodyfikowany.

2.4 LAMBERT ï nowy model do ekstrakcji informacji

Publikacja, na kt·rej oparty jest rozdziağ: Ğukasz Garncarek*, Rafağ Powalski*, Tomasz

Stanisğawek*, Bartosz Topolski*, Piotr Halama, Michağ Turski, and Filip GraliŒski. Lambert:

Layout-aware language modeling for information extraction. In Josep Llad·s, Daniel Lopre-

sti, and Seiichi Uchida, editors, Document Analysis and Recognition ï ICDAR 2021, pages

532ï547, Cham, 2021. Springer International Publishing. (*) R·wny wkğad w wykonanŃ pracň.

Komentarz: Publikacja zostağa wyr·Ũniona nagrodŃ na konferencji ICDAR 2021 w kategorii

Best Industry Related Paper Award.

Wkğad autora rozprawy doktorskiej: pomysğ uŨycia architektury BERT-a do problemu eks-

trakcji kluczowych informacji i dodaniu do niego cech struktury dokumentu; konceptualizacja

i metodologia badania (udziağ w stağych spotkaniach zespoğu); przygotowania zbior·w danych

(do trenowania oraz ewaluacji modeli); przygotowanie skrypt·w do automatyzacji eksperymen-

t·w; uruchomienie finalnych eksperyment·w na wyzwaniach Kleister NDA, Kleister Charity

oraz SROIE; zaproponowanie, zaprojektowanie oraz wykonanie analizy wynik·w dla sekcji z

badaniami ablacyjnymi, edycja publikacji.
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2.4.1 Wprowadzenie

Standardowe mechanizmy wykorzystywane w dziedzinie przetwarzania jňzyka naturalnego (w

tym ekstrakcji informacji) wczytujŃ tekst jako sekwencjň nastňpujŃcych po sobie token·w (zna-

k·w, sğ·w lub czňŜci sğ·w). UŨywajŃc tego podejŜcia, najnowsze modele oparte o architekturň

BERT (przykğadowo RoBERTa, Electra, ERNIE) osiŃgnňğy znaczŃcy postňp w rozwiŃzywa-

niu wiňkszoŜci zadaŒ NLP, zaprezentowanych w benchmarkach GLUE i SuperGLUE [8, 24, 6,

45, 53, 52]. Nie sŃ one jednak dostosowane do przetwarzania dokument·w z bogatŃ strukturŃ

graficznŃ, w kt·rej do czynienia mamy nie tylko ze zwykğym tekstem, ale r·wnieŨ z informa-

cjŃ przedstawionŃ w formie tabelki lub formularza. W tej pracy zaproponowano mechanizm

do wstrzykiwania informacji o strukturze dokumentu, bazujŃc na modelu RoBERTa, kt·ry jest

poprawionŃ wersjň modelu BERT. Szereg eksperyment·w, kt·re przeprowadzono na zbiorach

SROIE, CORD, Kleister NDAi Charity, pokazuje istotny wpğywwprowadzonych zmian na sku-

tecznoŜĺ modelu [13, 30, 43]. Dodatkowo udostňpniony zostağ duŨy zbi·r danych do treningu

nienadzorowanego, na podstawie kt·rego inni badacze bňdŃ w stanie trenowaĺ swoje modele w

trybie nienadzorowanym.

2.4.2 Zagadnienia powiŃzane

Reprezentacja tekstu. Wsp·ğczesne metody w dziedzinie przetwarzania jňzyka naturalnego

zamieniajŃ tekst wejŜciowy, wykonujŃc segmentacjň na tokeny (reprezentujŃce znaki, sğowa

czy segmenty sğ·w) dajŃc w rezultacie ciŃg (t1; t2; : : : ; t‘) o dğugoŜci ‘, gdzie tokeny ti naleŨŃ

do pewnego wczeŜniej ustalonego skoŒczonego sğownika. [33, 1, 8]. WiňkszoŜĺ z nich opiera

siň na dw·ch mechanizmach dzielŃcych tekst na segmenty sğ·w: BPE (byte pair encoding) oraz

model Unigram [41, 21]. Algorytmy te nie sŃ pozbawione wad, kt·re ujawniajŃ siň w szczeg·l-

noŜci, gdy przetwarzamy dokumenty biznesowe [35].

Model BERT [8]. Model BERT opiera siň w cağoŜci na enkoderze modelu Transformer, wy-

korzystujŃc do segmentacji algorytm BPE [51]. W tego typu architekturach, kaŨdy token ti

reprezentowany jest przez wektor sğowa (ang. word embedding) xi 2 Rn, kt·ry nastňpnie

przeksztağcany jest przez sieĺ do wyjŜciowego wektora liczb yi 2 Rm. Wymiary wektor·w

wejŜciowych/wyjŜciowych wynoszŃ odpowiednio n orazm. WewnŃtrz takiej sieci znajduje siň

mechanizm atencji, kt·ry nie zakğada z g·ry ustalonego porzŃdku przetwarzania. Ma to swoje

konsekwencje, do kt·rych naleŨy zaliczyĺ:

1. Informacja o pozycji sğowa w sekwencji musi byĺ w jakiŜ spos·b uwzglňdniana w wek-
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torze sğowa podawanym na wejŜciu.

2. Wszystkie operacje moŨna wykonywaĺ jednoczeŜnie (w przeciwieŒstwie do sieci reku-

rencyjnych).

3. Koszt mnoŨenia macierzy uzaleŨniony jest gğ·wnie od dğugoŜci sekwencji wejŜciowej ‘

i wynosi O(‘2n), dlatego dğugoŜĺ tekstu na wejŜciu ograniczana jest najczňŜciej do 512

token·w.

Aby uwzglňdniĺ pozycjň tokenu w sekwencji definiujemy wektor xi wedğug wzoru:

xi = si + pi; (1)

gdzie si 2 Rn jest semantycznymwektorem sğowa, natomiast pi 2 Rn jest wektorem pozycji to-

kenu w sekwencji (nazywanym dalej wektorem pozycyjnym 1D). W oryginalnymmodelu Trans-

formera wektory pozycji 1D byğy zakodowane przez stağe wartoŜci dla okreŜlonych pozycji, na-

tomiast w modelu BERT te wektory sŃ trenowalne [51, 8]. BERT przed procesem trenowania

na docelowym zdaniu wykorzystuje duŨe zbiory danych do uczenia w trybie nienadzorowanym,

tak aby jak najlepiej rozumieĺ tekst bez koniecznoŜci posiadania zbioru trenujŃcego.

Model RoBERTa [24]. Utworzony przez Facebooka model RoBERTa jest nastňpcŃ modelu

BERT (posiada dokğadnie takŃ samŃ architekturň sieci). Zostağ on jednak zoptymalizowany w

taki spos·b, Ũeby osiŃgaĺ jak najlepsze wyniki na zadaniach docelowych (np. GLUE). OsiŃ-

gniňto to m.in. poprzez odpowiedniŃ definicjň sğownika token·w (segment·w sğ·w) oraz ucze-

nie na duŨo wiňkszym zbiorze ze zwiňkszonŃ liczbŃ iteracji.

Relatywne kodowanie pozycji. Odmomentu pojawienia siň architektury Transformera wymy-

Ŝlano coraz to nowsze techniki wstrzykiwania do modelu informacji o pozycji tokenu [9, 20].

Na szczeg·lnŃ uwagň zasğuguje metoda relatywnego kodowania pozycji, w kt·rej wstrzykujemy

informacjň bezpoŜrednio do macierzy atencji [42, 37]. W pojedynczej gğowie (model podzie-

lony jest na niezaleŨne gğowy, kt·re r·wnolegle przetwarzajŃ wejŜcie, a nastňpnie ich wyniki

sŃ agregowane) mechanizm atencji transformuje wektory do trzech sekwencji: zapytaŒ (ang.

queries) qi 2 Rd, kluczy (ang. keys) ki 2 Rd oraz wartoŜci (ang. values) vi 2 Rd. Wagi

atencji liczone sŃ zgodnie ze wzorem �ij = d�1/2qT
i kj . Idea relatywnego kodowania polega na

modyfikacji wag atencji przez wprowadzenie do wzoru wektora przesuniňcia (ang. bias term)

zgodnie ze wzorem:

�0
ij = �ij + �ij; (2)
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gdzie parametr �ij = W (i � j) jest wyuczalnym wektorem wag uzaleŨnionym od relatywnej

pozycji token·w i oraz j,

2.4.3 Architektura modelu

Schemat architektury modelu LAMBERT zaprezentowany jest na Rysunku 5. Wprowadzone

zostağy trzy zmiany wzglňdem oryginalnego modelu RoBERTa:

1. Modyfikacja wektora wejŜciowego xi (wz·r 1) o informacjň o strukturze dokumentu:

xi = si + pi + L(‘i): (3)

gdzie parametr ‘i 2 Rk oznacza wektor pozycyjny 2D opisany szczeg·ğowo w publikacji

jako layout embedding [11].

2. Modyfikacja wag atencji poprzez dodanie uŨywanego w modelu T5 relatywnego kodo-

wania pozycji [37].

3. Rozszerzenie relatywnego kodowania pozycji (wz·r 2) o dwa dodatkowe parametry, zwiŃ-

zane z relatywnŃ pozycjŃ dw·ch token·wwzglňdem odlegğoŜci od siebie w poziomie oraz

w pionie strony:

�ij = W (i � j) + H(b�i � �jc) + V (b�i � �jc); (4)

gdzie (�i; �i) = (Cx1; C(y1 + y2)/2) sŃ wsp·ğrzňdnymi i � tego tokenu na stronie, wy-

znaczonymi na podstawie znormalizowanych wsp·ğrzňdnych prostokŃta ograniczajŃcego

token, bi = (x1; y1; x2; y2). H(‘) i V (‘) sŃ trenowanymi wagami dla kaŨdej liczby cağko-

witej z przedziağu ‘ 2 [�C; C) (po serii kilku eksperyment·w wartoŜĺ ta zostağa ustalona

na C = 100).

2.4.4 Trenowanie modelu w trybie nienadzorowanym

Wprowadzone modyfikacje do oryginalnego modelu RoBERTa wymagağy ponownego prze-

trenowania modelu w trybie nienadzorowanym. Finalny model LAMBERT-a (niekt·re modele

byğy trenowane na potrzeby eksperyment·w ablacyjnych) zostağ wytrenowany na 8 kartachGPU

typu NVIDIA Tesla V100 32GB na specjalnie przefiltrowanym zbiorze plik·w PDF ŜciŃgniň-

tych z wykorzystaniem danych z Common Crawla9 przez okoğo 1000 iteracji (co odpowiada

9
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Rysunek 5: LAMBERT - architektura modelu. Bloki oznaczone kolorem czerwonym pokazujŃ

modyfikacje, kt·re zostağy wykonane w stosunku do oryginalnego modelu RoBERTa.

treningowi na 3 milionach stron przez okoğo 25 epok). W celu uzyskania pozycji token·w na

stornie kaŨdy dokument byğ przetworzony przez wspomniane wczeŜniej narzňdzie do rozpozna-

wania znak·w Tessseract.

2.4.5 Prezentacja i om·wienie wynik·w gğ·wnych

Wcelu weryfikacji jakoŜci modelu LAMBERT przeprowadzona zostağa seria test·w na czterech

publicznie dostňpnych zbiorach danych: Kleister NDA, Charity, SROIE, CORD [43, 13, 30].

Dla zbioru SROIE posiadamy dwa wyniki: jeden wziňty ze strony wyzwania (oznaczony w

tabeli jako SROIE), drugi (oznaczony w tabeli jako SROIE*) jest wewnňtrznym wariantem,

w kt·rym udostňpniony przez tw·rc·w wyzwania zbi·r trenujŃcy zostağ podzielony wewnňtrz-

nie na podzbiory trenujŃcy i testowy. Do przeprowadzenia wszystkich eksperyment·w wyko-

rzystany byğ mechanizm opisany w Sekcji 2.2.3 i publikacji [43] z uŨyciem narzňdzia Tesseract

do wstňpnego przetwarzania dokument·w.

Przeprowadzona seria eksperyment·w (Tablica 7) wykazağa, Ũe nasz mechanizm znaczŃco

poprawia jakoŜĺ dziağania modelu bazowego RoBERTa oraz modelu LayoutLM (zar·wno wa-
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Model Liczba parametr·w
Nasze eksperymenty Wyniki zewnňtrzne

NDA Charity SROIE* CORD SROIE

RoBERTa 125M 77.91 76.36 94.05 91.57 92.39b

RoBERTa (16M) 125M 78.50 77.88 94.28 91.98 93.03b

LayoutLM
113M 77.50 77.20 94.00 93.82 94.38a

343M 79.14 77.13 96.48 93.62 97.09b

LAMBERT (16M) 125M 80.31 79.94 96.24 93.75 ð

LAMBERT (75M) 125M 80.42 81.34 96.93 94.41 98.17b

Tablica 7: Por·wnanie wynik·w z wykorzystaniem miary F1 dla przetestowanych modeli.

W nawiasach znajduje siň liczba stron, na jakich zostağy przetrenowane modele. Dla modelu

RoBERTa pierwszy wiersz odnosi siň do oryginalnego modelu, natomiast drugi odnosi siň do

modelu przetrenowanego na dokumentach z domeny biznesowo-prawnej. Wyniki a na podsta-

wie relewantnej publikacji, b na podstawie strony wyzwania SROIE [14]

riantu bazowego, jak i duŨego). Istotnym czynnikiem, kt·ry rzutuje na koŒcowe wyniki jest

r·wnieŨ zbi·r danych oraz dğugoŜĺ treningu modelu w trybie nienadzorowanym. Zgodnie z pa-

nujŃcym trendemw dziedzinie budowania modeli jňzyka imwiňksze i lepsze dane (odfiltrowane

z niskiej jakoŜci dokument·w) oraz dğuŨszy trening, tym model LAMBERT jest skuteczniejszy

(patrz model wytrenowany na 16 vs 75 milionach stron) [16].
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3 Dorobek naukowy

Sekcja Publikacja Punkty

MEiN

Cytowa-

nia**

Komentarz

2.1 Tomasz Stanislawek, Anna Wr·blewska, Alicja W·jcicka, Daniel Ziem-

bicki, and Przemyslaw Biecek. Named Entity Recognition ð Is There a

Glass Ceiling? In Proceedings of the 23rd Conference on Computatio-

nal Natural Language Learning (CoNLL), pages 624ï633, Hong Kong,

China, November 2019. Association for Computational Linguistics.

140 11

2.2 Tomasz Stanisğawek, Filip GraliŒski, Anna Wr·blewska, Dawid LipiŒski,

Agnieszka Kaliska, Paulina Rosalska, Bartosz Topolski, and Przemysğaw

Biecek. Kleister: Key information extraction datasets involving long do-

cuments with complex layouts. In Josep Llad·s, Daniel Lopresti, and Seii-

chi Uchida, editors, Document Analysis and Recognition ï ICDAR 2021,

pages 564ï579, Cham, 2021. Springer International Publishing.

140 8

2.3 Ğukasz Borchmann*, Michağ Pietruszka*, Tomasz Stanislawek*, Da-

wid Jurkiewicz, Michağ Turski, Karolina Szyndler, and Filip GraliŒ-

ski. DUE: End-to-end document understanding benchmark. https:

//openreview.net/forum?id=rNs2FvJGDK . 2021.

0/200 0 (*) R·wny wkğad w wykonanŃ

pracň. Publikacja jest w trakcie

recenzji na konferencjň Neu-

rIPS 2021.

2.4 Ğukasz Garncarek*, Rafağ Powalski*, Tomasz Stanisğawek*, Bartosz To-

polski*, Piotr Halama, Michağ Turski, and Filip GraliŒski. Lambert:

Layout-aware language modeling for information extraction. In Josep

Llad·s, Daniel Lopresti, and Seiichi Uchida, editors, Document Analysis

and Recognition ï ICDAR 2021, pages 532ï547, Cham, 2021. Springer

International Publishing.

140 13 (*) R·wny wkğad w wykonanŃ

pracň. Wyr·Ũniona nagrodŃ na

konferencji ICDAR 2021 w ka-

tegorii Best Industry Related

Paper Award.

Tablica 8: Lista publikacji wchodzŃca w skğad rozprawy doktorskiej. (**) Cytowania wyzna-

czone na podstawie platformy https://scholar.google.pl/.

W Tablicy 8 wyszczeg·lnione zostağy wszystkie prace wchodzŃce w skğad rozprawy dok-

torskiej, w kt·rych jestem pierwszym autorem (r·wnieŨ tam, gdzie wkğad w pracň jest taki sam

dla kilku os·b). WiňkszoŜĺ z nich zostağa wygğoszona na cenionych konferencjach naukowych

(suma punkt·w wedğug MEiN wynosi 420, jedna publikacja w trakcie recenzji). Dodatkowo

od momentu rozpoczňcia doktoratu uczestniczyğem jeszcze w trzech innych badaniach (Ta-

blica 9) [55, 12, 35], kt·re ŜciŜle wiŃzağy siň z tematykŃ rozprawy. Przed rozpoczňciem studi·w

doktoranckich pracowağem przy kilku projektach naukowo-badawczych, po realizacji kt·rych

powstağy trzy publikacje [36, 38, 36]. Moje dotychczasowe badania pozwoliğy osiŃgnŃĺ suma-

rycznŃ liczbň cytowaŒ 113 oraz h-indeks wynoszŃcy 7.
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Publikacja Cytowa-

nia**

Gğ·wny wkğad w publikacjň

Rafal Powalski and Tomasz Stanislawek. Unicaseïrethinking casing in language

models. arXiv preprint arXiv:2010.11936, 2020.

1 wymyŜlenie koncepcji, ustalenie meto-

dologii badania oraz pisanie pracy.

Filip Gralinski, Anna Wr·blewska, Tomasz Stanislawek, Kamil Grabowski, and To-

masz G·recki. Geval: Tool for debugging NLP datasets and models. In Tal Linzen,

Grzegorz Chrupala, Yonatan Belinkov, and Dieuwke Hupkes, editors, Proceedings

of the 2019 ACL Workshop BlackboxNLP: Analyzing and Interpreting Neural Ne-

tworks for NLP, Blackbo-xNLP@ACL 2019, Florence, Italy, August 1, 2019, pages

254ï262. Association for Computational Linguistics, 2019.

7 Eksperymenty na zadaniach z domeny

ekstrakcji informacji, edycja manu-

skryptu i wymyŜlanie nowych cech do

metody.

Anna Wr·blewska, Tomasz Stanisğawek, Bartğomiej Prus-ZajŃczkowski, and Ğukasz

Garncarek. Robotic process automation of unstructured data with machine learning.

In Position Papers of the 2018 Federated Conference on Computer Science and In-

formation Systems, FedCSIS 2018, PoznaŒ, Poland, September 9-12, 2018, pages

9ï16, 2018.

12 Metodologia badania, pisanie manu-

skryptu.

Jarosğaw Protasiewicz, Witold Pedrycz, Marek Kozğowski, Sğawomir Dadas, To-

masz Stanisğawek, Agata Kopacz, and Mağgorzata GağňŨewska. A recommender

system of reviewers and experts in reviewing problems.Knowledge-Based Systems,

106:164ï178, 2016.

52 Moduğ do klasyfikacji publikacji, two-

rzenie oprogramowania, edycja publika-

cji.

Jacek RapiŒski, Daniel Zinkiewicz, and Tomasz Stanislawek. Influence of human

body on radio signal strength indicator readings in indoor positioning systems. Tech-

nical Sciences/University of Warmia andMazury in Olsztyn, (19 (2)):117ï127, 2016.

7 Implementacja i testowanie wybranych

algorytm·w.

Jaroslaw Protasiewicz, Tomasz Stanislawek, and Slawomir Dadas. Multilingual

and hierarchical classification of large datasets of scientific publications. In

2015 IEEE International Conference on Systems, Man, and Cybernetics, pages

1670ï1675. IEEE, 2015.

2 Metodologia badania, implementacja

i przeprowadzenie finalnych ekspery-

ment·w, pisanie publikacji.

Tablica 9: Lista pozostağych publikacji. (**) Cytowania wyznaczone na podstawie platformy

https://scholar.google.pl/.
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4 Podsumowanie

Badania przeprowadzone w ramach rozprawy doktorskiej i opisane w sekcji 2 dotyczyğy eks-

trakcji informacji z dokument·w o bogatej strukturze graficznej. W pierwszej kolejnoŜci wy-

konağem analizň jakoŜci aktualnie najlepszych rozwiŃzaŒ dotyczŃcych przetwarzania zwykğego

tekstu (Sekcja 2.1), co pozwoliğo mi na identyfikacjň problem·w i moŨliwych kierunk·w roz-

woju. Nastňpnie skupiğem siň na wprowadzeniu do dziedziny nowych zbior·w danych (Sek-

cja 2.2) uwzglňdniajŃcych liczne problemy, kt·re wczeŜniej nie byğy podejmowane i rozwiŃ-

zywane (m.in. dğugie dokumenty). Dodatkowo uczestniczyğem w przygotowaniu por·wnania

(Sekcja 2.3), w kt·rym razem z gğ·wnymi wsp·ğautorami przygotowaliŜmy zestaw zr·Ũnicowa-

nych zbior·w danych do badania postňpu w szerszej dziedzinie, jakŃ jest rozumienie dokumen-

t·w. WaŨnym aspektem tego badania byğa konceptualizacja i wsp·lny mianownik problem·w

w cağej dziedzinie, a nie tylko ekstrakcji informacji. Za najwaŨniejsze dzieğo uznajň prace ba-

dawcze zwiŃzane z powstaniem modelu LAMBERT (Sekcja 2.4). Wsp·lnie z trzema gğ·wnymi

czğonkami zespoğu stworzyliŜmy nowy model jňzyka, kt·ry dodaje informacjň o pozycji toke-

n·w na stronie, co doprowadziğo do uzyskania najlepszych wynik·w na kilku zbiorach danych:

Kleister NDA, Charity i SROIE [11, 14]. Za najwiňkszy sw·j wkğad tutaj uznajň bycie pomy-

sğodawcŃ uŨycia modelu BERT/RoBERTa do problemu ekstrakcji informacji, wsp·lne przygo-

towanie wstňpnej architektury oraz przeprowadzenie serii eksperyment·w ablacyjnych, kt·re

doprowadziğy do ustalenia najlepszej architektury.

WiňkszoŜĺ publikacji (jedna praca jest w recenzji na konferencjň NIPS 2021) skğadajŃca

siň na niniejszŃ rozprawň doktorskŃ zostağa wygğoszona na miňdzynarodowych konferencjach

(CoNLL 2019, ICDAR 2021), co pokazuje jakoŜĺ przeprowadzanych badaŒ. Ich znaczenie

podkreŜla r·wnieŨ fakt zdobycia nagrody w kategorii Best Industry Related Paper Award na

konferencji ICDAR 2021. Dodatkowo, poza om·wionymi w rozprawie publikacjami, byğem

jeszcze wsp·ğautorem (ale nie gğ·wnym) trzech prac [55, 12, 35], kt·re czňŜciowo wiŃŨŃ siň

z tematykŃ poruszanŃ w rozprawie.

4.1 Wkğad w rozw·j dziedziny

Prace badawcze zwiŃzane z ekstrakcjŃ informacji z dokument·w o bogatej strukturze graficz-

nej rozpoczŃğem na poczŃtku 2019 roku. Dziedzina ta nie byğa w·wczas szczeg·lnie popularna,

a wiňkszoŜĺ rozwiŃzaŒ tworzona byğa z wykorzystaniem techniki rozpoznawania obraz·w, sieci
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grafowych lub modeli opartych o sieĺ z atencjŃ [18, 23, 28]. W tym samym czasie powstağy dwa

r·wnolegğe rozwiŃzania wykorzystujŃce po raz pierwszy modele jňzyka: LayoutLM (pierwsze

wersja na arxiv pojawiğa siň 31 grudnia 2019 roku) oraz LAMBERT (publikacja zostağa wy-

sğana na konferencjň ACL w poğowie grudnia 2019 roku, ale nie zostağa ostatecznie przyjňta w

jej pierwszej wersji). Oba te rozwiŃzania wyznaczyğy kierunek badaŒ dla pozostağych naukow-

c·w zajmujŃcych siň tŃ tematykŃ. Dodatkowo przygotowane zbiory danych Kleister stağy siň

waŨnym elementem weryfikacji jakoŜci nowo powstağych modeli [56, 3, 50].

4.2 WdroŨeniowe znaczenie przeprowadzonych badaŒ

Prace, kt·re wykonağem podczas studi·w doktoranckich, byğy ŜciŜle zwiŃzane z aspektemwdro-

Ũeniowym i rozwiŃzywaniem realnych problem·w biznesowych w firmie . Utwo-

rzenie modelu LAMBERT pozwoliğo na zwiňkszenie jakoŜci dostarczanych usğug dla juŨ obsğu-

giwanych klient·w oraz rozwiŃzanie dotychczas niemoŨliwych do realizacji przypadk·w (np.

ekstrakcja danych tabelarycznych). Zbiory danych Kleister pozwoliğy na bardziej dokğadne

przeprowadzenie badaŒ ablacyjnych, co zaowocowağo wyborem najlepszego modelu jňzyka.

Ponadto, te badania przyczyniğy siň w duŨej mierze do zbudowania nastňpcy modelu LAM-

BERT, modelu TILT [34].
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Sğowniczek pojňĺ

Pojňcia dobrze znane i rozpowszechnione w jňzyku angielskim czňsto nie majŃ swoich odpo-

wiednik·w w jňzyku polskim. W zwiŃzku z czym, aby lepiej zrozumieĺ przedstawionŃ pracň,

wyr·Ũniğem listň najwaŨniejszych termin·w w jňzyku polskim oraz ich tğumaczenie na jňzyk

angielski. Inspiracje czerpağem gğ·wnie z pracy o NarodowymKorpusie Jňzyka Polskiego [49].

Dokumenty o bogatej strukturze graficznej - ang. Visually Rich Documents, VRDs

Rozumienie dokument·w - ang. Document Understanding, DU

Optyczne rozpoznawanie znak·w - ang. Optical character recognition, OCR

Tagowanie sekwencyjne - ang. Sequence Labelling

Anotacja - ang. annotation

Ekstrakcja informacji - ang. Information Extraction, IE

Ekstrakcja kluczowych informacji - ang. Key Information Extraction, KIE

Rozpoznawanie jednostek nazewniczych - ang. Named Entity Recognition, NER

Wektor sğ·w/wektor - ang. words embeddings/embedding

Trenowaĺ w trybie nienadzorowanym - ang. unsupervised training

Rozumienie obraz·w - ang. Computer Vision, CV

Robotyzacja proces·w - ang. Robotic Process Automation, RPA

Gğowa atencji - ang. Attention head
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