Streszczenie

Tytul: Strategie postepowania w przypadku malej liczby obserwacji uczgcych w problemie
Klasyfikacji danych nieustrukturyzowanych

Niewystarczajaca ilo$é danych uczgcych lub ich brak stanowig naturalne i czgsto wy-
st¢gpujace wyzwania w klasyfikacji danych nieustrukturyzowanych. Nieadresowane mogg
prowadzié do bltedéw w wynikach, co z kolei moze sklonié¢ badacza do formulowania nie-
poprawnych wnioskéw. Postep badaf przynosi jednak rézne rozwigzania, mogace pomoc
w rozstrzyganiu tego rodzaju probleméw.

W rozprawie oméwiono rézne grupy metod radzenia sobie z niewielkg liczbg obserwacji
uczacych. Zaproponowano tu réwniez trzy autorskie podejécia: AttentionMiz (metoda
wzbogacania danych poprzez kierowane mieszanie obserwacji, dedykowana dla problemu
klasyfikacji tekstéw), StatMixz (metoda wzbogacania danych, korzystajaca ze statystyk
zdjecia, dedykowana dla problemu klasyfikacji obrazéw w uczeniu federacyjnym) oraz
standardowe uczenie sieci, oparte na ogélnodostepnych, zaszumionych danych, pobranych
z internetu.

Trudnosci zwigzane z klasyfikacjg danych nieustrukturyzowanych sg powszechnym pro-
blemem, wystepujacym podczas budowy modeli o réznorodnym zastosowaniu (na przy-
ktad w klasyfikacji zdjeé czy analizie iloSciowej komentarzy uzytkownikéw). W takich
przypadkach celem jest stworzenie modelu o jak najwyzszej skutecznoSci w rozwigzywaniu
tego typu probleméw dla nowych, nieobserwowanych wezesniej danych (tj. posiadajacego
zdolno$é do generalizacji).

Rozszerzanie danych uczgcych stanowi jedng ze strategii regularyzacji w ramach pro-
cesu uczenia glebokich sieci neuronowych, co przeklada sie na poprawe zdolnosci do ge-
neralizacji. Wzbogacanie danych to powszechnie stosowana strategia poprawy wynikéw i
zwigkszenia zdolnosci do generalizacji sieci, znajdujaca szerokie zastosowanie w literatu-
rze. W duzej mierze dominujg jednak standardowe metody, takie jak obracanie w obszarze
wizji komputerowej czy podmiana na synonimy w przetwarzaniu jezyka naturalnego. Sto-
sunkowo niedawno pojawily si¢ propozycje metod, opartych na mieszaniu obserwacji.

Metody przedstawione w pracy sugerujg, iz istnieje jeszcze przestrzen do dalszych

v



badahh w tym obszarze. Metoda AttentionMix pokazata, ze mozliwe jest dostosowanie
technik mieszania do danych tekstowych, korzystajac z mechanizméw, dedykowanych do
przetwarzania tekstu. W ten sposéb wykazano elastyczno$é metod mieszania w kontekscie
réznych modalnosci. Metoda StatMixz dostosowala proces mieszania do problemu ucze-
nia federacyjnego, gdzie istnieje potrzeba ochrony prywatnoéci obserwacji. W tym celu
wprowadzono znaczgce ograniczenie iloci informacji, przesytanych i wykorzystywanych
w procesie wzbogacania danych. Wyniki przeprowadzonych eksperymentéw wykazaly, iz
metody wzbogacania danych poprzez mieszanie obserwacji, oprocz pierwotnego zastoso-
wania, sg rowniez elastyczne i tatwo adaptuja sie do innych probleméw. Ich implementacja
przeklada si¢ na wzrost skutecznosdci uczonych modeli. Dodatkowo wykazano, ze modele
wysokie]j jakodci mozna skutecznie uczyé na podstawie zaszumionych danych, pobranych

z internetu.

Stowa kluczowe: wzbogacanie danych, mieszanie obserwacyi, dane pobrane z internetu,

wizja komputerowa, przelwarzanie jezyka naturalnego, uczenie federacyjne
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